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Prólogo

El presente texto contiene algunos elementos básicos para el estudio
matemático de las series de tiempo univariadas. Está dirigido a todo
estudiante del área científica con conocimientos medios en probabilidad y
estadística a nivel licenciatura. En especial, los estudiantes de la carrera de
Actuaría pueden obtener provecho de este material, quienes deben estudiar
estos temas como parte de su formación académica.

Una serie de tiempo es un registro sistemático a lo largo del tiempo de
una variable de interés. Estos registros sucesivos se llevan a cabo dentro de
diversas áreas del conocimiento humano, como la ingeniería, la ecología,
la economía, las finanzas, la epidemiología, la medicina y la demografía,
entre muchas otras. El objetivo es comprender el comportamiento en el
tiempo de la variable de interés para proponer modelos y pronósticos, y de
esta manera llevar a cabo una mejor toma de decisiones dentro del área de
estudio considerada.

El presente trabajo inicia con una introducción a los primeros elementos
gráficos, numéricos y de modelación, asociados a una serie de tiempo. Pos-
teriormente, se definen cuatro componentes principales que podrían estar
presentes y ser identificados en una serie de tiempo. Estos componentes
son: la tendencia, el componente cíclico, la estacionalidad y, finalmente, el
elemento errático o aleatorio. Se revisa también el modelo autorregresivo
AR, el modelo de promedios móviles MA, los modelos ARMA, ARIMA
y SARIMA. Al final del trabajo se proporciona una breve introducción
al problema de realizar pronósticos con base en los modelos elaborados.
Nuestro tratamiento es tradicional en el sentido de estudiar la evolución de
las variables como funciones del tiempo.

Es importante señalar que el texto es breve y está orientado con una
perspectiva matemática, de modo que se ha buscado presentar procedi-
mientos, enunciados y demostraciones con cierto grado de justificación
matemática donde ha sido posible tal tratamiento sin recurrir a resultados
más avanzados. Por otro lado, la mayor parte de la información se encuentra
almacenada actualmente en bases de datos u hojas electrónicas, y el análisis
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práctico de las series de tiempo se ha agilizado debido a que varios de los 
procedimientos se encuentran implementados en los programas de cómputo 
disponibles. Sin embargo, este trabajo no está asociado con ningún progra-
ma de cómputo. Aún así, se agregaron algunos códigos en lenguaje R que 
se utilizaron en la realización de algunos ejemplos. Tales códigos se pueden 
consultar al final del l ibro. Al l ector i nteresado en acompañar e ste trabajo 
con el uso de R se le recomienda consultar el libro de Coghlan (2018) [12], 
el cual contiene una introducción práctica y elemental de la utilización 
de R en el análisis de series de tiempo. Otros textos más completos que 
se apoyan en el uso de R en su presentación son: Cowpertwait y Metcalfe 
(2009) [14], Cryer y Chan (2008) [15], y Shumway y Stoffer (2017) [33], por 
mencionar sólo algunos.

Agradecemos a la DGAPA UNAM por el apoyo otorgado a través del pro-
yecto PAPIME PE102321 “Estadística y simulación”, gracias al cual fue 
posible la edición de este trabajo. Asimismo, agradecemos muy sinceramen-
te a los árbitros de este trabajo por sus valiosos comentarios, así como a 
los Comités de Publicaciones del Departamento de Matemáticas y de la 
Facultad de Ciencias por su excelente labor editorial.

Los autores
Noviembre 2023
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Capítulo 1

Introducción

En este primer capítulo se revisan algunas definiciones y conceptos generales
sobre series de tiempo. Una serie de tiempo es una sucesión de observaciones
de una variable de interés realizada a lo largo del tiempo. Los tiempos de
observación pueden ser cualesquiera tiempos ordenados 0 ď t1 ă t2 ă t3 ă

¨ ¨ ¨ aunque, sin perder generalidad, supondremos que son: 1, 2, 3, . . . De esta
manera, tenemos que una serie de tiempo es una sucesión de observaciones
numéricas: x1, x2, x3, . . . .

t

xt

1 2 3 4 5 6 7 8 9 10 11

•
•

• •

•
•

•
•

•

•

•

Figura 1.1: Gráfica de una serie de tiempo.

Estos valores pueden ser mediciones de variables de muy diversa índole.
Pueden ser mediciones en el tiempo del precio del petróleo, un índice
bursátil, la precipitación pluvial, o el nivel de un contaminante atmosférico;

7



i
i

“Series-main” — 2025/1/14 — 17:45 — page 8 — #8 i
i

i
i

i
i

8 CAPÍTULO 1. INTRODUCCIÓN

entre otros muchos ejemplos. En la figura 1.1 se muestra una gráfica de una
serie de tiempo. El análisis de este tipo de gráficas es de utilidad para tener
un mejor entendimiento de algunas características de una serie en estudio.

Representaciones. Para representar al conjunto de observaciones de una
serie de tiempo se puede usar la notación txt : t “ 1, 2, . . .u, o bien
txt : t ě 1u o, por brevedad, también escribiremos simplemente txtu, en
donde se usan letras minúsculas para indicar que se trata de cantidades
numéricas. En la práctica, esta es una sucesión necesariamente finita de
observaciones. En ocasiones es conveniente tomar como el primer tiempo
de observación a t “ 0 .

Con el fin de buscar representaciones generales para su tratamiento abstrac-
to, se usa el modelo de proceso estocástico a tiempo discreto tXt : t ě 1u

para denotar a una serie de tiempo. El uso de la letra mayúscula indica
ahora que se trata de una sucesión de variables aleatorias. De esta manera,
Xt denota la observación no especificada de la variable de interés al tiempo
t. Las observaciones numéricas x1, x2, . . . son una realización particular del
proceso estocástico X1, X2, . . . Extendiendo la variable tiempo t para que
pueda tomar cualquier valor entero, se llega a la siguiente definición general.

Definición 1.1 Una serie de tiempo es un proceso estocástico a tiempo
discreto tXt : t P Zu.

Tanto a la colección finita de números x1, . . . , xn proveniente de observa-
ciones concretas, como al proceso estocástico tXt : t P Zu que se utilice
como modelo, se le llama serie de tiempo. El análisis de las series de
tiempo consiste en el estudio de los modelos matemáticos para representar
las sucesiones de observaciones con el objetivo de describir, interpretar,
controlar y pronosticar el comportamiento de la variable en estudio. Un
aspecto que es necesario resaltar es que las observaciones que aparecen en
una serie de tiempo provienen típicamente de variables aleatorias depen-
dientes, es decir, en general existe cierta dependencia entre las observaciones.

Distribuciones finito-dimensionales. Desde el punto de vista matemático,
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1.1. DOS MODELOS ELEMENTALES 9

una especificación completa de una serie de tiempo tXt : t ě 1u se logra
cuando se conocen las distribuciones finito-dimensionales del proceso.
Recordaremos a continuación la definición de estas distribuciones.

Definición 1.2 Las distribuciones finito-dimensionales de un proceso
estocástico tXt : t ě 1u son la colección de todas las funciones de distri-
bución conjuntas:

F px1q “ P pX1 ď x1q,

F px1, x2q “ P pX1 ď x1, X2 ď x2q,

F px1, x2, x3q “ P pX1 ď x1, X2 ď x2, X3 ď x3q,

...

En muy pocas ocasiones es posible conocer explícitamente estas distribu-
ciones conjuntas para una serie de tiempo. En lugar de una especificación
completa, el primer y segundo momento de las variables de la serie han sido
útiles para caracterizar algunas propiedades sobresalientes del proceso. Los
primeros momentos son los valores EpXtq para t “ 1, 2, . . ., y los segundos
momentos son las cantidades EpXsXtq para s, t “ 1, 2, . . . Por ejemplo,
cuando se conoce que las distribuciones finito-dimensionales son normales
multivariadas, es suficiente conocer las medias (primeros momentos) y las
covarianzas (segundos momentos) para determinar completamente todas las
distribuciones conjuntas. Más adelante regresaremos al análisis de las me-
dias, varianzas y covarianzas como función de la variable tiempo. Veremos
a continuación algunos modelos concretos de series de tiempo.

1.1. Dos modelos elementales

En esta sección definiremos dos modelos elementales de series de tiempo
que son importantes desde el punto de vista teórico. Estos modelos son: el
proceso aleatorio puro y la caminata aleatoria. A partir de estos modelos
básicos se construyen otros modelos más elaborados.
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10 CAPÍTULO 1. INTRODUCCIÓN

Proceso aleatorio puro
Este es uno de los modelos más simples en donde las variables del proceso
son independientes aunque todas tienen la misma distribución de probabi-
lidad.

Definición 1.3 Un proceso aleatorio puro o proceso de ruido es un pro-
ceso estocástico compuesto por variables aleatorias independientes e idén-
ticamente distribuidas. Denotaremos a este proceso por tZt : t P Zu.

Dada la idéntica distribución de las variables Zt, podemos suponer que
su media común es µ y su varianza común es σ2. Supondremos que estas
cantidades son finitas. De esta manera, tenemos que todo proceso aleatorio
puro tiene las siguientes características: por lo recién mencionado, tenemos
que EpZtq “ µ y VarpZtq “ σ2, para cualquier t P Z. Considerando los casos
s “ t y s ‰ t, se puede comprobar que

EpZs Ztq “

#

σ2 ` µ2 si s “ t,

µ2 si s ‰ t.

Usando este resultado y recordando la fórmula Cov pX,Y q “ EpXY q ´

EpXqEpY q, tenemos que la covarianza entre Zs y Zt es

Cov pZs, Ztq “

#

σ2 si s “ t,

0 si s ‰ t.

Finalmente, a partir de la covarianza se puede encontrar que el coeficiente
de correlación entre Zs y Zt es

ρpZs, Ztq “

#

1 si s “ t,

0 si s ‰ t.

Aquí se ha usado la definición ρpX,Y q “ Cov pX,Y q{
a

VarpXqVarpY q. De
esta manera hemos encontrado algunas características numéricas de todo
proceso aleatorio puro. Con frecuencia supondremos que µ “ 0 como en el
siguiente ejemplo.
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1.1. DOS MODELOS ELEMENTALES 11

Ejemplo 1.1 Para un proceso aleatorio puro tZt : t P Zu, es frecuente
suponer que Zt „ Np0, σ2q. A este proceso se le llama ruido blanco, y
para denotarlo se usa el símbolo WNp0, σ2q. Las letras WN provienen
del término en inglés white noise. Este proceso queda completamente
caracterizado por el primer y segundo momentos. Por lo anteriormente
mencionado, estas cantidades son:

EpZtq “ 0.

EpZs Ztq “

#

σ2 si s “ t,

0 si s ‰ t.

En la figura 1.2 se muestra una parte de una trayectoria de un ruido blanco
WNp0, 1q.

t

zt

•

•

•
•

•

•

•

•

•

•
•

0

Figura 1.2: Trayectoria de un proceso de ruido blanco WNp0, 1q.

‚

Los modelos de series de tiempo que se construyen más adelante tienen un
elemento azaroso dado por un proceso aleatorio puro.

Caminata aleatoria

Hemos mencionado que, aunque un proceso de ruido es sencillo en el
sentido de que sus variables aleatorias son independientes unas de otras,
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12 CAPÍTULO 1. INTRODUCCIÓN

resulta de utilidad para construir otras series de tiempo a partir de él. Una
caminata aleatoria es un ejemplo de un proceso que se construye a partir
de un proceso de ruido de la siguiente forma.

Definición 1.4 Sea tZt : t P Zu un proceso de ruido con media µ y va-
rianza σ2. Un proceso estocástico tXt : t ě 0u es una caminata aleatoria
que inicia en el valor x0 si

X0 “ x0,

Xt “ x0 ` Z1 ` ¨ ¨ ¨ ` Zt, para t “ 1, 2, . . . (1.1)

Es claro que una caminata aleatoria se puede expresar de la siguiente manera
recursiva:

Xt “ Xt´1 ` Zt, para t “ 1, 2, . . . ,

junto con la condición inicial X0 “ x0. Escrita de esta forma, la caminata
aleatoria se puede ver como un modelo autorregresivo. Estudiaremos este
modelo en el capítulo 3. Por otro lado, no es muy complicado comprobar que,
para una caminata aleatoria con las características anteriores, se cumplen las
fórmulas que aparecen abajo. Se deja como ejercicio para el lector hacer los
detalles de las demostraciones de estas fórmulas. En primer lugar, tenemos
que, aplicando esperanza y varianza a (1.1),

EpXtq “ x0 ` µt,

VarpXtq “ σ2t.

Desarrollando el producto XsXt y aplicando esperanza, se encuentra que

EpXsXtq “

#

σ2t` px0 ` µtq2 si s “ t “ 0, 1, . . .
σ2s` px0 ` µsqpx0 ` µtq si s ă t.

A partir de esta fórmula se puede encontrar la covarianza entre Xs y Xt, la
cual resulta ser

Cov pXs, Xtq “

#

σ2t si s “ t “ 0, 1, . . .
σ2s si s ă t.
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1.1. DOS MODELOS ELEMENTALES 13

Observe que se puede escribir Cov pXs, Xtq “ σ2 mı́nts, tu. Finalmente, se
puede comprobar que el coeficiente de correlación entre Xs y Xt es

ρps, tq “ ρ pXs, Xtq “
a

s{t si 1 ď s ď t.

Ejemplo 1.2 Cuando el punto inicial es x0 “ 0 y el proceso de ruido tZt :
t P Zu es tal que

P pZt “ ´1q “ 1{2,
P pZt “ `1q “ 1{2,

a la serie tXt : t ě 1u dada por (1.1) se le llama caminata aleatoria simé-
trica simple. Este proceso inicia en el valor cero y salta una unidad, hacia
arriba o hacia abajo, con idéntica probabilidad 1{2 en cada tiempo. Es cla-
ro que este proceso tiene como espacio de estados el conjunto Z. Además,
µ “ EpZtq “ 0 y σ2 “ VarpZtq “ EpZ2

t q “ 1. En la figura 1.3 se muestra
una trayectoria o realización de una caminata aleatoria simétrica simple.

t

xt

•

•

•

•

•

•

•

•

•

•

•

•

0

Figura 1.3: Trayectoria de una caminata aleatoria simétrica simple.

‚

Ejemplo 1.3 Cuando el proceso de ruido tZt : t P Zu es WNp0, σ2q, al
proceso tXt : t ě 0u dado por (1.1) se le llama caminata aleatoria con ruido
blanco. En este caso, la caminata inicia en cualquier valor x0 P R y tiene
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14 CAPÍTULO 1. INTRODUCCIÓN

como espacio de estados el conjunto de números reales R. En la figura 1.4
se muestra una trayectoria de este tipo de caminata aleatoria.

t

xt

x0 •

•

•

•

•

•

•

•

•
•

•

•

0

Figura 1.4: Trayectoria de una caminata aleatoria con ruido blanco.

‚

1.2. Funciones básicas
Definiremos ahora algunas funciones que son de utilidad y que aparecen con
frecuencia en el análisis de las series de tiempo.

Función media

Definición 1.5 Sea tXt : t P Zu una serie de tiempo con esperanza
finita. La función media es

t ÞÑ µptq “ EpXtq, t P Z.

Es decir, para cada tiempo entero t, podemos calcular la esperanza de la
variable aleatoria Xt, suponiendo su existencia, y obtener una función de-
terminista que indica el comportamiento promedio de la serie al paso del
tiempo. Cuando sea conveniente, al valor EpXtq lo denotaremos también
como µt o µptq. Esta cantidad es un número real que puede ser positivo,
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1.2. FUNCIONES BÁSICAS 15

negativo o cero. La gráfica de la función media indicará la tendencia de la
serie de tiempo.

Ejemplo 1.4 Para el proceso de ruido tZt : t P Zu con media µ y varianza
σ2, la función media es constante EpZtq “ µ, mientras que para la caminata
aleatoria definida en (1.1), su media es la función lineal EpXtq “ x0 ` µt.

‚

Para una realización x1, . . . , xn de una serie de tiempo, se define la me-
dia muestral como el número x̄ que aparece a continuación. Note que esta
cantidad es constante y depende del número de observaciones.

x̄ “
1
n

n
ÿ

i“1
xi. (1.2)

Función varianza

Definición 1.6 Sea tXt : t P Zu una serie de tiempo con varianza finita.
La función varianza es

t ÞÑ VarpXtq, t P Z.

Denotaremos a esta función por σ2
Xptq, la cual es una función determinista

que nunca toma un valor negativo. Para una realización x1, . . . , xn de una
serie de tiempo se define la varianza muestral como el número no negativo

varpxq “
1
n

n
ÿ

i“1
pxi ´ x̄q2. (1.3)

Nótese que esta varianza muestral difiere de la varianza muestral insesgada
cuando se divide la suma entre n ´ 1 y las observaciones provienen de una
muestra de variables aleatorias independientes e idénticamente distribuidas.

Función de autocovarianza
Más generalmente, para el caso de variables aleatorias se puede definir la
función de covarianza de una serie de tiempo de la siguiente forma.
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16 CAPÍTULO 1. INTRODUCCIÓN

Definición 1.7 Sea tXt : t P Zu una serie de tiempo con segundo mo-
mento finito. La función de autocovarianza es

ps, tq ÞÑ γps, tq “ Cov pXs, Xtq

“ ErpXs ´ µsqpXt ´ µtqs, s, t P Z.

Se llama autocovarianza pues se está calculando la covarianza de cada va-
riable de la serie con las otras variables de la misma serie. También se usan
las letras ACVF (autocovariance function) para referirse a esta función.
Recordemos que la covarianza se puede calcular mediante la fórmula

γps, tq “ Cov pXs, Xtq “ EpXsXtq ´ EpXsqEpXtq.

Es conveniente recordar también que este número puede ser positivo, ne-
gativo o nulo, y representa una medida de la dependencia lineal entre
dos variables aleatorias. Observe que se cumple la propiedad de simetría
γps, tq “ γpt, sq. Cuando se toma s “ t, se obtiene la función varianza, es
decir,

γpt, tq “ VarpXtq “ EpX2
t q ´ E2pXtq.

En el caso de tener la realización x1, . . . , xn de una serie de tiempo, se define
la autocovarianza muestral como la función

τ ÞÑ covxpτq “ covr px1, . . . , xn´τ q, px1`τ , . . . , xnq s

“
1

n´ τ

n´τ
ÿ

t“1
pxt ´ x̄qpxt`τ ´ x̄q,

para τ “ 0, 1, . . . , n´1. Observe que la autocovarianza muestral compara el
vector px1, . . . , xn´τ q con el vector px1`τ , . . . , xnq. Los dos vectores tienen
la misma longitud y el segundo tiene un desplazamiento de τ unidades
adelante. Los posibles valores de τ hacen que esta comparación sea posible.
Cuando τ “ 0 se recupera la varianza del vector completo, es decir,

covxp0q “ varpxq “
1
n

n
ÿ

i“1
pxi ´ x̄q2.
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1.2. FUNCIONES BÁSICAS 17

Autocovarianza bajo una hipótesis adicional

En particular, nos interesará calcular γpt, t ` τq, en donde τ P Z es un
desfase o diferencia en el valor de los subíndices de las variables. Cuando
esta cantidad no depende de t, a la autocovarianza se le denota, más
brevemente, por γpτq. Observe que se usa la misma letra γ para la función,
pero ahora con un único argumento. Bajo la hipótesis señalada tenemos
entonces la función τ ÞÑ γpτq “ Cov pXt, Xt`τ q.

En particular, γp0q “ VarpXtq. Esto indica que la varianza de la serie de
tiempo es constante. Además, se puede comprobar que la autocovarianza
es una función par, es decir, γpτq “ γp´τq. Por lo tanto, es suficiente
especificar los valores de esta función para τ ě 0. Así lo haremos en lo
sucesivo: sólo indicaremos los valores de γpτq, para τ ě 0. Reiteramos que
esto es posible sólo en situaciones en las que se cumpla la hipótesis de que
γpt, t` τq no depende de t.

Función de autocorrelación

A continuación se define la función de autocorrelación para una serie de
tiempo.

Definición 1.8 Sea tXt : t P Zu una serie de tiempo con segundo mo-
mento finito. La función de autocorrelación es

ps, tq ÞÑ ρpXs, Xtq “
Cov pXs, Xtq

a

VarpXsq VarpXtq
, s, t P Z.

Esta función se llama de autocorrelación, pues representa la correlación
de cada variable de la serie con las otras variables de la misma serie. Por
brevedad escribiremos ρps, tq en lugar de ρpXs, Xtq. Como la autocova-
rianza es una función simétrica, también la autocorrelación lo es, esto es,
ρps, tq “ ρpt, sq. Cuando se toma s “ t se obtiene la identidad conocida
ρpt, tq “ 1. Se cumple también la identidad general ´1 ď ρps, tq ď 1.
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18 CAPÍTULO 1. INTRODUCCIÓN

En el caso de tener una realización x1, . . . , xn de una serie de tiempo,
se puede definir una función de autocorrelación muestral denotada por
rpτq. Regresaremos a esta función en la sección 1.5 cuando definamos el
correlograma.

Definición 1.9 La función de autocorrelación muestral de una colección
de observaciones x1, . . . , xn es

τ ÞÑ rpτq “

1
n´ τ

n´τ
ÿ

t“1
pxt ´ x̄qpxt`τ ´ x̄q

1
n

n
ÿ

t“1
pxt ´ x̄q2

, τ “ 0, 1, . . . , n´ 1. (1.4)

En analogía con (1.5), se cumple que

rpτq “
covxpτq

varpxq
“

covxpτq

covxp0q
, τ “ 0, 1, . . . , n´ 1.

A esta función se le refiere como función ACF muestral.

Autocorrelación bajo una hipótesis adicional
Como en el caso de la autocovarianza, nos interesará calcular ρpt, t ` τq,
para cada τ P Z. En los casos donde esta cantidad no depende de t, a
la autocorrelación se le denota, más brevemente, por ρpτq. Nuevamente se
usa la misma letra, pero ahora con un solo argumento. En esta situación,
tenemos la función

τ ÞÑ ρpτq “
Cov pXt, Xt`τ q

VarpXtq
“
γpτq

γp0q
. (1.5)

A esta función se le denota también por las letras ACF del término en
inglés autocorrelation function. La expresión (1.5) es la función ACF para
un modelo teórico tXt : t P Zu.
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1.3. OPERADORES 19

A partir de lo anterior y de las propiedades del coeficiente de correlación, es
inmediato comprobar que ρp0q “ 1 y que ´1 ď ρpτq ď 1. Bajo la hipótesis
indicada, como la autocovarianza es una función par, también la autocorre-
lación lo es, es decir, ρpτq “ ρp´τq. Por lo tanto, será suficiente especificar
los valores de esta función para τ ě 0. Así lo haremos en lo sucesivo: sólo
indicaremos los valores de ρpτq, para τ ě 0. Esto tiene sentido sólo en si-
tuaciones en las que se cumpla la hipótesis de que ρpt, t`τq no depende de t.

1.3. Operadores
En esta sección se definen algunos operadores que se aplican sobre los ele-
mentos de una serie de tiempo. Estas transformaciones toman una variable
de la serie de tiempo y producen como resultado otra variable aleatoria,
obteniendo así una nueva serie de tiempo.

Operador retraso
Este es un operador que toma una variable de una serie de tiempo y la
lleva a otra variable de la misma serie pero algunas unidades de tiempo atrás.

Definición 1.10 Sea tXt : t P Zu una serie de tiempo y sea k P Z. El
operador retraso de k tiempos es

BkXt :“ Xt´k, t P Z.

En particular, B1Xt “ BXt “ Xt´1 y B0Xt “ Xt.

La letra B proviene del término en inglés back, que en este contexto se
puede traducir como el verbo regresar. Esta es una forma conveniente de
recordar la operación que se está efectuando. Se debe observar también
la conveniencia de considerar que el espacio de tiempo es Z, pues de este
modo no hay problema alguno en aplicar el operador retraso a cualquier
variable de la serie de tiempo. En particular, observemos que B0 es el
operador identidad y que, cuando k es un entero negativo, Xt´k es la
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20 CAPÍTULO 1. INTRODUCCIÓN

variable aleatoria Xt con ´k ą 0 unidades de tiempo hacia adelante.

A continuación enunciamos algunas propiedades elementales del operador
retraso. Para mayor claridad, en algunos casos Se usan paréntesis:

B ¨ ¨ ¨B
loomoon

k veces
Xt “ BkXt “ Xt´k, k ě 0.

B´kXt “ Xt`k.

B´1BXt “ B0Xt “ Xt.

BpaXt ` bq “ aBpXtq ` b, a, b constantes, (linealidad).

Bpcq “ c, c constante.

BnBmXt “ Bn`mXt “ Xt´n´m, n,m P Z.

paBn ` bBmqpXt ` Ytq “ aXt´n ` bXt´m ` aYt´n ` bYt´m,
en donde a y b son constantes.

Las identidades anteriores no son difíciles de verificar, su demostración se
deja como ejercicio. A partir del operador retraso se puede construir el
siguiente operador.

Definición 1.11 Sean a0, a1, . . . , ak números reales, en donde k ě 1 es
un entero y ak ‰ 0. Un polinomio de retrasos de orden k es un operador
de la forma

ppBq “ a0 ` a1B ` a2B
2 ` ¨ ¨ ¨ ` akB

k. (1.6)

Por ejemplo, al aplicar el polinomio de retrasos (1.6) a la variable Xt de una
serie de tiempo, se obtiene la variable aleatoria

ppBqXt “ pa0 ` a1B ` a2B
2 ` ¨ ¨ ¨ ` akB

kqXt

“ a0Xt ` a1Xt´1 ` a2Xt´2 ` ¨ ¨ ¨ ` akXt´k.



i
i

“Series-main” — 2025/1/14 — 17:45 — page 21 — #21 i
i

i
i

i
i

1.3. OPERADORES 21

De esta manera, si tXt : t P Zu es una serie de tiempo, entonces la nueva
serie de tiempo es tppBqXt : t P Zu. Observe que se necesita que la serie
original esté definida para todo tiempo t P Z, de tal modo que se pue-
da considerar cualquier retraso en todo momento. Para los polinomios de
retraso (1.6) se cumplen las reglas usuales de las operaciones algebraicas
de suma y producto de polinomios considerando que el operador B es una
variable real susceptible de ser elevada a cualquier potencia entera.

Operador diferencia
Un ejemplo de un polinomio de retraso está dado por la expresión
ppBq “ 1 ´ Bk, para algún k ě 0 entero. Esto lleva a definir el siguiente
operador.

Definición 1.12 Sea tXt : t P Zu una serie de tiempo y sea k ě 0 un
entero. Se define el operador

∇kXt “ p1 ´BkqXt “ Xt ´Xt´k, t P Z.

El siguiente operador es otro caso particular de un polinomio de retraso
que nos será de utilidad.

Definición 1.13 Sea tXt : t P Zu una serie de tiempo y sea k ě 0 un
entero. El operador diferencia de orden k es

∇kXt “ p1 ´BqkXt, t P Z. (1.7)

Al operador ∇k también se le llama la k-ésima diferencia, y este mismo
nombre adquiere la nueva serie así definida,

Yt :“ ∇kXt, t P Z.

Es decir, tYt : t P Zu es la k-ésima diferencia de la serie tXt : t P Zu. Debe
tenerse cuidado en no confundir el operador diferencia ∇k con el operador
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antes definido ∇k. El operador ∇k, al que se le ha designado como operador
diferencia, se usará con mayor frecuencia, y como una regla de nemotecnia
el parámetro k colocado como exponente indica que el binomio p1 ´ Bq se
eleva a la potencia k.

Para comprender mejor la definición del operador diferencia, a continuación
se muestran explícitamente los operadores ∇0, ∇1 y ∇2 como polinomios
de retrasos.

El operador ∇0 es la diferencia cero y resulta ser la identidad, pues

∇0Xt “ p1 ´Bq0Xt “ Xt, t P Z.

El operador ∇1 es la primera diferencia y es

∇1Xt “ p1 ´Bq1Xt “ Xt ´BXt “ Xt ´Xt´1, t P Z.

El operador ∇2 es la segunda diferencia y es

∇2Xt “ p1 ´Bq2Xt

“ p1 ´Bqp1 ´BqXt

“ p1 ´BqpXt ´Xt´1q

“ Xt ´ 2Xt´1 `Xt´2, t P Z.

En el caso general, se puede desarrollar el término p1´Bqk usando el teorema
del binomio y obtener la siguiente expresión para la k-ésima diferencia de
una serie de tiempo:

∇kXt “ p1 ´BqkXt

“

k
ÿ

j“0

ˆ

k

j

˙

p´BqjXt

“

k
ÿ

j“0

ˆ

k

j

˙

p´1qjXt´j

“

ˆ

k

0

˙

Xt ´

ˆ

k

1

˙

Xt´1 ` ¨ ¨ ¨ `

ˆ

k

k

˙

p´1qkXt´k, t P Z.
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1.4. ESTACIONARIEDAD 23

Más adelante veremos que la serie diferenciada Yt :“ ∇kXt puede adquirir
ciertas características que la serie original no posee. En algunos casos
también podremos escribir el operador inverso de ∇k.

En la Tabla 1.1 se muestra un resumen de los operadores definidos. En la
sección de ejercicios se pide demostrar algunas propiedades generales de
estos operadores.

Nombre Operador

Retraso de 1 tiempo BXt “ Xt´1

Retraso de k tiempos BkXt “ Xt´k

Diferencia de retraso k ∇kXt “ p1 ´BkqXt “ Xt ´Xt´k

Diferencia de orden k ∇kXt “ p1 ´BqkXt “

k
ÿ

j“0

ˆ

k

j

˙

p´1qjXt´j

Tabla 1.1: Operadores.

En ocasiones aplicaremos estos operadores a los valores numéricos de una
serie de tiempo, así por ejemplo, si xt es el valor de una serie al tiempo
t (o una función de t), cuando sea posible podremos escribir los términos
numéricos Bxt “ xt´1, Bkxt “ xt´k, ∇kxt “ p1 ´ Bkqxt “ xt ´ xt´k

y ∇kxt “ p1 ´ Bqkxt. Además, cuando estos operadores se aplican a una
constante c, se debe entender que c representa una serie o función del tiempo
que es constante.

1.4. Estacionariedad

La estacionariedad es una propiedad importante de algunas series de tiem-
po. Esta característica limita la aleatoriedad en la evolución de la serie en
el tiempo, y esto ayuda a que el modelo matemático que se utilice para
representarla sea más simple. Algunos cálculos sólo se pueden efectuar ba-
jo la hipótesis de estacionariedad. En esta sección se revisan dos tipos de
estacionariedad para series de tiempo.
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24 CAPÍTULO 1. INTRODUCCIÓN

Estacionariedad estricta

Definición 1.14 Una serie de tiempo tXt : t P Zu es estrictamente
estacionaria si para cualesquiera números enteros k ě 1 y τ P Z, se
cumple que

pX1, . . . , Xkq
d
“ pX1`τ , . . . , Xk`τ q. (1.8)

La identidad anterior establece que los dos vectores aleatorios indicados
tienen la misma distribución de probabilidad. Esta propiedad también se
puede denotar de la siguiente forma:

pX1, . . . , Xkq „ pX1`τ , . . . , Xk`τ q.

La estacionariedad estricta, llamada también estacionariedad fuerte, signi-
fica que al trasladar τ unidades de tiempo, hacia adelante o hacia atrás, los
subíndices del vector aleatorio pX1, . . . , Xkq, la distribución del vector no
cambia, es decir, su distribución permanece estacionaria en el tiempo. De
esta manera, cuando se dice que una serie es estacionaria, significa que sus
distribuciones finito-dimensionales son estacionarias en el tiempo.

Ejemplo 1.5 Fácilmente se puede comprobar que el proceso de ruido tZt :
t P Zu definido en la página 10 es estrictamente estacionario. Por otro lado,
la caminata aleatoria definida en (1.1) no es estrictamente estacionaria. ‚

En particular, observemos que todas las variables aleatorias de una serie
de tiempo estrictamente estacionaria tienen la misma distribución, es decir,
X1 „ X2 „ X3 „ ¨ ¨ ¨ Esto se obtiene de (1.8) tomando k “ 1 y haciendo
variar τ ě 0. También se cumple la idéntica distribución para los vectores
aleatorios bidimensionales pX1, X2q „ pX2, X3q „ pX3, X4q „ ¨ ¨ ¨ , y así
sucesivamente. Más generalmente, se puede demostrar que la condición (1.8)
es equivalente a

pXt1 , . . . , Xtk
q

d
“ pXt1`τ , . . . , Xtk`τ q, (1.9)

para cualesquiera tiempos t1 ă ¨ ¨ ¨ ă tk y τ P Z. Como se puede ver, el
concepto de estacionariedad estricta impone condiciones muy fuertes sobre
un proceso estocástico.
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1.4. ESTACIONARIEDAD 25

Estacionariedad débil
Una condición de estacionariedad menos fuerte que la estacionariedad
estricta es la que se expone a continuación.

Definición 1.15 Una serie de tiempo tXt : t P Zu es débilmente esta-
cionaria si satisface las siguientes dos condiciones:

1. La función media µptq es constante, es decir, no depende de t.

2. La función de autocovarianza γpt, t` τq no depende de t.

De manera implícita, en la definición anterior estamos suponiendo que toda
serie de tiempo débilmente estacionaria posee media y covarianza finitas.
A la estacionariedad débil se le llama también estacionariedad de segundo
orden. La estacionariedad débil es el tipo de estacionariedad al que nos re-
feriremos con mayor frecuencia, de modo que para hacer el lenguaje escrito
más corto, diremos simplemente que una serie es estacionaria para indicar
que es estacionaria en el sentido débil. Utilizaremos la expresión completa
cuando deseemos hacer énfasis en el sentido débil de la estacionariedad
o cuando estemos analizando los dos tipos de estacionariedad al mismo
tiempo.

Notación. En vista de la definición 1.15, conviene aquí reiterar la notación
que se estableció en la sección 1.2 para la función de autocovarianza de una
serie que satisface cierta hipótesis adicional que ahora podemos identificar
como consecuencia de la propiedad de estacionariedad: puesto que la función
covarianza τ ÞÑ γpt, t ` τq no depende del parámetro t para una serie de
tiempo estacionaria, a esta función se le denota por γpτq, es decir,

γpτq :“ γpt, t` τq “ Cov pXt, Xt`τ q.

Observe que se trata del mismo nombre de la función γ pero se escribe sólo
como función de la variable τ de la que depende. En particular, recordemos
que γp0q “ VarpXtq para toda t P Z. En consecuencia, toda serie de
tiempo estacionaria cumple que, tanto la función media µptq “ EpXtq,
como la función varianza VarpXtq, son constantes en el tiempo. El siguiente
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resultado establece la relación entre los dos conceptos de estacionariedad
que hemos definido.

Proposición 1.1 Suponiendo segundo momento finito, la estacionarie-
dad estricta en una serie de tiempo implica su estacionariedad débil.

Demostración. Por la estacionariedad estricta, para cualquier t P Z,
Xt „ Xt`τ , en donde τ ě 0 es cualquier entero. Por lo tanto, EpXtq “

EpXt`τ q. Es decir, la función media µptq es constante. Esta constante la
denotaremos por la letra µ. Esto demuestra la primera parte de lo requerido.
Nuevamente, por la estacionariedad estricta, se cumple que pXt, Xt`τ q „

pX1, X1`τ q, para cualesquiera t P Z y τ ě 0. Por lo tanto,

γpt, t` τq “ Cov pXt, Xt`τ q

“ EpXtXt`τ q ´ EpXtqEpXt`τ q

“ EpX1X1`τ q ´ µ2.

Es decir, la función de autocovarianza γpt, t` τq no depende de t. ‚

Estacionariedad
estricta

Estacionariedad débil

Figura 1.5: Relación entre la estacionariedad estricta y débil.

La relación recién demostrada se puede representar mediante el diagra-
ma que aparece en la figura 1.5. Todo punto dentro de la región más
pequeña representa una serie de tiempo estrictamente estacionaria, ese
punto pertenece a la región más grande y la serie también es débilmente
estacionaria. El recíproco, sin embargo, no se cumple en general, es decir,
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1.5. EL CORRELOGRAMA 27

la estacionariedad débil no implica la estacionariedad estricta. Véase el
ejercicio 24 en la página 36. No obstante, existen condiciones adicionales
bajo las cuales la implicación se puede cumplir. Véanse los ejercicios 24 y 25.

1.5. El correlograma

Sea tXt : t P Zu una serie de tiempo estacionaria. La función de autoco-
rrelación ρpτq está dada por la expresión (1.5) y está definida para valores
de τ en Z. Esta función indica la correlación o grado de dependencia lineal
entre las variables aleatorias Xt y Xt`τ . Debido a la propiedad de estacio-
nariedad, esta función no depende realmente del valor de t, sólo depende del
desfase de tiempo τ en el subíndice de las variables. A los valores τ también
se les llama rezagos (o lags, por su término en inglés).

Recordemos que, para series estacionarias, la función de autocorrela-
ción ρpτq se puede escribir en términos de la función de autocovarianza
γpτq de la siguiente manera

ρpτq “
Cov pXt, Xt`τ q

VarpXtq
“
γpτq

γp0q
, τ P Z.

Para el caso de observaciones x1, . . . , xn, la función de autocorrelación
muestral rpτq se define como aparece en (1.4) y se cumple que

rpτq “
covxpτq

covxp0q
“

covxpτq

varpxq
, τ “ 0, 1, . . . , n´ 1.

Definición 1.16

Se le llama correlograma a la gráfica de la función de autocorrela-
ción ρpτq.

Se le llama correlograma muestral a la gráfica de la función de
autocorrelación muestral rpτq.
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Por brevedad, a las gráficas de ρpτq o de rpτq se les llama simplemente
correlograma. Recordemos que a ambas funciones se les llama función ACF
(autocorrelation function), la primera teórica, la segunda muestral. Así que,
sin distinguir si se trata de la situación teórica o de la situación muestral,
también podemos decir que el correlograma es la gráfica de la función ACF.

Los distintos modelos teóricos para la serie de tiempo tXt : t P Zu produci-
rán distintos correlogramas. Como un ejemplo, en la figura 1.6 se muestra
un correlograma de un modelo que no se ha especificado. La función ρpτq

toma valores en el intervalo r´1, 1s y en la gráfica mostrada se han unido los
valores con líneas rectas para una mejor visualización del comportamiento
de la función. Observe además que la gráfica puede extenderse hacia la
parte negativa del eje horizontal reflejando la trayectoria respecto del eje
vertical, pues la correlación es una función par, es decir, ρpτq “ ρp´τq,
τ P Z.

τ

ρpτq

1 2 3 4 5 6 7 8 9 10 11

1

-1

•
•

•
•

•

•

•

•

•

•

•

•

Figura 1.6: Correlograma de una serie de tiempo.

La gráfica de la autocorrelación muestral τ ÞÑ rpτq es un elemento
importante en el análisis de las series de tiempo. La idea es comparar sus
características con las de una función de autocorrelación teórica τ ÞÑ ρpτq

para los distintos modelos que se estudian más adelante. Cuando se presente
alguna semejanza entre estas dos funciones, tendremos elementos para
argumentar que el modelo teórico es un posible candidato para representar
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a la serie observada.

En la sección 2.5 del siguiente capítulo se somenta sobre la interpretación
del correlograma.

1.6. Ejercicios
Dos modelos elementales

1. Sea tZt : t P Zu un proceso de ruido con media µ y varianza σ2.
Demuestre que:

a) EpZs Ztq “

#

σ2 ` µ2 si s “ t,

µ2 si s ‰ t.

b) Cov pZs, Ztq “

#

σ2 si s “ t,

0 si s ‰ t.

2. Sea tXt : t “ 0, 1, . . .u una caminata aleatoria definida como en (1.1),
es decir,

Xt “ Xt´1 ` Zt, t “ 1, 2, . . .

con X0 “ x0 y en donde tZt : t “ 1, 2, . . .u es un proceso de ruido con
media µ y varianza σ2. Demuestre que:

a) EpXtq “ x0 ` µt.
b) VarpXtq “ σ2t.

c) EpXsXtq “

#

σ2t` px0 ` µtq2 si s “ t “ 0, 1, . . .
σ2s` px0 ` µsqpx0 ` µtq si s ă t.

d) γps, tq “ Cov pXs, Xtq “

#

σ2t si s “ t “ 0, 1, . . .
σ2s si s ă t.

e) ρps, tq “ ρ pXs, Xtq “
a

s{t si 1 ď s ď t.

Usando la notación mı́nts, tu “ s^ t y máxts, tu “ s_ t, observe que
se puede escribir:

c) EpXsXtq “ σ2 ¨ ps^ tq ` rx0 ` µ ¨ ps^ tqsrx0 ` µ ¨ ps_ tqs.
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d) γps, tq “ Cov pXs, Xtq “ σ2 ¨ ps^ tq.

e) ρps, tq “ ρpXs, Xtq “
1

?
s t

¨ ps^ tq, s ¨ t ‰ 0.

Funciones básicas

3. Función media.
Sea x1, . . . , xn una serie de tiempo observada. Demuestre que:

a)
n

ÿ

i“1
pxi ´ x̄q “ 0.

b)
n

ÿ

i“1
pxi ´ x̄q2 “

n
ÿ

i“1
x2

i ´ nx̄.

4. Función media.
Sean x1, . . . , xn y y1, . . . , yn dos series de tiempo observadas. Defina
la nueva serie zi “ axi ` byi para i “ 1, . . . , n, en donde a y b son dos
constantes. Demuestre que z̄ “ ax̄` bȳ.

5. Propiedades de la función varianza.
Sea tXt : t P Zu una serie de tiempo con función media µt y con
segundo momento finito. Sea c una constante. A partir de la definición
VarpXtq :“ EpXt ´ µtq

2 y usando las propiedades de la esperanza,
demuestre las siguientes propiedades de la varianza:

a) VarpXtq ě 0.
b) Varpcq “ 0.
c) VarpcXtq “ c2 VarpXtq.
d) VarpXt ` cq “ VarpXtq.
e) VarpXtq “ EpX2

t q ´ µ2
t .

f ) En general, VarpXs `Xtq ‰ VarpXsq ` VarpXtq.

6. Propiedades de la función de autocovarianza.
Sea tXt : t P Zu una serie de tiempo con función media µt y con
segundo momento finito. Sea c una constante. A partir de la definición

γps, tq “ CovpXs, Xtq :“ E rpXs ´ µsqpXt ´ µtqs ,
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y usando las propiedades de la esperanza y la varianza, demuestre las
siguientes propiedades de la función de autocovarianza:

a) γps, tq “ EpXsXtq ´ µs µt.
b) γps, tq “ γpt, sq.
c) γpt, tq “ VarpXtq.
d) Covpc,Xtq “ 0.
e) CovpcXs, Xtq “ c γps, tq.
f ) CovpXs ` c,Xtq “ γps, tq.
g) CovpXs `Xt, Xuq “ γps, uq ` γpt, uq.
h) Si Xs y Xt son independientes, entonces γps, tq “ 0.
i) En general, γps, tq “ 0 {ùñ Xs y Xt son independientes.

7. Sea tXt : t P Zu una serie de tiempo tal que EpX1q “ ´1, EpX2q “ 4
y EpX1X2q “ 2. Encuentre:

a) CovpX1, X2q.
b) Covp2X1, X2 ´ 1q.
c) CovpX1 ` 4, X2 ´ 1q.
d) Covp2X1 ´ 3X2, 6X1 ` 3X2q.

8. Sea tXt : t P Zu una serie de tiempo con segundo momento finito.
Sean a1, . . . , an, b1, . . . , bm constantes. Demuestre que

Covp

n
ÿ

i“1
aiXti ,

m
ÿ

j“1
bjXsj q “

n
ÿ

i“1

m
ÿ

j“1
aibjCovpXti , Xsj q,

para cualesquiera tiempos t1, . . . , tn, s1, . . . , sm P Z, n,m ě 1 enteros.
Obtenga también el caso particular

Varp

n
ÿ

i“1
aiXtiq “

n
ÿ

i“1
a2

i VarpXtiq ` 2
n

ÿ

i“2

i´1
ÿ

j“1
aiajCovpXti , Xtj q.

9. Propiedades de la función de autocorrelación.
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Sea tXt : t P Zu una serie de tiempo con función media µt y con
segundo momento finito. Sea c una constante. A partir de la definición

ρps, tq “ ρpXs, Xtq :“ Cov pXs, Xtq
a

VarpXsq VarpXtq
,

y usando las propiedades de la esperanza y la covarianza, demuestre
las siguientes propiedades de la función de autocorrelación.

a) ρps, tq “ ρpt, sq.
b) ρpt, tq “ 1.
c) ρpcXs, Xtq “ signopcq ¨ ρps, tq, c ‰ 0.
d) ρpXs ` c,Xtq “ ρps, tq.
e) En general, ρpXs `Xt, Xuq ‰ ρps, uq ` ρpt, uq.
f ) Si Xs y Xt son independientes, entonces ρps, tq “ 0.
g) En general, ρps, tq “ 0 {ùñ Xs y Xt son independientes.

10. Sea tXt : t P Zu una serie de tiempo tal que EpX1q “ 0, VarpX1q “ 2,
EpX2q “ 0, VarpX2q “ 8 y CovpX1, X2q “ 2. Encuentre:

a) ρpX1, X2q.
b) ρpX1 ´ 2, 4X2q.
c) ρpX1 ` 1, X2 ´ 2q.
d) ρpX1 ´ 2X2, 2X1 ` 3X2q.

11. La función de autocorrelación de una caminata aleatoria tXt : t “

0, 1, . . .u, definida como en (1.1), es

ρps, tq “ ρ pXs, Xtq “
a

s{t si 1 ď s ď t.

a) Para t “ 10 fijo, grafique la función ρps, 10q para s “ 1, . . . , 10.
Interprete la gráfica.

b) Para s “ 10 fijo, grafique la función ρp10, tq para t “ 10, 11, . . . .
Interprete la gráfica.

12. Simulación de una caminata aleatoria.
Mediante un programa de cómputo obtenga 100 valores al azar
z1, . . . , z100 de la distribución Np0, 1q.
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a) Asigne un valor a x0 y calcule los valores sucesivos xt “ xt´1 `zt

para t “ 1, . . . , 100.
b) Grafique la trayectoria txt : t “ 0, 1, . . . , 100u.
c) Interprete la gráfica en términos de los resultados teóricos

EpXtq “ x0 y VarpXtq “ t.

13. Transformación lineal de las funciones básicas.
Sea x1, . . . , xn una serie de tiempo observada, y sean a y b dos cons-
tantes. Defina la serie yi “ axi ` b para i “ 1, . . . , n. Demuestre que:

a) ȳ “ a x̄` b.
b) varpyq “ a2 ¨ varpxq.
c) covypτq “ a2 ¨ covxpτq.
d) rypτq “ rxpτq, a ‰ 0.

Operadores

14. Propiedades del operador retraso Bk.
Sean tXt : t P Zu y tXt : t P Zu dos series de tiempo. Sean k, n,m P Z

y a, b, c constantes reales. Demuestre que:

a) B´kXt “ Xt`k.
b) B´1BXt “ Xt.
c) BkpaXt ` bq “ aBkpXtq ` b.
d) Bkpcq “ c.
e) BnBmXt “ Bn`mXt “ Xt´n´m.
f ) BkpXt ` Ytq “ BkXt `BkYt.
g) paBn ` bBmqpXtq “ aBnpXtq ` bBmpXtq.

15. Propiedades del operador ∇k.
Sean tXt : t P Zu y tXt : t P Zu dos series de tiempo. Sea k ě 0 un
entero y sean a y c dos constantes reales. Demuestre que:

a) ∇0pXtq “ 0.
b) ∇kpaq “ 0.
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c) ∇kpaXtq “ a∇kpXtq.
d) ∇kpXt ` cq “ ∇kXt.
e) ∇kpXt ` Ytq “ ∇kXt ` ∇kYt.

16. Propiedades del operador diferencia ∇k.
Sean tXt : t P Zu y tXt : t P Zu dos series de tiempo. Sea k ě 0 un
entero, y sean a y c dos constantes reales. Demuestre que:

a) ∇kpaq “

#

a si k “ 0,
0 si k “ 1, 2, . . .

b) ∇kpaXtq “ a∇kpXtq.

c) ∇kpXt ` cq “

#

Xt ` c si k “ 0,
∇kXt si k “ 1, 2, . . .

d) ∇kpXt ` Ytq “ ∇kXt ` ∇kYt.

17. Sean n ě 0 y m ě 0 enteros. Diga falso o verdadero.

a) ∇0 “ 1. (Operador identidad)
b) ∇0 “ 1.
c) ∇1 “ ∇1.
d) ∇2 “ ∇2.
e) ∇n ` ∇m “ ∇n`m.
f ) ∇n ` ∇m “ ∇n`m.
g) ∇nXt`n ` ∇´nXt “ 0.
h) ∇n “ ∇1 ¨ ¨ ¨ ∇1

loooomoooon

n veces
, n ě 1.

18. Eliminación de la tendencia por diferenciación.
Sea tXt : t “ 1, 2, . . .u una serie de tiempo de la forma

Xt “ mt ` Zt, t P Z,

en donde mt es una función determinista de t (este es el componente de
tendencia) y tZt : t P Zu es un proceso de ruido (este es el componente
aleatorio). Demuestre que:
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a) Si mt “ a0 ` a1t, entonces Yt :“ ∇Xt “ a1 ` ∇Zt para t ě 2.
Es decir, el operador ∇ elimina la tendencia lineal de la serie.
Observe que la serie diferenciada tYtu empieza a partir de t “ 2.

b) Si mt “ a0 ` a1t` a2t
2, entonces Yt :“ ∇2Xt “ 2a2 ` ∇2Zt para

t ě 3. Es decir, el operador ∇2 elimina la tendencia cuadrática de
la serie. Observe que la serie diferenciada tYtu empieza a partir
de t “ 3.

Más generalmente, se puede demostrar que si mt “ a0`a1t`¨ ¨ ¨`akt
k,

entonces
∇kXt “ k! ak ` ∇kZt, para t ě k.

Es decir, el operador ∇k elimina la tendencia polinomial de grado k
de la serie.

Estacionariedad

19. Demuestre que el proceso de ruido tZt : t P Zu definido en la página 10
es estrictamente estacionario.

20. Demuestre que toda serie de tiempo conformada por variables aleato-
rias independientes y con idéntica distribución es estrictamente esta-
cionaria.

21. Sea tXt : t P Zu una serie de tiempo estrictamente estacionaria. Diga
falso o verdadero:

a) Las variables X1, X2, . . . tienen la misma distribución.
b) Las variables X1, X2, . . . son independientes.

22. Sea tXt :P Zu una serie de tiempo estrictamente estacionaria. De-
muestre que

pX1, X3q „ pX2, X4q.

Un procedimiento similar se puede usar para demostrar que la condi-
ción (1.8) que aparece en la definición de serie de tiempo estacionaria
es equivalente a la siguiente afirmación aparentemente más general:
para cualesquiera tiempos t1 ă ¨ ¨ ¨ ă tk y τ P Z,

pXt1 , . . . , Xtk
q „ pXt1`τ , . . . , Xtk`τ q.
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23. Paridad.
Sea tXt : t P Zu una serie de tiempo tal que su función de autocova-
rianza τ ÞÑ γpτq “ Cov pXt, Xt`τ q no depende de t. Este es el caso de
las series estacionarias. Demuestre que:

a) γpτq es una función par, es decir, γpτq “ γp´τq, τ P Z.
b) ρpτq es una función par, es decir, ρpτq “ ρp´τq, τ P Z.

24. Estacionariedad débil no implica estacionariedad estricta.
Sea tZt : t P Zu un proceso de ruido blanco WNp0, 1q, es decir, las

variables Zt son independientes con idéntica distribución Np0, 1q. Para
cada t P Z defina

Xt “

#

Zt si t es par,
pZ2

t´1 ´ 1q{
?

2 si t es impar,

Demuestre que la serie tXt : t P Zu es débilmente estacionaria pero
no es estacionaria en el sentido estricto.

25. Caso particular cuando la estacionariedad débil implica la estaciona-
riedad estricta.
Sea tXt : t “ 1, 2, . . .u una serie de tiempo débilmente estacionaria con
distribución gausiana, es decir, el vector aleatorio pX1, . . . , Xkq tiene
una distribución normal multivariada para cada k P N. Demuestre que
la serie es estacionaria en el sentido estricto.

26. Sea tXt : t P Zu una serie de tiempo estacionaria.

a) Demuestre que la función de autocovarianza γpτq es una función
par, es decir, γpτq “ γp´τq, para cualquier τ P Z.

b) Sean τ1, . . . , τn P Z tiempos distintos. Demuestre que la matriz
pγpτi ´ τjqq es positiva semidefinida, es decir, para cualesquiera
números reales a1, . . . , an se cumple

n
ÿ

i“1

n
ÿ

j“1
ai aj γpτi ´ τjq ě 0.
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27. La caminata aleatoria no es una serie estacionaria.
Considere la caminata aleatoria tXt : t “ 0, 1, . . .u que inicia en
X0 “ 0 y que está dada por Xt “ Xt´1 ` Zt, para t “ 1, 2, . . ., en
donde tZt : t “ 1, 2, . . .u es un proceso estocástico tal que:

a) EpZtq “ 0.
b) VarpZtq “ σ2.
c) Cov pZs, Ztq “ 0, para s ‰ t.

Demuestre que la serie tXt : t “ 1, 2, . . .u no es estacionaria pero la
serie de diferencias ∇Xt “ Xt ´Xt´1 es estrictamente estacionaria.

28. Transformación lineal de una serie estacionaria.
Sea tXt : t P Zu una serie de tiempo estacionaria con función media
µXptq y función de autocovarianza γXpτq. Defina la serie Yt “ aXt `c,
para t P Z, en donde a ‰ 0 y c son dos constantes.

a) Encuentre µY ptq en términos de µXptq.
b) Encuentre Cov pYt, Yt`τ q en términos de γXpτq.
c) Compruebe que tYt : t P Zu es estacionaria.

En particular, las series de tiempo t´Xt : t P Zu y tXt ` c : t P Zu

son estacionarias.

29. Suma de series estacionarias.
Sean tXt : t P Zu y tYt : t P Zu dos series de tiempo estacionarias.
Suponga que las series son independientes, aunque de manera menos
restrictiva se puede suponer solamente que las series no están correla-
cionadas. Demuestre que la serie tXt ` Yt : t P Zu es estacionaria.

El correlograma

30. Sea tXt : t P Zu una serie de tiempo compuesta por variables aleato-
rias independientes con varianza finita. Demuestre que la función de
autocorrelación es

ρpτq “

#

1 si τ “ 0,
0 si τ ‰ 0.
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31. Sea x1, . . . , xn una serie de tiempo de datos colineales, es decir, xt “

at`b, para t “ 1, . . . , n, en donde a ‰ 0 y b son constantes. Demuestre
que la función de autocorrelación muestral es

rxpτq “ 1, para τ “ 0, 1, . . . , n´ 1.

32. Considere la siguiente serie de tiempo:

x1 “ 3.7
x2 “ 5
x3 “ 6

x4 “ 8.2
x5 “ 9.5
x6 “ 11

x7 “ 12
x8 “ 14
x9 “ 16

x10 “ 17
x11 “ 18
x12 “ 20

a) Elabore una gráfica de la serie.
b) Muestre el correlograma de la serie.

33. Elabore un programa de cómputo que genere de manera independiente
50 valores al azar x1, . . . , x50 de la distribución unifp´1, 1q. Grafique
la serie obtenida y muestre el correlograma.
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Capítulo 2

Tendencia y estacionalidad

Nuestro objetivo en este capítulo es estudiar algunos elementos que caracte-
rizan el comportamiento de una serie de tiempo observada. Estos elementos
ayudan a la identificación y propuesta de los distintos modelos teóricos.
Una hipótesis común consiste en que el comportamiento de los datos de una
serie de tiempo es resultado de una combinación de los siguientes cuatro
componentes:

La tendencia.

El componente cíclico.

El componente estacional.

El componente irregular.

En las siguientes secciones se definen estos componentes y se explica su
relación con el concepto de estacionariedad.

2.1. Gráficas con respecto al tiempo
Con el objetivo de visualizar el comportamiento y características de una
serie de tiempo, las gráficas de sus trayectorias se vuelven indispensables.
En esta sección se describen los elementos más importantes de estas gráfi-
cas. Además, se estudian los principales componentes que las caracterizan.
Lo anterior se complementa con algunos ejemplos de cómo se observan las

39
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40 CAPÍTULO 2. TENDENCIA Y ESTACIONALIDAD

series de tiempo que son dominadas por cada uno de estos componentes.

Una forma natural de visualizar los datos que se generan periódicamente es
graficando las observaciones contra el tiempo. En estas gráficas es común
unir las observaciones consecutivas con líneas para visualizar el comporta-
miento de los datos en forma de una trayectoria. Además, se intentan iden-
tificar ciertas características o regularidades que determinan algún patrón o
relación entre los datos; tales elementos nos ayudarán a proponer modelos
útiles para replicar su comportamiento. Aunque las gráficas no son la única
herramienta que se utiliza para proponer un modelo, sí es la mejor forma
para identificar visualmente los componentes y elementos que caracterizan
a una serie de tiempo. Algunos patrones presentes en el comportamiento de
las series de tiempo se enuncian a continuación.

La tendencia
Este es el componente de largo plazo que representa el crecimiento o
disminución en los valores de la serie cuando se observa globalmente
sobre un periodo amplio de tiempo. En las figuras 2.1 y 2.2 se ob-
servan algunos ejemplos gráficos de tendencia lineal creciente, lineal
decreciente, constante y no lineal. El índice de producción industrial
de Estados Unidos en el periodo de 1950 a 2020 que se muestra en
la figura 2.3 es un ejemplo de serie de tiempo con componente de
tendencia lineal creciente.

Tendencia creciente
xt

t0

c(
1,

3,
2,

4.
5,

4,
6,

5.
7,

7,
6.

5,
7.

5,
8)

Tendencia decreciente
xt

t0

Figura 2.1: Tendencia lineal.
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Sin tendencia
xt

t0
c(

1,
3,

2,
4.

5,
4,

6,
5.

7,
7,

6.
5,

7.
5,

8)

Tendencia no lineal
xt

t0

Figura 2.2: Otros tipos de tendencia.

Tiempo

x
t

:Í
nd

ic
e

1948 1956 1964 1972 1980 1988 1996 2004 2012 2020

20

40

60

80

100

Figura 2.3: Índice mensual de producción industrial de EE.UU. tomando como
referencia el año 2012, que equivale a 100. Fuente: Banco de la Reserva Federal de

EE.UU. Elaboración propia.

El componente cíclico
Este componente puede ser visto como una alteración o desviación
en forma de onda alrededor de la tendencia. Se trata de un patrón
de cambio que usualmente no se repite con una frecuencia fija. Por
ejemplo, ciertas variables económicas y sociales fluctúan con cierto
intervalo de tiempo de acuerdo al “ciclo económico”, mostrando
fases de expansión y contracción. La figura 2.4 muestra un ejemplo
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del componente cíclico de una serie de tiempo. Observe que en esta
gráfica los dos ciclos mostrados tiene la misma duración, pero, en
general, estos ciclos pueden ser de longitud distinta, como los que
aparecen en la serie de datos reales de la figura 2.6. Cuando los ciclos
abarcan el periodo de un año a este componente se le llama estacional.

xt

t0

Dos ciclos

Figura 2.4: Componente cíclico.

El componente estacional
Consiste en un patrón de cambio que se caracteriza por ser observado
con una frecuencia fija y conocida, generalmente derivado de fenóme-
nos relacionados con un calendario, normalmente, periodos menores
a un año. Por ejemplo, estaciones del año, ciclo escolar, días de la
semana, etc.

Como se ha mencionado, este patrón ocurre en intervalos de tiempo
fijo a diferencia del componente cíclico, que ocurre en intervalos de
tiempo irregulares, normalmente más amplios y que varían de ciclo a
ciclo. Por ejemplo, la serie de tiempo de las temperaturas promedio
mensuales que se muestra en la figura 2.5 tiene un componente
estacional. Por otro lado, la serie de tiempo de la tasa de desempleo
mensual que aparece en la figura 2.6 tiene un componente cíclico.
Sin embargo, es necesario mencionar que en muchos contextos los
términos estacional y cíclico se usan de manera indistinta.
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Figura 2.5: Temperatura promedio mensual en México
en grados Celsius. Fuente: Portal del clima del

Banco Mundial. Elaboración propia.
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Figura 2.6: Tasa de desempleo mensual de EE.UU. entre 1948 y 2020.
Fuente: Federal Reserve Economic Data. Elaboración propia.

El componente irregular o aleatorio
Esta es la variabilidad de la serie de tiempo después de retirar las otras
componentes. Este componente es impredecible y es la consecuencia
de múltiples fenómenos no controlables que inciden en el comporta-
miento de la variable en estudio. La naturaleza azarosa del fenómeno
en cuestión permitirá en algunas ocasiones suponer características
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específicas relacionadas con la media y la varianza de este compo-
nente. Un ejemplo de componente irregular se muestra en la figura 2.7.

xt

t0

Figura 2.7: Componente irregular o aleatorio.

Integración de componentes
La siguiente suma llamada modelo aditivo representa una manera de com-
binar los cuatro componentes básicos:

Xt “ mt ` ct ` st ` Zt, t P Z,

en donde mt, ct y st (en minúsculas) son fluctuaciones deterministas
y desconocidas que representan la tendencia, el componente cíclico y
el componente estacional, respectivamente. El último término, Zt (en
mayúscula), es un proceso de ruido que representa el componente irregular
o aleatorio.

Otra forma de integrar los cuatro componentes es a través de su producto,
conocido como modelo multiplicativo:

Xt “ mt ¨ ct ¨ st ¨ Zt, t P Z.

Sin embargo, cuando sea posible, se puede aplicar la función logaritmo a
la igualdad anterior y obtener un modelo aditivo de los logaritmos de los
componentes, aunque el proceso de ruido será diferente. También se pueden
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considerar modelos en los cuales algunos componentes se sumen y otros se
multipliquen, como en el siguiente caso

Xt “ mt ¨ st ` Zt, t P Z.

Es importante mencionar que no todas las series presentan los cuatro
componentes mencionados. Por ejemplo, algunas series sólo presentan los
componentes de tendencia e irregularidad, o estacionalidad e irregulari-
dad. La gráfica de los datos respecto al tiempo nos permite identificar
visualmente cuáles son los componentes presentes en los datos de manera
preliminar y subjetiva.

2.2. Transformaciones

Supongamos que se tiene un conjunto de datos observados u obtenidos de
algún experimento. En ocasiones es necesario que estos datos tengan ciertas
características y en algunos casos se pueden aplicar ciertas transformaciones
algebraicas a los datos con el objetivo de que adquieran las características
deseadas. Por ejemplo, es posible que se requiera una varianza constante,
que no exista tendencia, un componente estacional constante, o bien
normalidad en la distribución de los datos. El objetivo de esta sección es
presentar algunas transformaciones útiles para tales fines.

Transformación de centralización

Por su simplicidad e importancia, mencionaremos primero la así llamada
transformación de centralización. Particularmente en las series de tiempo
estacionarias, es posible que la media constante EpXtq “ µ no sea cero. La
sencilla transformación dada por Yt “ Xt ´ µ produce una serie con media
EpYtq “ 0 y varianza VarpYtq “ VarpXtq “ σ2. Sin pérdida de generalidad,
en la mayoría de los modelos que se exponen del capítulo 3 en adelante, las
series de tiempo estacionarias que se consideran tienen como supuesto que
EpXtq “ 0.
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Definición 2.1 Sea tXt : t P Zu una serie de tiempo con función media
µt “ EpXtq, t P Z. La serie centralizada es

Yt “ Xt ´ µt, t P Z. (2.1)

Siguiendo la idea anterior, cuando se tengan los valores numéricos x1, . . . , xn

de una serie de tiempo que se intente modelar como serie estacionaria,
primero se centralizan los datos restando a cada observación la media
muestral, es decir, xt ´ x y el análisis para ajustar algún modelo se hace
con la serie transformada. La definición es entonces como se enuncia a
continuación.

Definición 2.2 Sea x1, . . . , xn una serie de tiempo con media muestral
x̄ “ px1 `¨ ¨ ¨`xnq{n. La transformación de centralización se define como

yt “ xt ´ x, t “ 1, . . . , n. (2.2)

Se puede comprobar fácilmente que la media de la serie transformada
es cero, es decir, ȳ “ 0. Los datos originales se obtienen a través de la
transformación inversa xt “ yt ` x̄, para t “ 1, . . . , n.

Transformación de Box-Cox1

La transformación de Box-Cox es en realidad una colección de varias
transformaciones. Su definición se muestra en el siguiente recuadro.

1George Edward Pelham Box (1919–2013), estadístico inglés.
David Roxbee Cox (1924–2022), estadístico inglés.
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Definición 2.3 Sea x1, . . . , xn una serie de tiempo y sea λ cualquier
número real. La transformación de Box-Cox de parámetro λ se define
como

yt “

$

&

%

xλ
t ´ 1
λ

si λ ‰ 0,

ln xt si λ “ 0 y xt ą 0,
(2.3)

para valores de t “ 1, . . . , n.

De esta manera, para cada valor de λ se tiene una transformación distinta.
Observe que en el primer renglón de la igualdad (2.3) cada dato xt se eleva
a la potencia λ.

Valor de λ Transformación Nombre

(1) ´2 y “ ´
1

2x2 `
1
2 Inversa cuadrada

(2) ´1 y “ ´
1
x

` 1 Recíproca

(3) ´1{2 y “ ´
2

?
x

` 2 Inversa raíz cuadrada

(4) 0 y “ ln x Logaritmo natural

(5) 1{2 y “ 2
?
x´ 2 Raíz cuadrada

(6) 1 y “ x´ 1 Identidad

(7) 2 y “
1
2x

2 ´
1
2 Cuadrada

Tabla 2.1: Transformaciones de Box-Cox.

En la Tabla 2.1 se muestran algunas transformaciones que forman parte de
la familia de transformaciones de Box-Cox. Se observa que una transfor-
mación lineal adicional hace que las transformaciones (1)-(7) adquieran las
siguientes expresiones: 1{x2, 1{x, 1{

?
x, ln x,

?
x, x, x2. En la figura 2.8

se pueden observar las distintas curvas que se obtienen a partir de las
transformaciones (1)-(7) para valores positivos de x.
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Se puede comprobar que la transformación de Box-Cox dada en (2.3) es
invertible cuando se aplica sobre números positivos. En tal caso, a partir
de los datos transformados y1, . . . , yn, se puede recuperar la serie original a
través de la transformación inversa dada por

xt “

$

&

%

pλyt ` 1q1{λ si λ ‰ 0,

eyt si λ “ 0.
(2.4)

Para una serie de tiempo teórica tXt : t P Zu, la transformación (2.3) tam-
bién puede ser aplicada, y si la serie original es positiva, la transformación
inversa es como en la igualdad (2.4).

p1q
p2q
p3q

p5q

p6qp7q

p4q

p7q

p6q

p5q

p4q
p3, 2, 1q

xλ ´ 1
λ

x1

Figura 2.8: Transformación de Box-Cox para diferentes valores de λ.

Esta transformación se utiliza con distintos propósitos. En las series de tiem-
po es común aplicarla para intentar que se cumplan supuestos de normalidad
o varianza constante. Además, se puede usar para suavizar el comportamien-
to de una serie. Por ejemplo, supongamos que la gráfica de una serie presenta
un comportamiento creciente en las amplitudes de las oscilaciones, como se
muestra en la figura 2.9.
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xt

t0

Figura 2.9: Serie de tiempo donde se sugiere realizar una transformación
logarítmica.

En estos casos, transformar los datos con la función ln xt puede ayudar a
atenuar el crecimiento de las oscilaciones. Si es necesario, se puede sumar
una constante c ą 0 a cada observación para hacerla positiva y así poder
aplicar el logaritmo. En la gráfica de la figura 2.10 se puede observar la serie
original xt y su transformación yt “ ln xt ` k, donde k es un traslado para
poder comparar más fácilmente las series.

xt

yt

t0

Figura 2.10: Serie de tiempo xt y su transformación yt “ ln xt ` k.

Después de aplicar la transformación de Box-Cox (2.3), la distribución de
la muestra y1, . . . , yn depende de la distribución original de x1, . . . , xn y
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del valor de λ. En general, no se puede especificar una distribución para
los valores transformados tytu si no se tiene mayor información sobre
la distribución original de los valores de la serie txtu. Sin embargo, en
algunos casos específicos, es posible que la distribución de la serie tytu sea
aproximadamente normal o siga una distribución conocida. En este sentido,
se puede analizar si existe normalidad en los nuevos datos aplicando
pruebas estadísticas no paramétricas. Por ejemplo, se puede utilizar la
prueba de Shapiro-Wilk o la prueba de Kolmogorov-Smirnov, véase por
ejemplo el libro de Conover (1999) [13].

Según sea el caso, existen distintos métodos para estimar el valor del pa-
rámetro λ más adecuado. Por ejemplo, el método gráfico que consiste en
realizar gráficas con distintos valores de λ hasta ajustar visualmente los
datos al comportamiento deseado. Este método sencillo, aunque subjetivo,
sirve para tener una primera idea de la elección de λ. También se pueden
usar los métodos de mínimos cuadrados, o bien, de máxima verosimilitud
suponiendo que la transformación tiene distribución normal. Un método
sencillo usando un programa de cómputo consiste en realizar varias pruebas
de bondad de ajuste con distintos valores de λ hasta encontrar un buen
ajuste estadístico a la distribución que se busca. A continuación se muestra
un ejemplo de este último caso.

Ejemplo 2.1 Se obtuvo una muestra x1, . . . , x1000 de datos provenientes
de una distribución Expp1q. Se aplicó una transformación de Box-Cox con
distintos valores de λ hasta obtener una muestra con el mayor p-value en la
prueba de Kolmogorov-Smirnov de dos colas, donde la hipótesis nula esta-
blece que la muestra proviene de una distribución normal estándar. Se de-
terminó un valor de λ “ 0.2735 obteniéndose un estadístico D “ 0.016336,
y un p-value“ 0.9523. En la figura 2.11 se puede observar la serie original
txtu y la serie tytu, donde para cada valor de t primero se calculó

zt “
xλ

t ´ 1
λ

,

para después calcular

yt “
zt ´ pµ

pσ
,
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donde pµ y pσ son la media muestral y la desviación estándar muestral de tztu,
respectivamente. En la figura 2.12 se muestra el histograma sin frecuencias y
el diagrama de cuantiles de la serie tytu. El código utilizado en este ejemplo
se puede consultar en el Apéndice. ‚

Index

100 200 300 400 500 600 700 800 900 1000

0

2

4

6
xt

t

100 200 300 400 500 600 700 800 900 1000

-2

0

2
yt

t

Figura 2.11: Serie de tiempo original y su transformación.
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Figura 2.12: Histograma y diagrama de cuantiles de los datos
transformados y estandarizados.

Transformación tasa de retorno
Cuando se tienen series de tiempo generadas en temas económicos y
financieros, es relevante estudiar el comportamiento de los cambios de un
periodo a otro. Para tal labor puede ser útil la siguiente transformación.

Definición 2.4 Sea x1, . . . , xn una serie de tiempo. La transformación
tasa de retorno se define como

rt “ ln xt

xt´1
, para t “ 2, . . . , n, (2.5)

suponiendo xt{xt´1 ą 0.

Observe que la fórmula (2.5) representa una medida para comparar los va-
lores xt y xt´1. La transformación (2.5) se puede escribir también como

xt “ xt´1 e
rt , para t “ 2, . . . , n. (2.6)

De esta manera, a partir de x1, de los valores r2, . . . , rn y usando (2.6) se
puede reconstruir la serie original x1, x2, . . . , xn.
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Para una serie de tiempo teórica tXt : t P Zu, también se puede aplicar la
transformación (2.5) cuando la serie es estrictamente positiva, produciendo
la serie tRt : t P Zu. La transformación inversa se calcula de manera
iterativa como en (2.6), aunque se necesita un término inicial, X1 por
ejemplo, y las variables R2, R3, . . . para recuperar las variables originales
X1, X2, . . .

Por otro lado, en algunos casos es útil la siguiente transformación que
guarda cierta similitud con la anterior.

Definición 2.5 Sea x1, . . . , xn una serie de tiempo. La transformación
tasa de crecimiento o tasa de retorno discreta se define como

yt “
xt ´ xt´1
xt´1

“
xt

xt´1
´ 1, para t “ 2, . . . , n, (2.7)

suponiendo xt´1 ‰ 0.

La expresión (2.7) representa otra medida de comparación de los valores xt

y xt´1. La transformación (2.7) se puede escribir también como

xt “ xt´1pyt ` 1q, para t “ 2, . . . , n. (2.8)

De esta manera, a partir de x1, de los valores y2, . . . , yn y usando (2.8) se
puede reconstruir la serie original x1, x2, . . . , xn.

Para una serie de tiempo teórica tXt : t P Zu, la transformación (2.7)
también se puede aplicar en el caso cuando la serie nunca se anula,
produciendo así la serie tYt : t P Zu. La transformación inversa se calcula
de manera iterativa como en (2.8), aunque se necesita un término inicial,
X1 por ejemplo, y las variables Y2, Y3, . . . para recuperar las variables
originales X1, X2, . . .

Las transformaciones (2.5) y (2.7) tienden a ser muy parecidas cuando las
diferencias xt ´ xt´1 son relativamente pequeñas, pues tenemos la aproxi-



i
i

“Series-main” — 2025/1/14 — 17:45 — page 54 — #54 i
i

i
i

i
i

54 CAPÍTULO 2. TENDENCIA Y ESTACIONALIDAD

mación lnp1 ` xq « x para ´δ ă x ă δ. En tal caso,

yt “
xt ´ xt´1
xt´1

« ln p1 `
xt ´ xt´1
xt´1

q

“ ln xt

xt´1
“ rt.

Lo anterior significa que cuando una serie de tiempo presenta tasas de cre-
cimiento cercanas a cero, estas se asemejan a las tasas de retorno continuas.

2.3. Análisis de series con tendencia

En esta sección se presentan algunos métodos para estimar la tendencia de
una serie de tiempo. Una vez estimada la posible tendencia, se puede restar
de la serie original para producir una serie sin tendencia. Con el fin de que la
exposición sea más clara, se supondrá que la serie de tiempo que se analiza
presenta únicamente un componente de tendencia y un proceso irregular o
aleatorio.

Regresión lineal

Cuando visualmente la serie presenta algunas desviaciones respecto de un
patrón lineal de crecimiento o decrecimiento, se puede considerar el siguiente
modelo aditivo de dos componentes:

Xt “ mt ` Zt, t P Z, (2.9)

en donde la tendencia es de la forma mt “ a0 ` a1 t, con a0 y a1 constantes
desconocidas y tZt : t P Zu es el componente aleatorio. En estos casos es
posible estimar las constantes a0 y a1 por el método de mínimos cuadrados,
para lo cual se buscan aquellos valores que minimizan la función

gpa0, a1q “

n
ÿ

t“1
pxt ´mtq

2 “

n
ÿ

t“1
pxt ´ a0 ´ a1tq

2,
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en donde x1, . . . , xn son n valores numéricos de la serie observada. Se puede
comprobar que los estimadores para a0 y a1 están dados por

pa0 “
1
n

n
ÿ

t“1
xt ´ pa1

1
n

n
ÿ

t“1
t, (2.10)

pa1 “

n
n

ÿ

t“1
txt ´ p

n
ÿ

t“1
tqp

n
ÿ

t“1
xtq

n
n

ÿ

t“1
t2 ´ p

n
ÿ

t“1
tq2

, (2.11)

suponiendo n ě 2. De esta manera se obtiene la estimación de la tendencia

pmt “ pa0 ` pa1t, t “ 1, . . . , n.

Los valores estimados del componente irregular Zt se obtienen del cálculo
de las diferencias

pzt “ xt ´ pmt, para t “ 1, . . . , n.

Si se desea pronosticar un valor futuro xn`m, con m P N, se puede usar la
tendencia estimada pmt evaluada en t “ n ` m. Esto es razonable cuando
la serie del componente irregular muestra signos de estar compuesta por
variables aleatorias no correlacionadas de media 0. La posible correlación
no nula de los residuos puede ayudar a proponer un mejor pronóstico. En
la figura 2.13 se puede observar un ejemplo de trayectoria de los residuos
tpzt : t “ 1, . . . , nu, la cual se generó simulando un ruido blanco.

ẑt

t0

Figura 2.13: Ejemplo de una trayectoria de residuos.
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Regresión polinomial
En algunos casos la tendencia de una serie de tiempo puede, aparentemente,
seguir la trayectoria suave de un polinomio de un determinado grado, de
modo que el ajuste de tal modelo puede parecer natural. En esta sección se
considera la siguiente descomposición

Xt “ mt ` Zt, t P Z,

en donde se propone como la tendencia mt al polinomio en una variable (el
tiempo t) dado por

mt “ a0 ` a1t` a2t
2 ` ¨ ¨ ¨ ` akt

k,

para algún valor entero k ě 1 (el grado del polinomio) y en donde,
nuevamente, las constantes a0, a1, . . . , ak son desconocidas y es necesario
estimarlas. A esto se le llama regresión polinomial en una variable. En la
figura 2.2 se muestra una tendencia no lineal sugerida por un conjunto
de observaciones. Es claro que conocer el comportamiento gráfico de los
polinomios de distintos grados puede ayudar a proponer un valor particular
del parámetro k. Supondremos que tal valor ha sido especificado y nos
concentraremos en estimar las constantes a0, a1, . . . , ak.

Sea x1, x2, . . . , xn el conjunto de observaciones. Para considerar el desarrollo
matemático un poco más general, supondremos que estas observaciones se
realizaron en los tiempos t1 ă t2 ă ¨ ¨ ¨ ă tn. Entonces, el modelo que se
propone es

xt “ a0 ` a1t` a2t
2 ` ¨ ¨ ¨ ` akt

k ` zt, para t “ t1, . . . , tn,

en donde z1, z2, . . . , zn son las diferencias entres los datos observados y el
modelo polinomial, una vez que se estiman los valores de a0, a1, . . . , ak.
Se tiene así un sistema de ecuaciones que se puede escribir en términos
matriciales de la forma siguiente:

¨

˚

˚

˚

˝

x1
x2
...
xn

˛

‹

‹

‹

‚

“

¨

˚

˚

˚

˝

1 t1 t21 ¨ ¨ ¨ tk1
1 t2 t22 ¨ ¨ ¨ tk2
...

...
... . . . ...

1 tn t2n ¨ ¨ ¨ tkn

˛

‹

‹

‹

‚

¨

˚

˚

˚

˝

a0
a1
...
ak

˛

‹

‹

‹

‚

`

¨

˚

˚

˚

˝

z1
z2
...
zn

˛

‹

‹

‹

‚

. (2.12)
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Denotemos por A a la matriz que aparece en el sistema (2.12), la cual es
una matriz de n ˆ pk ` 1q, en donde n es el número de datos y k es el
grado del polinomio, se le conoce con el nombre de matriz rectangular de
Vandermonde. Cuando k “ 1 se obtiene la regresión lineal mencionada en
la sección anterior.

El sistema (2.12) se puede escribir como

x “ Aa ` z,

en donde x, a y z son los vectores columna que aparecen en (2.12). Para esti-
mar los valores de a0, a1, . . . , ak se utiliza usualmente el método de mínimos
cuadrados. El método consiste en encontrar aquellos valores que minimizan
la función

gpa0, a1, . . . , akq “

n
ÿ

t“1
pxt ´mtq

2 (2.13)

“

n
ÿ

t“1
pxt ´ a0 ´ a1t´ a2t

2 ´ ¨ ¨ ¨ ´ akt
kq2.

Se puede comprobar que el sistema de ecuaciones que resulta del método
de mínimos cuadrados para estimar a “ pa0, a1, . . . , akqt se puede escribir
como

Atx “ pAtAqa,

de modo que se tiene la solución explícita

a “ pAtAq´1Atx, (2.14)

cuando la matriz cuadrada AtA es invertible. Observe que la matriz AtA es
de tamaño pk ` 1q ˆ pk ` 1q. La solución (2.14) también se puede obtener
a partir de la ecuación x “ Aa multiplicando por la izquierda por At y
después invirtiendo AtA.

Una vez estimados los valores para a0, a1, . . . , ak, se obtiene la tendencia
polinomial estimada pmt “ pa0 ` pa1t` pa2t

2 ` ¨ ¨ ¨ ` pakt
k y se puede estimar el

componente irregular mediante las diferencias

pzt “ xt ´ pmt, para t “ t1, . . . , tn.
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Las características de la serie de residuos tpzt : t “ 1, . . . , nu pueden ser de
utilidad para generar un estimador distinto al caracterizado por la tendencia
estimada.

Suavizamiento por promedios móviles
El suavizamiento por promedios móviles es una forma no paramétrica de
estimar el componente de tendencia de una serie para la que se presume
que sigue el modelo aditivo de dos componentes:

Xt “ mt ` Zt, t P Z.

La definición de la estimación es la que se enuncia a continuación.

Definición 2.6 Sea x1, . . . , xn una serie que es observada en los tiempos
t “ 1, . . . , n. Sea q ě 1 un entero. Se define la serie de promedios móviles
como

pmt “
1

2q ` 1

q
ÿ

j“´q

xt´j para t “ 1, . . . , n. (2.15)

xt´q xt xt`q

t´ q t t` q¨ ¨ ¨ ¨ ¨ ¨
tiempo

pmt

q valores q valores
looooooomooooooon looooooomooooooon

previos posteriores

Figura 2.14: Promedio móvil de orden q.

La expresión (2.15) corresponde al promedio de las 2q ` 1 observaciones
vecinas o adjuntas a la observación xt. Estos valores son: el valor xt (cuando
j “ 0), los q valores previos a xt (cuando j “ 1, 2, . . . , q) y los q valores
posteriores a xt (cuando j “ ´q, . . . ,´1q. Se trata de un promedio móvil
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de dos lados y simétrico. Se le conoce también con el nombre de filtro lineal
de orden q, y a la serie t pmt : t “ 1, . . . , nu se le llama proceso filtrado. Este
esquema se muestra en la figura 2.14.

Observe que la nueva serie de tiempo resultante t pmtu está definida para
aquellos tiempos t donde haya q valores previos y q valores posteriores en la
serie original. Estos valores son t “ 1 ` q, . . . , n´ q. Sin embargo, se puede
calcular pmt para t “ 1, 2, . . . , n extendiendo artificialmente la serie txtu de
la siguiente manera:

xt :“
#

x1 si t ď 0 (constante x1 antes de t “ 1),
xn si t ě n` 1 (constante xn después de t “ n).

Es decir, se repite el primer valor x1 para tiempos menores a t “ 1 tantas
veces como sea necesario según el valor de q, y también se repite el último
valor xn para tiempos mayores a t “ n tantas veces como sea necesario. De
esta manera la expresión (2.15) queda ahora bien definida para t “ 1, . . . , n.

El suavizamiento por promedios móviles atenúa el componente aleatorio
en series de tiempo de la forma Xt “ mt ` Zt. En efecto, sustituyendo la
descomposición xt “ mt ` zt en la definición de pmt, se tiene que

pmt “
1

2q ` 1

q
ÿ

j“´q

xt´j

“
1

2q ` 1

q
ÿ

j“´q

mt´j `
1

2q ` 1

q
ÿ

j“´q

zt´j

looooooooomooooooooon

«0

«
1

2q ` 1

q
ÿ

j“´q

mt´j

« mt.

La primera aproximación es válida si se considera que z1, . . . , zn son valores
de un ruido o desviación aleatoria que, en promedio, toma el valor cero.
La segunda aproximación es factible para valores pequeños de q, o bien en
periodos de un comportamiento lineal de la tendencia.
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De esta manera, los valores pmt se pueden tomar como una estimación del
componente de tendencia desconocido mt de la serie. Más generalmente, se
puede proponer un filtro lineal de la forma

pmt “

q
ÿ

j“´q

aj xt´j ,

para ciertas constantes (ponderaciones) aj , o bien el filtro no simétrico

pmt “

q2
ÿ

j“´q1

aj xt´j ,

para ciertos enteros q1 ě 0 y q2 ě 0, en donde, nuevamente, la serie original
se debe extender para que estas expresiones estén bien definidas para t “

1, . . . , n. De la misma manera que en los casos anteriores, una vez estimada
la tendencia, el componente irregular estimado se define como la serie de
residuos

zt “ xt ´ pmt, para t “ 1, . . . , n.

Suavizamiento exponencial
Otra técnica no paramétrica para estimar la tendencia de una serie de
tiempo de la forma Xt “ mt ` Zt, es atenuar la dependencia que pudiera
existir entre los valores que sean lejanos dentro de la serie. Esto se puede
realizar como se enuncia a continuación.

Definición 2.7 Sea x1, . . . , xn una serie que es observada en los tiempos
t “ 1, . . . , n. Sea α P r0, 1s un número fijo. Se define la serie por suavi-
zamiento exponencial t pmt : t “ 1, . . . , nu como aparece a continuación.
Al número α se le llama constante de suavizamiento.

pmt “

#

x1 si t “ 1,
αxt ` p1 ´ αq pmt´1 si t “ 2, . . . , n.

(2.16)

Se trata de un promedio ponderado de dos valores: el valor de la serie al
tiempo t y el valor estimado de la tendencia al tiempo anterior t ´ 1 con
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ponderadores α y p1 ´αq, respectivamente. Observemos que cuando α “ 1,
se obtiene la serie original pmt “ xt.

Si se desarrolla explícitamente la fórmula recursiva (2.16) se obtiene lo si-
guiente:

pmt “ αxt ` p1 ´ αq pmt´1

“ αxt ` p1 ´ αqpαxt´1 ` p1 ´ αq pmt´2q

“ αxt ` αp1 ´ αqxt´1 ` p1 ´ αq2
pmt´2

“ αxt ` αp1 ´ αqxt´1 ` p1 ´ αq2pαxt´2 ` p1 ´ αq pmt´3q

“ αxt ` αp1 ´ αqxt´1 ` αp1 ´ αq2xt´2 ` p1 ´ αq3
pmt´3

...

Siguiendo con la substitución hacia atrás se llega a la expresión siguiente,
la cual sólo depende de los valores de la serie,

pmt “

t´2
ÿ

j“0
αp1 ´ αqjxt´j ` p1 ´ αqt´1x1, (2.17)

para valores de t “ 2, . . . , n. En la fórmula (2.17) se puede observar la de-
pendencia explícita de pmt de los valores x1, x2, . . . , xt. Esta dependencia
se hace cada vez menor (decrecimiento exponencial) para aquellos valores
más alejados en el tiempo. Es decir, la historia reciente tiene una mayor
preponderancia que la historia lejana. En otras palabras, el suavizamiento
exponencial es un proceso de promedios móviles de un solo lado (se utilizan
todos los valores previos de la serie, incluyendo el tiempo t) y con ponde-
radores cambiantes en el tiempo, decayendo a cero exponencialmente. Una
vez obtenida la tendencia estimada pmt, el componente irregular estimado
estará dado por la serie de residuos

zt “ xt ´ pmt, para t “ 1, . . . , n.

Diferenciación
Varios modelos de series de tiempo incluyen la hipótesis de estacionarie-
dad y, como se ha comentado en el primer capítulo, se puede eliminar la
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tendencia en una serie estacionaria. Por lo anterior, no sólo son importan-
tes los métodos para estimar la tendencia, aún más importante es tener un
mecanismo para atenuar o eliminar tal tendencia. Para lograrlo, una idea
sugerida por Box y Jenkins (1994) [5] es aplicar un filtro llamado diferencia-
ción. Cabe mencionar que desde 1970 estos autores establecieron toda una
metodología para modelar series de tiempo siguiendo las etapas de identi-
ficación, estimación y aplicación de pruebas de correcta especificación del
modelo. En la etapa de identificación es común aplicar la diferenciación y
posiblemente alguna transformación adicional para lograr la estacionariedad
de la serie. Recordemos que el operador diferencia de orden k se definió en
la página 21 de la siguiente manera

∇kXt “ p1 ´BqkXt, t P Z,

en donde BXt “ Xt´1 es el operador retraso de un tiempo. Como se men-
ciona en el ejercicio 18 del capítulo 1, si el modelo para la tendencia de una
serie es de la forma mt “ a0 ` a1t ` ¨ ¨ ¨ ` akt

k, entonces la aplicación del
operador diferencia de orden k produce la serie

∇kXt “ k! ak ` ∇kZt, para t ě k.

Es decir, el operador ∇k elimina la tendencia polinomial de grado k de la
serie. Por ser de uso más común, a continuación se escriben explícitamente
las expresiones de las dos primeras diferencias. La primera diferencia es

∇Xt “ Xt ´Xt´1, para t “ 1, 2, . . . (2.18)

y la segunda diferencia es

∇2Xt “ Xt ´ 2Xt´1 `Xt´2, para t “ 2, 3, . . . (2.19)

2.4. Análisis de series con estacionalidad
En ocasiones las series de tiempo pueden mostrar un patrón que se repite
o que es similar cada cierto tiempo. Esto es lo que hemos definido como la
estacionalidad de una serie. Por ejemplo, es común que las series que ema-
nan de datos económicos sean estacionales debido a que muchos fenómenos
económicos se ligan a meses, semestres, años, etc. Otros fenómenos, por
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ejemplo la demanda de gas o la venta de boletos de avión, exhiben estacio-
nalidad anual, ya que tienen una fuerte relación con las estaciones que se
repiten año con año. Este comportamiento cíclico, que es parecido en perio-
dos de tiempo fijo, representa un componente de estacionalidad que impide
que la serie sea estacionaria. Por lo tanto, se busca eliminar el componente
estacional para poder aplicar alguno de los modelos que requieren que la
serie sea estacionaria. Más adelante se retoma el tema acerca de la forma
en la que puede intentarse eliminar la estacionalidad en una serie de tiempo.

Estimación del componente estacional

Supongamos que una serie carece de tendencia y es de la forma

Xt “ st ` Zt, (2.20)

en donde el término st es un componente estacional y Zt es el componente
irregular. La estacionalidad de la función st se expresa solicitando que sea
una función periódica de periodo d, es decir, que se cumpla la identidad
st`d “ st, para t P Z, en donde el número d ě 2 es un entero que in-
dica la longitud (número de unidades de tiempo) del intervalo de repetición.

Existen distintas maneras de intentar modelar y estimar el componente
st. Por ejemplo, para un patrón de repetición en tiempo discreto se puede
proponer la función

st “

d
ÿ

i“1
αiCt,i, (2.21)

en donde α1, . . . , αd son parámetros desconocidos que sirven para ponderar
el efecto de que suceda o no suceda un evento de interés. El término Ct,i es
una variable que sólo toma los valores cero o uno, que en el contexto de series
de tiempo se conoce como variable dummy. Modela la ocurrencia de cierto
fenómeno cada cierto tiempo. Por ejemplo, puede modelar la ocurrencia de
aumento de turismo cada semestre con respecto a los meses anteriores. Si
se mide el tiempo en semestres, entonces se tendrá que d “ 2, por lo cual

st “ α1Ct,1 ` α2Ct,2,
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en donde Ct,1 tomará el valor de uno cuando aumente el turismo en julio
(cuando el valor de t sea impar) y Ct,2 será uno cuando aumente el turismo
en enero (cuando el valor de t sea par).

Si la serie exhibe una forma cíclica continua, entonces se puede usar la
siguiente combinación lineal de senos y cosenos

st “ a0 `

k
ÿ

j“1
raj cos pλjtq ` bj sen pλjtqs , (2.22)

en donde k P N, a0, a1, . . . , ak, b1, . . . , bk son constantes que indican las
amplitudes de las ondas, y las constantes λ1, . . . , λk modifican las frecuen-
cias de los senos y cosenos. Notemos que si d es par y k “ d{2, entonces
haciendo λj “ 2πj{d los modelos (2.21) y (2.22) son equivalentes.

Para el modelo (2.22), y suponiendo que el valor de k es conocido, se
busca encontrar el valor de los otros parámetros que ajusten, usando
mínimos cuadrados, el modelo teórico a los datos observados. A este
proceso de estimación se le llama regresión armónica. Por ejemplo, la
función st “ 2 ` cos p3tq ` cos p6tq presenta el comportamiento cíclico que
se muestra en la figura 2.15.

2π{3 4π{3 6π{3

1

2

3

4

0

st

t

Figura 2.15: Comportamiento cíclico st “ 2 ` cos p3tq ` cos p6tq.
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Estimación y eliminación
de la tendencia y la estacionalidad
Sean x1, . . . , xn los valores numéricos observados de una serie de tiempo
para la cual se ha adoptado el modelo

Xt “ mt ` st ` Zt, t P Z, (2.23)

en donde mt es el componente de tendencia, st es el componente de estacio-
nalidad de periodo d, es decir, st`d “ st, y Zt es el componente irregular.
A continuación veremos dos métodos para estimar los componentes mt y st

del modelo (2.23).

Método de promedios móviles

a) Se estima preliminarmente la tendencia por el método de los promedios
móviles distinguiendo los siguientes dos casos, dependiendo de la paridad
del periodo d:

Si d es par, se toman los promedios móviles de orden q “ d{2 con
las siguientes ponderaciones

pmt “
1
2d xt´q `

1
d
xt´q`1 ` ¨ ¨ ¨ `

1
d
xt`q´1 `

1
2d xt`q,

para t “ q ` 1, . . . , n ´ q. De esta manera, el promedio móvil se
efectúa sobre periodos de longitud total d` 1 de manera simétrica:
d{2 términos hacia adelante y d{2 términos hacia atrás, e incluyendo
el término central xt. Observe que se tiene la ponderación 1{p2dq

en los extremos izquierdo y derecho de esta expresión, y se tiene la
ponderación distinta 1{d para el resto de los términos; sin embargo,
la suma de estas ponderaciones es 2 p1{2dq ` 2 pq ´ 1q{d` 1{d “ 1.
Si d es impar, se toman promedios móviles de orden q “ pd ´ 1q{2
con idénticas ponderaciones, es decir,

pmt “
1
d
xt´q `

1
d
xt´q`1 ` ¨ ¨ ¨ `

1
d
xt`q´1 `

1
d
xt`q,

para t “ q` 1, . . . , n´ q. El total de sumandos es 2q` 1 “ d y, por
lo tanto, las ponderaciones también suman uno.
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Como antes, los promedios móviles recién indicados se pueden definir
para cualquier tiempo t “ 1, . . . , n, extendiendo las observaciones xt

más allá de estos tiempos, de la siguiente manera

xt “

#

x1 si t ď 0 pconstante x1 antes de t “ 1q,

xn si t ě n` 1 pconstante xn después de t “ nq.

b) Una vez estimada la tendencia, se estima el componente estacional. Pri-
mero se definen los promedios de las desviaciones de la serie y la tendencia
estimada. Para t “ 1, . . . , d,

wt :“ 1
N

ÿ

j

pxt`jd ´ pmt`jdq , (2.24)

en donde la suma se efectúa para valores de j tales que q ă t`jd ď n´q,
en donde N es el total de estos valores. Se define la estimación para el
componente estacional st de la forma siguiente

pst “

$

’

&

’

%

wt ´
1
d

d
ÿ

i“1
wi, si t “ 1, . . . , d,

pst´d si t ě d` 1.

La serie desestacionalizada estará dada por

dt “ xt ´ pst, para t “ 1, . . . , n.

c) Se vuelve a estimar la tendencia pero ahora de los datos desestaciona-
lizados tdt : t “ 1, . . . , nu mediante alguno de los métodos vistos antes
para series que sólo presentan tendencia y ruido. Esta es la versión final
de pmt. Finalmente, el componente aleatorio estimado es

pzt :“ xt ´ pmt ´ pst, para t “ 1, . . . , n.

Método por diferenciación

Este es un método sencillo que hace uso del operador ∇d definido en la
sección 1.3, en donde ahora el parámetro es el entero d ě 0. Veremos que
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aplicar este operador a una serie de tiempo que sigue el modelo (2.23) elimi-
na el componente estacional. Sea x1, . . . , xn la serie observada. Recordemos
que

∇dxt “ xt ´ xt´d “ p1 ´Bdqxt,

para t “ d ` 1, . . . , n. Estamos suponiendo que 2 ď d ă n, es decir, el
número de datos n excede el periodo d del componente estacional, el cual
es por lo menos 2. Al aplicar el operador ∇d a la serie txtu se obtiene

∇dxt “ ∇d pmt ` st ` Ztq

“ ∇dmt ` ∇dst ` ∇dZt

“ pmt ´mt´dq ` pst ´ st´dq
looooomooooon

“0

`pZt ´ Zt´dq

“ pmt ´mt´dq ` pZt ´ Zt´dq,

para t “ d ` 1, . . . , n. Es decir, la serie transformada ∇dxt sólo tiene el
componente de tendencia dado por la función mt ´ mt´d, y el componente
aleatorio dado por Zt ´Zt´d. De esta manera se ha eliminado el componente
estacional.

Ahora se puede estimar y eliminar la tendencia por alguno de los métodos
vistos antes y obtener una serie que es función únicamente del componente
aleatorio.

Suavizamiento exponencial de Holt-Winters
Este método se puede usaro para realizar pronósticos cuando se tiene una
tendencia y un comportamiento estacional con un periodo conocido. Se pue-
de ver como una generalización del algoritmo recursivo usado en el suaviza-
miento exponencial considerando la tendencia y la estacionalidad. Se pon-
deran las observaciones del pasado teniendo en cuenta los patrones tanto de
la serie como de su componente estacional y de su tendencia. Este método
se utiliza con frecuencia en series de tiempo con datos relacionados con in-
ventarios y ventas. El lector interesado en profundizar en este tema puede
consultar, por ejemplo, Kalekar (2004) [23], Lima (2009) [28] o Goodwin
(2010) [16]. Estos son trabajos breves que muestran la manera de usar este
método de manera práctica.
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2.5. Interpretación del correlograma

Recordemos que el correlograma es la gráfica de la función de autocorre-
lación ρpτq de una serie de tiempo. En la definición 1.9 de la página 18
se proporciona una fórmula para la autocorrelación muestral rpτq de una
serie de observaciones. En esta sección se dan algunos lineamientos para
la interpretación del correlograma muestral. El gráfico del correlograma
muestral rpτq puede ser de utilidad para realizar un primer análisis de
algunos componentes de la serie de tiempo o para proponer alguno de los
modelos teóricos.

Debemos considerar que si una serie de observaciones x1, . . . , xn se toma
de un modelo teórico tXt : t P Zu, entonces el correlograma muestral
presentará características semejantes al correlograma del modelo. Sin
embargo, en las aplicaciones lo único que conocemos es el conjunto de
observaciones x1, . . . , xn. De esta manera, si las observaciones presentan un
correlograma muestral semejante al correlograma de algún modelo teórico
conocido, entonces es natural pensar que los datos provienen de tal modelo.
Por otro lado, es importante considerar que la función de autocorrelación
de una serie no necesariamente caracteriza de manera única al modelo, es
decir, en general, no hay una correspondencia biunívoca entre estos dos
objetos.

En ocasiones puede ser complicado dar una interpretación del correlogra-
ma. Sin embargo, los criterios propuestos por Chatfield (1996) [11] que se
mencionan a continuación pueden resultar de ayuda. En la figura 2.16 se
pueden observar algunos ejemplos de este tipo de correlogramas.

Serie de variables aleatorias independientes

Para el modelo de serie de tiempo compuesto de variables aleatorias inde-
pendientes, la función de autocorrelación ρpτq es 1 para τ “ 0 y es 0 para
τ “ 1, 2, . . . Por lo tanto, si las observaciones muestran un correlograma
muestral con un valor igual a 1 cuando τ “ 0 y con valores cercanos a 0
para τ “ 1, 2, . . ., entonces es muy posible que las observaciones provengan
del modelo compuesto por variables aleatorias independientes.
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Correlación a corto plazo

En algunas ocasiones una serie de tiempo estacionaria muestra un correlo-
grama en el cual aparece cierta correlación en los primeros valores de τ (en
los primeros rezagos) y tiende a cero rápidamente en los rezagos siguientes.
Esto se debe a pequeñas rachas que se presenten dentro de la trayectoria.
Se dice que hay una racha cuando dos o más incrementos (o decrementos)
son consecutivos.

Serie alternada

Se dice que una serie de tiempo es alternante si sus valores van cam-
biando hacia arriba y hacia abajo con respecto a su media muestral.
En este caso, el correlograma tiende a alternar sus valores entre positi-
vos y negativos, por ejemplo, rp1q negativo, rp2q positivo, rp3q negativo, etc.

Series de tiempo no estacionarias

Si el correlograma no toma valores cercanos a cero a partir de alguno
de los primeros rezagos, es muy posible que la serie no sea estacionaria.
En el caso cuando una serie exhibe tendencia, habrá varias observaciones
consecutivas que estén por arriba o por abajo de la media. Esto provocará
que los valores del correlograma no disminuyan durante varios rezagos.

Series con componente estacional

El correlograma de las series de tiempo con un componente estacional, en
algunos casos podría heredar tal estacionalidad, en el sentido de que habrá
una autocorrelación con un patrón de repetición con valores más grandes
cada d rezagos, donde d es el periodo estacional de la serie. Por otro lado,
al aplicar algún filtro que remueva este componente, el nuevo correlograma
puede aportar información valiosa sobre la serie resultante.
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Index

aa

1 2 3 4 5 6 7 8 9 10 11 12
0

0.5

1 ρpτq

τ

Correlograma para una serie de variables aleatorias independientes
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Correlograma para una serie estacionaria con algunas rachas
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Correlograma para una serie alternante
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1 ρpτq
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Correlograma para una serie no estacionaria

Index

aa

1 2 3 4 5 6 7 8 9 10 11 12
0
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1 ρpτq

τ

Correlograma para una serie con componente estacional (d “ 3)

Figura 2.16: Ejemplos de correlogramas
según las características de la serie.
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Valores atípicos

Cuando se presentan valores atípicos (outliers) en una serie, esto provoca
que el correlograma muestre información engañosa. Por lo anterior, para
hacer un análisis de la serie se puede intentar atenuar o remover el valor
atípico. No existe una regla sobre cómo substituir un valor atípico, pero un
mecanismo práctico puede ser reemplazar esa observación por el promedio
de otras observaciones. Por ejemplo, en el caso cuando la serie presenta
cierta tendencia, se podría reemplazar el valor atípico xt por el promedio
pxt´1 ` xt`1q{2. Por otro lado, si la serie presenta un comportamiento
periódico cada p observaciones, se podría reemplazar el valor de xt por el
promedio pxt´p ` xt`pq{2.

Como se mencionó, los coeficientes de correlación rpτq (ACF muestral) apor-
tan información de la serie, pero esta herramienta no es suficiente para de-
cidir sobre algunas características o componentes de la serie. En el capítulo
siguiente se especifican algunos modelos particulares comunes en las aplica-
ciones, y se calcula la función de autocorrelación en cada caso. Observando
dichos resultados, se podrán apreciar otras formas de aprovechar e interpre-
tar el correlograma muestral. Por último, también en el capítulo siguiente
se definirá la llamada función de autocorrelación parcial (denotada como
PACF en la mayoría de la literatura afín) que genera un gráfico alterno pa-
recido al correlograma. Este gráfico normalmente se analiza junto al gráfico
de la función ACF y es de gran importancia en la etapa de identificación de
modelos.

2.6. Ejercicios
Gráficas con respecto al tiempo

34. Explique la diferencia entre el componente estacional y el cíclico en
una serie de tiempo.

35. Investigue los precios diarios de alguna acción financiera durante un
año. Debido a que los fines de semana no funcionan los mercados
accionarios, después de cada 5 datos (lunes a viernes) asigne a las
siguientes 2 observaciones (sábado y domingo) el valor promedio de
los precios de los días viernes y lunes adyacentes. Realice y analice el



i
i

“Series-main” — 2025/1/14 — 17:45 — page 72 — #72 i
i

i
i

i
i

72 CAPÍTULO 2. TENDENCIA Y ESTACIONALIDAD

gráfico de la serie de tiempo resultante y observe si existe algún patrón
de comportamiento. ¿Se percibe alguna tendencia? Responda si cree
que existe algún componente estacional, cíclico o aleatorio.

36. Investigue el consumo de energía eléctrica mensual de algún periodo
de 10 años para algún país que usted elija. Realice y analice el gráfico
de la serie de tiempo resultante y observe si existe algún patrón de
comportamiento. ¿Se percibe alguna tendencia? Responda si cree que
existe algún componente estacional, cíclico o aleatorio.

37. Investigue las temperaturas promedio mensuales de algún periodo de
10 años para algún país que usted elija. Realice y analice el gráfico
de la serie de tiempo resultante y observe si existe algún patrón de
comportamiento. ¿Se percibe alguna tendencia? Responda si cree que
existe algún componente estacional, cíclico o aleatorio.

Transformaciones

38. Sea y1, . . . , yn la serie obtenida a través de la transformación de cen-
tralización definida en (2.2). Demuestre que ȳ “ 0.

39. Demuestre que la transformación de Box-Cox es continua como fun-
ción del parámetro λ, es decir, compruebe que

ĺım
λÑ0

xλ ´ 1
λ

“ ln x, para x ą 0.

40. Demuestre que la transformación de Box-Cox es invertible encontran-
do la expresión de la transformación inversa.

41. Investigue los precios diarios de alguna acción financiera durante un
año. Construya una serie de tiempo x1, . . . , xn considerando sólo los
datos de días hábiles (el valor de n debería ser aproximadamente entre
250 y 260 datos). Calcule los log-retornos (tasa de retorno continua)
dados por la transformación

rt “ ln xt

xt´1
, t “ 2, . . . , n.

Realice el gráfico de la serie de tiempo trt : t “ 2, . . . , nu. Analice si se
percibe que la serie presenta las siguientes propiedades:
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a) Media constante igual a cero.
b) Varianza constante.
c) Distribución normal (además puede realizar el histograma).
d) Autocorrelación nula.

42. En el análisis de series de tiempo frecuentemente se hace uso de una
transformación que genera variables indicadoras, conocidas en inglés
como variables dummy. Estas son variables que sólo toman los valores
cero o uno dependiendo de algún criterio. Usando la serie de log-
retornos del ejercicio anterior defina

yt “

#

1 si rt ą 0,
0 si rt ď 0.

Si las variables indicadoras tyt : t “ 2, . . . , nu se pudieran modelar con
una distribución Bernoulli con probabilidad de éxito 1{2, entonces su
media y varianza muestral deberían ser 1/2 y 1/4, respectivamente.
Además, la suma

řn
t“2 yt debería ser aproximadamente n{2. Verifique

si su serie cumple lo anterior.

Análisis de series con tendencia

43. Regresión lineal.
Compruebe que los coeficientes a0 y a1 en la regresión lineal para un
conjunto de datos x1, . . . , xn están dados por las ecuaciones (2.10)
y (2.11).

44. Regresión lineal.
Considere el siguiente conjunto de 8 datos observados en los tiempos
t “ 1, . . . , 8.

x1 “ 5
x2 “ 9

x3 “ 9
x4 “ 14

x5 “ 15
x6 “ 16

x7 “ 16
x8 “ 21

a) Grafique txt : t “ 1, . . . , 8u.
b) Encuentre la estimación de los coeficientes a0 y a1 del modelo

lineal xt “ a0 ` a1t por el método de mínimos cuadrados.
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c) Grafique la recta estimada sobre la misma gráfica de los datos
observados.

45. Regresión lineal para datos colineales.
Suponga que una serie observada x1, . . . , xn tiene el comportamiento
lineal xt “ a0`a1t, para t “ 1, . . . , n, para ciertas constantes conocidas
a0 y a1. Compruebe que la regresión lineal produce lo esperado, es
decir, pa0 “ a0 y pa1 “ a1.

46. Tendencia por promedios móviles.
Suponga que una serie de tiempo está compuesta por las siguientes
cinco observaciones:

x1 “ 3, x2 “ 2.5, x3 “ 3.8, x4 “ 4, x5 “ 5

a) Grafique txt : t “ 1, . . . , 5u.
b) Suponga que estos datos siguen el modelo Xt “ mt `Zt. Encuen-

tre la tendencia estimada pmt por promedios móviles con q “ 1
y muestre su gráfica en el mismo plano de la gráfica del inciso
anterior.

c) Encuentre y grafique el componente aleatorio. Una los puntos
con líneas rectas.

47. Demuestre que el filtro lineal de orden q no altera al componente de
tendencia cuando éste es lineal. Es decir, compruebe que si mt “

a0 ` a1t, entonces
1

2q ` 1

q
ÿ

j“´q

mt´j “ mt.

48. Demuestre que las ponderaciones que aparecen en la expansión (2.17)
del suavizamiento exponencial suman 1.

Análisis de series con estacionalidad

49. Suponga que se tiene el siguiente modelo con tendencia lineal y com-
ponente estacional tal que st “ st´12,

Xt “ pa0 ` a1tq ` st ` Zt, t P Z.
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Demuestre que al aplicar el operador ∇12 “ 1 ´B12 a la serie tXtu se
obtiene una serie estacionaria.

50. Suponga que se tiene el siguiente modelo de serie de tiempo

Xt “ pa0 ` a1tq st ` Zt, t P Z,

en donde el componente estacional st es tal que st “ st´12, para
cualquier t P Z. Observe que el componente estacional se incorpora al
componente de tendencia a0 ` a1t de forma multiplicativa.

a) ¿Se obtiene una serie estacionaria al aplicar el operador ∇12 a la
serie tXtu?

b) ¿Se podrá aplicar alguna otra transformación que vuelva a la
serie estacionaria?

Interpretación del correlograma

51. Con ayuda de algún software estadístico, genere al azar 100 valores
de la distribución normal estándar. Por ejemplo, en el software R se
puede usar el comando rnorm(100). A continuación grafique las series
de tiempo y los correlogramas muestrales respectivos de los siguientes
modelos, considerando que los valores de las variables aleatorias Zt son
reemplazados con la muestra generada. En todos los casos suponga que
X0 “ 0.

a) Xt “ Zt, para t “ 1, . . . , 100.
Este es el proceso de ruido blanco.

b) Xt “ 0.5Xt´1 ` Zt, para t “ 1, . . . , 100.
Este es un modelo autorregresivo de orden 1.

c) Xt “ 0.1t´ 0.25Xt´1 ` Zt, para t “ 1, . . . , 100.
Este es un modelo autorregresivo de orden 1 con tendencia lineal.

d) Xt “ 0.35Zt´1 ` Zt, para t “ 1, . . . , 100,
(suponga que Z0 “ 0.5 .)
Este es un modelo de promedios móviles de orden 1.

e) Xt “ ´0.5Xt´1 ` 0.35Zt´1 ` Zt, para t “ 1, . . . , 100,
(suponga que Z0 “ 0.5 .)
Este es un modelo ARMAp1, 1q.
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52. A partir de los gráficos del ejercicio anterior, determine en qué casos
se tiene una serie estacionaria.
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Capítulo 3

Algunos modelos para series
de tiempo

En este capítulo se estudian algunos modelos básicos de series de tiempo
univariadas que se utilizan con frecuencia en las aplicaciones. Estos modelos
son procesos estocásticos a tiempo discreto tXt : t P Zu con espacio de
estados el conjunto de números reales.

3.1. Modelo MA

El modelo de medias o promedios móviles (MA) se construye a partir de
un proceso de ruido tZt : t P Zu con media 0 y varianza σ2. A continuación
se establece la definición.

Definición 3.1 Sea q ě 0 un entero y sean β1, . . . , βq constantes dadas,
con βq ‰ 0. Una serie de tiempo tXt : t P Zu sigue un modelo de medias
móviles de orden q, y se le denota por las letras MApqq, si es de la forma

Xt “ Zt ` β1 Zt´1 ` ¨ ¨ ¨ ` βq Zt´q (3.1)

“

q
ÿ

k“0
βk Zt´k, t P Z. pβ0 “ 1q

77
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Observe que la expresión (3.1) es una combinación lineal de los q ruidos
inmediatos previos al tiempo t dados por el proceso aleatorio puro. La
condición βq ‰ 0 garantiza que el último sumando que aparece en (3.1) no
se anula y que, efectivamente, el orden es el entero q. Los distintos procesos
MApqq están determinados por los distintos valores de los coeficientes
β1, . . . , βq. Se define β0 “ 1.

A partir de (3.1), es claro que la serie de tiempo consta de variables alea-
torias independientes cuando q “ 0, ya que en tal caso, Xt “ Zt, t P Z. En
cambio, cuando q ě 1, dos variables aleatorias de la serie que se encuentren
suficientemente cercanas en el tiempo comparten valores del proceso de rui-
do y, por lo tanto, tienen cierto grado de dependencia. Por otro lado, dos
variables aleatorias de la serie suficientemente lejanas en el tiempo una de
la otra no compartirán valores del proceso de ruido y, por lo tanto, serán
independientes. Estas afirmaciones se tratarán con mayor precisión a través
de las fórmulas que se presentan más adelante.

Ejemplo 3.1 En la Tabla 3.1 se muestran algunos ejemplos particulares de
series de tiempo que siguen el modelo de medias móviles (3.1) con distintos
valores del parámetro q.

Serie Modelo

Xt “ Zt MAp0q

Xt “ Zt ´ 5Zt´1 MAp1q

Xt “ Zt ´ Zt´3 ` 2Zt´4 MAp4q

Xt “ Zt ` 8Zt´2 MAp2q

Tabla 3.1: Ejemplos de modelos MA.

‚

Las letras MA provienen del término en inglés moving average, que se puede
traducir como medias móviles o promedios móviles. Este es un término
técnico que se utiliza en la literatura sobre series de tiempo, aunque no
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parece haber una interpretación lógica de lo que estas palabras puedan
significar literalmente.

Primeras propiedades del modelo MApqq

Usando la propiedad de independencia de las variables del proceso de ruido,
se pueden calcular con facilidad las siguientes propiedades elementales que
cumple todo proceso de medias móviles.

Proposición 3.1 Sea tXt : t P Zu el proceso MApqq especificado
en (3.1). Entonces

1. EpXtq “ 0.

2. VarpXtq “ σ2
q

ÿ

k“0
β2

k.

3. γpτq “ Cov pXt, Xt`τ q “

$

’

&

’

%

σ2
q´τ
ÿ

k“0
βk βk`τ si τ “ 0, 1, . . . , q,

0 si τ ě q ` 1.

4. tXt : t P Zu es estacionario.

Demostración. Las identidades p1q y p2q se siguen directamente de cal-
cular la esperanza y la varianza a partir de (3.1). Para la identidad p3q,
tenemos que, para τ “ 0, 1, . . . , q,

Cov pXt, Xt`τ q “ EpXt ¨Xt`τ q

“ Er p

q
ÿ

k“0
βk Zt´kqp

q
ÿ

j“0
βj Zpt`τq´jq s

“

q
ÿ

k“0

q
ÿ

j“0
βk βj EpZt´k ¨ Zpt`τq´jq.

La última esperanza es distinta de cero sólo cuando los dos subíndices
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de las variables aleatorias coinciden, esto es, cuando t ´ k “ pt ` τq ´ j.
Esto ocurre cuando j “ k ` τ . El valor de esta esperanza es σ2 y de
aquí se obtiene el resultado anunciado. El valor máximo para j es q, de
modo que ahora el valor máximo para k es q ´ τ . Cuando τ ě q ` 1, no
existen variables Z comunes entre Xt y Xt`τ , de modo que la esperanza
del producto de estas dos últimas variables aleatorias es cero.

Finalmente, para la afirmación p4q, y por los resultados anteriores, tene-
mos que, como la esperanza es constante y la covarianza Cov pXt, Xt`τ q no
depende de t, se concluye que todo proceso MApqq es estacionario. ‚

Es decir, el modelo MApqq representa una serie de tiempo que carece de
tendencia, pues EpXtq “ 0 y su varianza es constante. Observe que la
varianza del proceso de ruido se denota por σ2, mientras que la varianza de
Xt se escribe explícitamente como VarpXtq.

Recordemos que, por simetría, para valores negativos de τ , la covarianza
γpτq coincide con γp´τq, en donde ´τ es positivo. Más explícitamente, la
función de autocovarianza de un proceso MApqq es, para τ “ 0, 1, . . . , q,

γpτq “ Cov pXt, Xt`τ q

“ σ2pβ0 βτ ` β1 β1`τ ` ¨ ¨ ¨ ` βq´τ βqq.

En esta suma aparecen q ´ τ ` 1 sumandos, de modo que conforme τ toma
los valores 0, 1, . . . , q, el número de sumandos disminuye. En particular, al
evaluar en τ “ 0 se tiene el máximo de sumandos, que es q`1, y se recupera
la expresión para la varianza, esto es,

γp0q “ σ2
q

ÿ

k“0
β2

k.

La evaluación en τ “ q involucra sólo un sumando, el cual es

γpqq “ σ2pβ0 βqq.

Autocorrelación del modelo MApqq

Dividiendo γpτq entre γp0q se obtiene la expresión para la autocorrelación.
Esto se muestra en el siguiente recuadro.
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Proposición 3.2 Sea tXt : t P Zu el proceso MApqq especificado
en (3.1). La función de autocorrelación es

ρpτq “ CorrpXt, Xt`τ q “

$

’

’

’

’

’

’

&

’

’

’

’

’

’

%

q´τ
ÿ

k“0
βk βk`τ

q
ÿ

k“0
β2

k

si τ “ 0, 1, . . . , q,

0 si τ ě q ` 1.

Recordemos nuevamente que, para valores negativos de τ , la autocorrelación
ρpτq coincide con ρp´τq, en donde ´τ ą 0. Por lo tanto, se usa la misma
fórmula que aparece en la proposición anterior para τ ă 0, es decir, para
cualquier valor entero de τ , ρpτq “ ρp|τ |q. Observe que la fórmula para ρp0q

se reduce a la identidad conocida ρp0q “ 1.

Como se ha observado antes, cuando los subíndices de las variables Xt y
Xt`τ se encuentran separados en más de q unidades, las variables son in-
dependientes y la correlación es cero. Esta es la razón por la que a estos
procesos se les denomina procesos con memoria corta, o procesos con de-
pendencia de corto alcance.

Ejemplo 3.2 En la figura 3.1 se muestra el correlograma de un proceso
MApqq con q “ 10 y coeficientes β1 “ ¨ ¨ ¨ “ β10 “ 1. Las autocorrelacio-
nes decaen a cero de manera lineal. A partir de τ “ 11 en adelante, la
autocorrelación es cero. Se ha dibujado una línea continua para enfatizar el
comportamiento decreciente. ‚

Ejemplo 3.3 En la figura 3.2 se muestra el correlograma de un proceso
MApqq con q “ 10 y coeficientes β1 “ ¨ ¨ ¨ “ β5 “ ´1 y β6 “ ¨ ¨ ¨ “ β10 “ 1.
A partir de τ “ 11 en adelante, la autocorrelación es, nuevamente, cero. La
línea continua sirve para visualizar mejor el comportamiento de la función.

‚
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τ
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Figura 3.1: Correlograma de un proceso MApqq

con parámetros q “ 10 y β1 “ ¨ ¨ ¨ “ β10 “ 1.

τ
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Figura 3.2: Correlograma de un proceso MApqq

con parámetros q “ 10, β1 “ ¨ ¨ ¨ “ β5 “ ´1 y β6 “ ¨ ¨ ¨ “ β10 “ 1.

El modelo MAp8q

Es conveniente considerar también modelos de medias móviles de orden
infinito. Se trata de una serie de tiempo de la forma

Xt “

8
ÿ

k“0
βk Zt´k, t P Z, (3.2)
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en donde las constantes β0 “ 1, β1, β2, . . . son números tales que la suma in-
dicada es convergente en algún sentido. Por ejemplo, no es difícil comprobar
que bajo la condición

8
ÿ

k“0
β2

k ă 8, (3.3)

la serie infinita de variables aleatorias (3.2) es convergente en media
cuadrática. Como antes, tZt : t P Zu es un proceso de ruido de media 0 y
varianza σ2. A la serie (3.2) se le conoce también con el nombre de modelo
lineal generalizado.

Suponiendo que se cumple la condición (3.3), se puede comprobar que la
serie del modelo (3.2) satisface las siguientes propiedades:

EpXtq “ 0.

VarpXtq “ σ2
8
ÿ

k“0
β2

k.

γpτq “ Cov pXt, Xt`τ q “ σ2
8
ÿ

k“0
βk βk`τ , para τ “ 0, 1, . . .

tXt : t P Zu es estacionario.

ρpτq “ CorrpXt, Xt`τ q “

8
ÿ

k“0
βk βk`τ

8
ÿ

k“0
β2

k

, para τ “ 0, 1, . . .

En las siguientes secciones se presentan ejemplos de modelos MApqq con
q “ 8.

El modelo MAp1q

En esta sección se estudian las características del modelo particular MAp1q,
es decir, cuando q “ 1. El objetivo es entender algunos conceptos y resul-
tados de este proceso simple para después extenderlos al modelo general



i
i

“Series-main” — 2025/1/14 — 17:45 — page 84 — #84 i
i

i
i

i
i

84 CAPÍTULO 3. ALGUNOS MODELOS

cuando q ě 2. Recordemos que el proceso MAp1q está definido por la rela-
ción

Xt “ β0 Zt ` β1 Zt´1, para t P Z, (3.4)

en donde β0 “ 1 y β1 ‰ 0 son dos constantes, y tZt : t P Zu es un proceso
de ruido con media 0 y varianza σ2.

Es evidente que la media de la serie es EpXtq “ 0 y la varianza es VarpXtq “

σ2 pβ2
0 ` β2

1q, en donde β0 “ 1. La función de autocovarianza es

γpτq “ CovpXt, Xt`τ q “

$

’

&

’

%

σ2 pβ2
0 ` β2

1q si τ “ 0,
σ2 β0 β1 si τ “ 1,
0 si τ ě 2.

Como en el caso general en el que se tiene cualquier orden q, las funciones
EpXtq y CovpXt, Xt`τ q no dependen de la variable tiempo t y, por lo tanto,
el proceso es estacionario.

En el caso particular cuando Zt „ Np0, σ2q, se puede comprobar que Xt „

Np0, σ2 pβ2
0 ` β2

1qq. Al ser tXt : t P Zu un proceso gausiano, la estaciona-
riedad débil implica la estacionariedad fuerte. Esta última afirmación es el
contenido del ejercicio 25 en la página 36. La función de autocorrelación del
modelo MAp1q es

ρpτq “ CorrpXt, Xt`τ q “

$

’

’

’

&

’

’

’

%

1 si τ “ 0,
β0 β1
β2

0 ` β2
1

si τ “ 1,

0 si τ ě 2.

Invertibilidad del modelo MAp1q

Es evidente que el proceso MAp1q depende únicamente de la constante β1 y
del proceso de ruido tZt : t P Zu. Recíprocamente, bajo ciertas condiciones
se puede escribir el proceso tZt : t P Zu en términos de la serie tXt : t P Zu

y de algunas otras constantes. A continuación se hace un análisis llevando
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a cabo una serie de substituciones sucesivas. A partir de (3.4),

Zt “
1
β0
Xt ´

β1
β0
Zt´1

“
1
β0
Xt ´

β1
β0

ˆ

1
β0
Xt´1 ´

β1
β0
Zt´2

˙

“
1
β0
Xt ´

β1
β2

0
Xt´1 `

β2
1
β2

0
Zt´2

“
1
β0
Xt ´

β1
β2

0
Xt´1 `

β2
1
β2

0

ˆ

1
β0
Xt´2 ´

β1
β0
Zt´3

˙

“
1
β0
Xt ´

β1
β2

0
Xt´1 `

β2
1
β3

0
Xt´2 ´

β3
1
β3

0
Zt´3 (3.5)

...

“

8
ÿ

k“0

1
β0

ˆ

´
β1
β0

˙k

Xt´k. (3.6)

De esta manera, para las constantes

πk “
1
β0

ˆ

´
β1
β0

˙k

, para k “ 0, 1, . . . (3.7)

se cumple que

Zt “

8
ÿ

k“0
πk Xt´k “ p

8
ÿ

k“0
πk B

kqXt. (3.8)

Cuando esto es así, es decir, cuando se cumple la identidad (3.8) para
ciertas constantes πk, se dice que la serie de tiempo tXt : t P Zu dada en
el modelo (3.4) es invertible. Observe que la fórmula (3.8) encontrada para
tZt : t P Zu tiene la forma de un promedio móvil de orden infinito en donde
la parte del ruido está dada por las variables aleatorias Xt, las cuales no
son necesariamente independientes.

Definición 3.2 Para el modelo MAp1q especificado en (3.4) se define:

1. El operador de retraso θpBq “ β0 ` β1B.

2. El polinomio θpxq “ β0 ` β1 x, x P R.
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Haciendo uso del operador θpBq, el modelo MAp1q dado por (3.4) se puede
escribir como

Xt “ β0 Zt ` β1 Zt´1 “ pβ0 ` β1BqZt “ θpBqZt.

Resultará conveniente poder obtener el operador inverso de θpBq y pasarlo
del lado izquierdo en la identidad anterior. Esto lleva a la siguiente
definición.

Definición 3.3 Se dice que el modelo MAp1q es invertible cuando el
operador de retraso asociado θpBq “ β0 ` β1B es invertible, de modo
que se puede escribir

Zt “ pθpBqq´1Xt, t P Z.

Como hemos visto, bajo ciertas condiciones, el operador inverso pθpBqq´1

está dado por

pθpBqq´1 “

8
ÿ

k“0
πk B

k,

en donde las constantes π0, π1, . . . están indicadas en (3.7). Es posible
realizar un procedimiento similar para el proceso de promedios móviles
MApqq con q ě 2. En la siguiente sección se hace mención de algunos
resultados relacionados.

Para concluir esta sección, y a manera de resumen, en el siguiente recuadro
se escriben nuevamente las propiedades establecidas en las proposiciones 3.1
y 3.2 para el modelo MApqq, ahora en el caso q “ 1.
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Proposición 3.3 Sea tXt : t P Zu el proceso MAp1q dado por

Xt “ β0 Zt ` β1 Zt´1, para t P Z,

con β0 “ 1. Entonces

1. EpXtq “ 0.

2. VarpXtq “ σ2pβ2
0 ` β2

1q.

3. γpτq “ Cov pXt, Xt`τ q “

$

’

&

’

%

σ2pβ2
0 ` β2

1q si τ “ 0,
σ2pβ0β1q si τ “ 1,
0 si τ ě 2.

4. tXt : t P Zu es estacionario.

5. ρpτq “ Corr pXt, Xt`τ q “

$

’

’

’

&

’

’

’

%

1 si τ “ 0,
β0β1

β2
0 ` β2

1
si τ “ 1,

0 si τ ě 2.

Invertibilidad del modelo MApqq

A continuación se define el concepto de invertibilidad para un proceso
MApqq. Empezaremos definiendo el operador de retraso y el polinomio
asociado al proceso MApqq de manera análoga a como se hizo en el caso
q “ 1.

Definición 3.4 Para el modelo MApqq especificado en (3.1) se define:

1. El operador de retraso θpBq “ 1 ` β1B ` ¨ ¨ ¨ ` βq B
q.

2. El polinomio θpxq “ 1 ` β1 x` ¨ ¨ ¨ ` βq x
q, x P R.
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Al operador θpBq se le llama operador de promedios móviles, pues está
asociado a ese modelo. Así, el modelo (3.1) se puede escribir como
Xt “ θpBqZt, y tenemos la misma definición de invertibilidad que en el
caso q “ 1.

Definición 3.5 Se dice que el modelo MApqq es invertible cuando el
operador de retraso asociado θpBq “ β0 `β1B`¨ ¨ ¨`βq B

q es invertible,
de modo que se puede escribir como aparece abajo para ciertas constantes
π0, π1, . . .

Zt “ pθpBqq´1Xt “ p

8
ÿ

k“0
πk B

kqXt, t P Z.

Más adelante extenderemos el concepto de invertibilidad para procesos más
generales que incluyen el modelo MApqq como caso particular.

A continuación se enuncia un criterio para la invertibilidad del modelo
MApqq en términos de las raíces del polinomio asociado θpxq. Recordemos
que el número real o complejo z es una raíz de θpxq si

θpzq “ β0 ` β1 z ` β2 z
2 ` ¨ ¨ ¨ ` βq z

q “ 0.

El criterio que aparece a continuación como teorema 3.1 distingue si tales
raíces z P C se encuentran dentro o fuera del círculo unitario cerrado

D “ t z P C : |z| ď 1 u,

en donde |z| “
?
a2 ` b2 cuando z “ a` ib.

Teorema 3.1 (Criterio para la invertibilidad del modelo MApqq)
Un proceso MApqq es invertible ô toda raíz z P C del polinomio aso-
ciado θpxq es tal que |z| ą 1.

Este resultado es un caso particular del teorema 3.1.2 que aparece en el
libro de Brockwell y Davis (1987) [7]. Su demostración se puede consultar
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en dicha fuente. Observe que el teorema establece una condición necesaria
y suficiente para tener la invertibilidad en un proceso MApqq. Además, es
claro que esta condición también se puede expresar solicitando que θpxq ‰ 0
para cualquier x P C tal que |x| ď 1, es decir, ningún número complejo
dentro del círculo unitario es solución de la ecuación θpxq “ 0.

De esta manera, determinar si un modelo MApqq es invertible usando el
teorema 3.1 requiere conocer la norma de las q raíces del polinomio θpxq. A
continuación se presentan algunos ejemplos sencillos en donde el polinomio
θpxq es lineal y, por lo tanto, es inmediato encontrar sus raíces.

Ejemplo 3.4 Sea tXt : t P Zu un proceso MAp1q con β0 “ 1, es decir,

Xt “ Zt ` β1 Zt´1, t P Z.

El polinomio asociado es θpxq “ 1 ` β1 x, cuya única raíz es x “ ´1{β1.
Este número tiene norma mayor a 1 si |β1| ă 1. Así, para valores de β1 ‰ 0
que satisfagan la condición indicada, este proceso MAp1q es invertible. ‚

El modelo MArQs estacional
Este es un modelo de promedios móviles que incorpora un patrón estacional.
El número entero s ě 2 denotará la longitud del periodo de la estación.

Definición 3.6 Sean Q ě 0 y s ě 2 dos enteros. Sean β1
0 “ 1 y

, β1
1, . . . , β

1
Q constantes dadas, con β1

Q ‰ 0. Una serie de tiempo tXt :
t P Zu sigue un modelo MArQs estacional de periodo s, si es de la forma

Xt “ Zt ` β1
1 Zt´s ` β1

2 Zt´2s ` ¨ ¨ ¨ ` β1
Q Zt´Qs, (3.9)

“

Q
ÿ

k“0
β1

k Zt´ks, t P Z.

De esta forma, la variable Xt depende del proceso de ruido tZt : t P Zu en
los tiempos t, t ´ s, t ´ 2s, . . . , t ´ Qs, es decir, depende del tiempo t y los
Q tiempos anteriores con rezagos múltiplos de s.
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Es claro que el proceso (3.9) es un caso particular de un modelo MApqq

con q “ Qs, en donde los únicos coeficientes distintos de cero son aquellos
con subíndice con rezago 0, s, 2s, . . . , Qs. Por lo tanto, todos los conceptos
y resultados vistos antes para procesos autorregresivos se pueden aplicar
también para el proceso (3.9). Por ejemplo, el operador de retraso asociado
se denota por ΘpBsq y es

ΘpBsq “ 1 ` β1
1B

s ` β1
2B

2s ` ¨ ¨ ¨ ` β1
QB

Qs.

La expresión (3.9) se puede escribir entonces como aparece abajo. En par-
ticular, sabemos que este proceso es estacionario.

Xt “ ΘpBsqZt, t P Z. (3.10)

De manera un poco más general, se puede considerar el proceso de promedios
móviles estacional

Xt “ ΘpBsqθpBqZt, t P Z, (3.11)

en donde θpBq es el operador usual de orden q considerado antes en la
definición 3.4 que aparece en la página 87. El término θpBqZt establece
la dependencia de Xt respecto del vector de variables pZt, . . . , Zt´qq y el
operador ΘpBsq indica la dependencia de estas mismas variables, pero con
rezagos tales que se encuentren en cada una de las Q estaciones previas.
Por ejemplo, para un periodo estacional previo, el vector de variables es
pZt´s, . . . , Zt´q´sq, para 2 periodos estacionales previos el vector de variables
es pZt´2s, . . . , Zt´q´2sq, etc. Esto se puede expresar de la siguiente forma

Xt “ θpBqZt ` β1
1θpBqZt´s ` β1

2θpBqZt´2s ` ¨ ¨ ¨ ` β1
QθpBqZt´Qs. (3.12)

Observe que los operadores θpBq y ΘpBsq conmutan, de modo que su pro-
ducto se puede escribir en cualquier orden.

El modelo MApqq con media no cero

En ocasiones es conveniente considerar modelos MApqq con media constante
pero distinta de cero. Esto se establece en la siguiente definición.
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Definición 3.7 Sea µ una constante. Se dice que la serie tXt : t P Zu

sigue un modelo MApqq con media µ si el proceso centrado tXt´µ : t P Zu

es un proceso MApqq, es decir,

Xt ´ µ “ Zt ` β1 Zt´1 ` ¨ ¨ ¨ ` βq Zt´q, t P Z. (3.13)

De la ecuación (3.13) es evidente que la serie tXt ´ µ : t P Zu es la que
sigue el modelo MApqq. Puesto que una serie que sigue el modelo MApqq

tiene media cero, se cumple que EpXtq “ µ, para cualquier t P Z.

Concluimos esta sección señalando que todo proceso MApqq tiene una única
función de autocorrelación ρpτq, calculada a partir de su definición. Por
otro lado, dada una función de autocorrelación que sabemos que proviene
de un proceso MApqq, esta función no queda unívocamente determinado,
ya que pueden existir dos procesos MApqq con la misma función ρpτq.
Como ejemplos, en los ejercicios 67 y 68 se muestran dos series distintas
del modelo MAp1q que tienen la misma función de correlación.

Sin embargo, se puede comprobar que bajo la hipótesis de invertibilidad, se
puede garantizar cierta unicidad del modelo MApqq a partir de su función
de autocorrelación. Por ejemplo, en el ejercicio 69 aparece una guía para
demostrar tal afirmación en el caso q “ 1. En general, la condición de
invertibilidad garantiza que existe una relación uno a uno entre el espacio
de los procesos MApqq invertibles y sus funciones de autocorrelación cuando
el proceso de ruido tZt : t P Zu es el ruido blanco WNp0, σ2q. La unicidad
es en el sentido de que las variables aleatorias tienen la misma distribución.

3.2. Modelo AR

Para definir este modelo se toma nuevamente como base un proceso de
ruido tZt : t P Zu con media 0 y varianza σ2. Su definición se presenta a
continuación.
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Definición 3.8 Sea p ě 1 un entero y sean α1, . . . , αp constantes dadas
tal que αp ‰ 0. Se dice que una serie de tiempo tXt : t P Zu sigue un
modelo autorregresivo de orden p, y se le denota por las letras ARppq, si
es de la forma

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt (3.14)

“

p
ÿ

k“1
αk Xt´k ` Zt, t P Z.

La expresión (3.14) es una combinación lineal de los p valores del proceso
inmediatos previos al tiempo t y un ruido adicional dado por la variable
Zt. Las ponderaciones son las constantes α1, . . . , αp, las cuales no necesaria-
mente suman 1, pueden ser positivas, negativas, y algunas de ellas pueden
ser cero. Este proceso se puede definir para t “ p ` 1, p ` 2, . . . cuando los
valores iniciales x1, . . . , xp se suponen conocidos. Las letras AR provienen
del término en inglés autoregressive.

Ejemplo 3.5 En la Tabla 3.2 se muestran algunos ejemplos particulares
de series de tiempo que siguen el modelo autorregresivo (3.14) con distintos
valores del parámetro p. ‚

Serie Modelo

Xt “ Xt´1 ` Zt ARp1q

Xt “ 2Xt´4 ` Zt ARp4q

Xt “ Xt´1 ´Xt´3 ` Zt ARp3q

Xt “ ´2Xt´1 ` 5Xt´2 ` Zt ARp2q

Tabla 3.2: Ejemplos de modelos AR.

En esta sección se estudian algunas características del modelo autorregre-
sivo. Se presentan primero los resultados para el caso más simple ARp1q, y
después se regresa al caso general ARppq.
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El modelo ARp1q

Este es el modelo autorregresivo más sencillo, está dado por la relación

Xt “ α1Xt´1 ` Zt, t P Z, (3.15)

en donde α1 ‰ 0 es un número real. Observe que este modelo depende sólo
del parámetro α1 y de la varianza σ2 del proceso de ruido, de modo que todas
las características numéricas del modelo se pueden escribir en términos de
estas dos cantidades. Usando el operador de retraso B, la identidad (3.15)
se puede escribir como

p1 ´ α1BqXt “ Zt, t P Z.

El operador que aparece en el lado izquierdo es el operador de retraso
asociado a este modelo. En el siguiente recuadro se detalla esta definición.

Definición 3.9 Para el proceso ARp1q especificado en (3.15) se define:

1. El operador de retraso ϕpBq “ 1 ´ α1B.

2. El polinomio ϕpxq “ 1 ´ α1 x, x P R.

Por lo tanto, la identidad (3.15) se puede escribir como ϕpBqXt “ Zt, para
t P Z. Veremos que es de utilidad poder calcular el operador inverso de
ϕpBq. A continuaciónse explican dos procedimientos a través de los cuales
se puede encontrar este operador inverso.

Recordemos que, para cualquier número real x tal que ´1 ă x ă 1, se
cumple la identidad

1
1 ´ x

“ 1 ` x` x2 ` ¨ ¨ ¨

Tratando al término α1B como si fuera un número real en el intervalo
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p´1, 1q, la expansión anterior sugiere el siguiente desarrollo:

pϕpBqq´1 “
1

1 ´ α1B

“ 1 ` α1B ` α2
1 B

2 ` ¨ ¨ ¨

“

8
ÿ

k“0
αk

1 B
k.

Alternativamente, se puede proponer la expansión pϕpBqq´1 “ ψ0 `

ψ1B ` ψ2B
2 ` ¨ ¨ ¨ para ciertos coeficientes desconocidos ψ0, ψ1, . . . y

plantear la ecuación

1 “ pϕpBqq´1ϕpBq “ pψ0 ` ψ1B ` ψ2B
2 ` ¨ ¨ ¨ qp1 ´ α1Bq.

Desarrollando el producto que aparece en la última expresión, e igua-
lando los coeficientes de uno y otro lado de esta identidad, se encuentra
nuevamente que los coeficientes ψk que aparecen en pϕpBqq´1 son αk

1 ,
para k “ 0, 1, . . .

Por lo tanto, tenemos la siguiente representación de un modelo ARp1q:

Xt “ pϕpBqq´1 Zt

“ p

8
ÿ

k“0
αk

1 B
kqZt

“

8
ÿ

k“0
αk

1 Zt´k, t P Z, (3.16)

en donde, recordemos, esta serie infinita de variables aleatorias es con-
vergente en media cuadrática cuando ´1 ă α1 ă 1. De esta manera,
encontramos nuevamente en la expresión (3.16) a un modelo de promedios
móviles de orden infinito. En la demostración de la siguiente proposición se
muestra la utilidad de la representación (3.16) para encontrar directamente
algunas propiedades del modelo ARp1q.
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Proposición 3.4 Sea tXt : t P Zu un proceso ARp1q especificado
en (3.15), en donde ´1 ă α1 ă 1. Entonces

1. EpXtq “ 0.

2. VarpXtq “
σ2

1 ´ α2
1
.

3. γpτq “ Cov pXt, Xt`τ q “ σ2 ¨
α

|τ |

1
1 ´ α2

1
, τ P Z.

4. tXt : t P Zu es estacionario.

5. ρpτq “ ρpXt, Xt`τ q “ α
|τ |

1 , τ P Z.

Demostración.

(1)(2) Estos dos primeros resultados son una consecuencia de la representa-
ción (3.16). Aplicando esperanza y varianza en (3.16), e intercambiando
estas operaciones con el límite, se llega a las expresiones anunciadas.

(3) Supongamos τ ě 0. Entonces

Cov pXt, Xt`τ q “ EpXt ¨Xt`τ q

“ Ep

8
ÿ

j“0

8
ÿ

k“0
αj`k

1 Zt´j ¨ Zt`τ´kq

“

8
ÿ

j“0

8
ÿ

k“0
αj`k

1 EpZt´j ¨ Zt`τ´kq

“ σ2
8
ÿ

k“τ

α2k´τ
1 (3.17)

“
σ2

ατ
1

8
ÿ

k“τ

pα2
1qk.
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Utilizando la fórmula para una suma geométrica,

Cov pXt, Xt`τ q “
σ2

ατ
1

¨
pα2

1qτ

1 ´ α2
1

“ σ2 ¨
ατ

1
1 ´ α2

1
.

La doble suma se reduce a sólo una suma, pues la esperanza indicada
se anula cuando los subíndices de las variables Z son distintos. Los
subíndices son iguales cuando t´j “ t`τ´k, lo que lleva a la condición
j “ k ´ τ . Como j ě 0, el subíndice k debe satisfacer la desigualdad
k ě τ .
Para τ ă 0, el cálculo es el mismo, pero ahora la condición k ě τ
siempre se cumple y la suma (3.17) se calcula para k ě 0, es decir,

Cov pXt, Xt`τ q “
σ2

ατ
1

8
ÿ

k“0
pα2

1qk

“
σ2

ατ
1

¨
1

1 ´ α2
1

“ σ2 ¨
α´τ

1
1 ´ α2

1
.

De esta manera se obtiene una fórmula para la covarianza. Se utiliza
la expresión |τ | para reducir en un solo caso los valores positivos y
negativos de τ . Observe que se recupera la expresión para la varianza
cuando τ “ 0.

(4) Puesto que la esperanza y la covarianza no dependen de la variable
tiempo t, concluimos que todo proceso ARp1q, con ´1 ă α1 ă 1, es
estacionario.

(5) Por las fórmulas anteriores, para τ P Z,

ρpτq “ CorrpXt, Xt`τ q “
Cov pXt, Xt`τ q

a

VarpXtq VarpXt`τ q
“ α

|τ |

1 .

‚
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Por lo recién demostrado, el modelo ARp1q especificado en la proposición
anterior representa una serie de tiempo estacionaria y sin tendencia pues
EpXtq “ 0 para cualquier t P Z. El correlograma general de un proceso
ARp1q presenta dos comportamientos distintos: cuando α1 ą 0 y cuando
α1 ă 0. Estas dos posibilidades se muestran en los siguientes ejemplos grá-
ficos.

Ejemplo 3.6 En la figura 3.3 se muestra el correlograma de un proceso
ARp1q con α1 “ 0.85 . La dependencia lineal de las variables inicia en el
valor 1, siempre es positiva y decrece geométricamente conforme el desfase o
rezago τ crece. Esto es evidente a partir de examinar la expresión ρpτq “ ατ

1,
para τ ě 0.

τ

ρpτq

0 1 2 3 4 5 6 7 8 9 10 11 12

1•

•
•

•
•

•
•

• • • • • •

Figura 3.3: Correlograma de un proceso ARp1q con α1 “ 0.85 .

‚

Ejemplo 3.7 En la figura 3.4 se muestra el correlograma de un proceso
ARp1q con α1 “ ´0.7 . La dependencia lineal de las variables inicia en el
valor 1, pero como α1 ă 0, las potencias ρpτq “ ατ

1, para τ ě 0, presentan
oscilaciones de valores positivos y negativos. Se observa que el comporta-
miento decreciente siempre se mantiene.
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τ

ρpτq

0 1 2 3 4 5 6 7 8 9 10 11 12

1•

•

•

•

•

•

•

•
•

•
• • •

Figura 3.4: Correlograma de un proceso ARp1q con α1 “ ´0.7 .

‚

En cualquier caso, como ´1 ă α1 ă 1, se verifica el decaimiento exponencial
de la función ρpτq “ ατ

1 , para τ ě 0. Cuando α1 es negativa, se presentan
oscilaciones por el cambio de signo. Las gráficas presentadas sólo muestran
las correlaciones para τ ě 0; ambas gráficas se pueden reflejar hacia la
parte negativa del eje a manera de espejo.

Si un correlograma muestral presenta alguna similitud con las característi-
cas de las figuras 3.3 ó 3.4, entonces podría ser factible ajustar el modelo
ARp1q a los datos observados.

El modelo ARp2q

Este modelo autorregresivo corresponde a la serie de tiempo

Xt “ α1Xt´1 ` α2Xt´2 ` Zt, t P Z, (3.18)

en donde α1 y α2 son dos constantes con α2 ‰ 0. Se definen ahora el operador
de retraso y el polinomio asociados como

ϕpBq “ 1 ´ α1B ´ α2B
2,

ϕpxq “ 1 ´ α1 x´ α2 x
2, x P R.
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El análisis no es tan sencillo como en el caso ARp1q. Bajo condiciones sobre
los coeficientes se puede comprobar que EpXtq “ 0 y que el proceso es
estacionario. Las expresiones que surgen en el cálculo de las covarianzas
son complicadas y es mejor expresarlas de forma recursiva. Encontraremos
estas fórmulas como un caso particular de los resultados generales que se
presentan en la siguiente sección. Véanse los ejemplos 3.13 y 3.15.

El modelo ARppq

A continuación se estudia el caso general p ě 1. Usando el operador de
retraso B, el modelo ARppq especificado en (3.14) se puede escribir como

p1 ´

p
ÿ

k“1
αk B

kqXt “ Zt, t P Z. (3.19)

Como antes, el término que aparece entre paréntesis es un operador de
retraso y se define a continuación junto con su polinomio asociado.

Definición 3.10 Para el modelo ARppq especificado en (3.19) se define:

1. El operador de retraso ϕpBq “ 1 ´ α1B ´ α2B
2 ´ ¨ ¨ ¨ ´ αpB

p.

2. El polinomio ϕpxq “ 1 ´ α1 x´ α2 x
2 ´ ¨ ¨ ¨ ´ αp x

p, x P R.

Al operador ϕpBq se le llama operador autorregresivo, pues está asociado a
ese modelo. De esta manera, la identidad (3.19) se puede escribir como

ϕpBqXt “ Zt, t P Z. (3.20)

En el caso cuando ϕpBq sea invertible, podremos escribir el modelo ARppq
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de la manera más directa

Xt “ pϕpBqq´1Zt

“ p

8
ÿ

k“0
πk B

kqZk

“

8
ÿ

k“0
πk Zt´k, (3.21)

para ciertas constantes π0, π1, . . . tales que la suma infinita es convergen-
te. En particular, la condición que aparece abajo garantiza la convergencia
de (3.21) en media cuadrática,

8
ÿ

k“0
π2

k ă 8. (3.22)

Cuando la representación (3.21) es válida, se dice que el proceso ARppq es
causal. Observe que esta representación es nuevamente la de un modelo de
medias móviles de orden infinito e implica que el proceso es estacionario.
Esto lleva a la siguiente definición.

Definición 3.11 El proceso ARppq especificado en (3.14) es causal
cuando el operador asociado ϕpBq es invertible.

Resulta nuevamente que la invertibilidad de ϕpBq depende de la norma de
las raíces del polinomio asociado ϕpxq. Esto es similar a lo estudiado antes
sobre la invertibilidad de θpBq en el caso de procesos de promedios móviles.
En este caso tenemos que el número real o complejo z es una raíz de ϕpxq si

ϕpzq “ 1 ´ α1 z ´ α2 z
2 ´ ¨ ¨ ¨ ´ αp z

p “ 0,

y el criterio que se enuncia a continuación como teorema 3.2 distingue nue-
vamente si tales raíces se encuentran dentro o fuera del círculo unitario
cerrado

D “ t z P C : |z| ď 1 u,

en donde |z| “
?
a2 ` b2 cuando z “ a` ib.
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Teorema 3.2 (Criterio para la causalidad) Un proceso ARppq es
causal ô toda raíz z P C del polinomio asociado ϕpxq es tal que |z| ą 1.

La demostración de este resultado se puede consultar en Brockwell y
Davis (1987) [7]. El teorema aquí enunciado es un caso particular de un
resultado más general que aparece en el libro citado como teorema 3.1.1 .
Observe que el teorema aquí enunciado establece una condición necesaria
y suficiente para tener la causalidad en un proceso ARppq. Es evidente que
esta condición también se puede expresar solicitando que ϕpxq ‰ 0 para
cualquier x P C tal que |x| ď 1, es decir, ningún número complejo dentro
del círculo unitario es solución de la ecuación ϕpxq “ 0.

El siguiente ejemplo muestra el caso ARp1q, el cual ya fue estudiado.
Haciendo uso del teorema 3.2, corroboraremos que el proceso ARp1q es
causal cuando ´1 ă α1 ă 1.

Ejemplo 3.8 Sea tXt : t P Zu un proceso ARp1q, es decir,

Xt “ α1Xt´1 ` Zt, t P Z.

El polinomio asociado es ϕpxq “ 1 ´ α1 x, cuya única raíz es z “ 1{α1.
Esta raíz tiene una norma mayor a 1 cuando |α1| ă 1. Por el teorema 3.2,
encontramos nuevamente que el proceso ARp1q es causal cuando ´1 ă α1 ă

1. ‚

Ejemplo 3.9 Sea tXt : t P Zu un proceso ARp2q, es decir,

Xt “ α1Xt´1 ` α2Xt´2 ` Zt, t P Z.

El polinomio asociado es ϕpxq “ 1 ´ α1 x´ α2 x
2, cuyas dos raíces son

z “
α1 ˘

a

α2
1 ` 4α2

´2α2
.

Así, el proceso ARp2q es causal cuando los coeficientes α1 y α2 son tales
que |z| ą 1. ‚
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Regresando al caso general, vamos a suponer que el operador ϕpBq es
invertible, y a partir de esta hipótesis encontraremos una manera de
determinar las constantes π0, π1, . . . de la expansión (3.21).

Proposición 3.5 Sea ϕpBq el operador de retraso asociado a un proceso
ARppq que es causal. Entonces

pϕpBqq´1 “

8
ÿ

k“0
πk B

k, (3.23)

en donde los coeficientes π0, π1, . . . están dados por

π0 “ 1,
πk “ α1πk´1 ` α2πk´2 ` ¨ ¨ ¨ ` αpπk´p, para k ě 1. (3.24)

Se define πk “ 0 para k ă 0.

Demostración. Como el proceso ARppq en cuestión es causal, el operador
ϕpBq es invertible. Así, el operador inverso debe cumplir que

1 “ pϕpBqq´1ϕpBq

“ pπ0 ` π1B ` π2B
2 ` ¨ ¨ ¨ qp1 ´ α1B ´ α2B

2 ´ ¨ ¨ ¨ ´ αpB
pq

“ π0 ` pπ1 ´ α1π0qB ` pπ2 ´ α1π1 ´ α2π0qB2 ` ¨ ¨ ¨

“ π0 `

8
ÿ

k“1
rπk ´

p
ÿ

i“1
αi πk´isB

k,

en donde πk “ 0 para k ă 0. Esta es una igualdad de polinomios en B y
sus coeficientes deben coincidir. De aquí se obtiene que π0 “ 1 y que para
k ě 1, la igualación de los coeficientes de Bk, de uno y otro lado, produce
la ecuación

0 “ πk ´

p
ÿ

i“1
αi πk´i, k ě 1.

Esta es la relación (3.24) anunciada, en donde, recordemos, se define πk “ 0
para valores enteros de k tales que k ă 0. ‚
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En consecuencia, este resultado garantiza la validez de la representa-
ción (3.21) como un modelo de promedios móviles de orden infinito. En los
siguientes ejemplos se muestran los valores de los coeficientes πk para los
dos primeros modelos autorregresivos.

Ejemplo 3.10 Para el modelo ARp1q, los coeficientes πk dados por la ecua-
ción recién demostrada (3.24) son:

π0 “ 1,
πk “ α1 πk´1, para k ě 1.

De aquí se obtiene que πk “ αk
1, para k ě 0. Se confirma lo que se había

encontrado para este modelo. ‚

Ejemplo 3.11 Para el modelo ARp2q, los coeficientes πk que aparecen en
la ecuación recursiva (3.24) se calculan de manera sucesiva:

π0 “ 1,
π1 “ α1 π0 “ α1,

π2 “ α1 π1 ` α2 π0 “ α2
1 ` α2,

π3 “ α1 π2 ` α2 π1 “ α1pα2
1 ` α2q ` α1α2,

...

En este caso no se cuenta con una fórmula cerrada para el término general
πk. ‚

Con ayuda de la expansión (3.21) ahora se pueden demostrar las siguientes
primeras propiedades generales de todo modelo autorregresivo.
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Proposición 3.6 Sea tXt : t P Zu un proceso ARppq que es causal, tiene
la representación (3.21) y se cumple la condición (3.22). Entonces

1. EpXtq “ 0.

2. VarpXtq “ σ2
8
ÿ

k“0
π2

k.

3. CovpXt, Xt`τ q “ σ2
8
ÿ

k“0
πkπk`τ .

4. tXt : t P Zu es estacionario.

Demostración. Las primeras dos afirmaciones se siguen de manera inme-
diata de (3.21). Para obtener la varianza se hace uso de la condición (3.22),
la cual garantiza que la suma infinita que aparece en el enunciado es con-
vergente en media cuadrática. El cálculo de la covarianza es el siguiente

CovpXt, Xt`τ q “ Covp

8
ÿ

k“0
πk Zt´k,

8
ÿ

k“0
πk Zt`τ´kq

“

8
ÿ

k“0

8
ÿ

j“0
πkπj CovpZt´k, Zt`τ´jq.

La última covarianza es distinta de cero, e igual a σ2, cuando los subíndices
k y j coinciden, es decir, cuando t ´ k “ t ` τ ´ j, o bien j “ τ ` k. Esto
reduce la doble suma a una sola suma, que es la fórmula que aparece en el
enunciado. Finalmente, puesto que EpXtq y CovpXt, Xt`τ q no dependen del
tiempo t, se sigue que el proceso es estacionario. ‚

Observe que, en general, el proceso ARppq no es estacionario, pero loo será
cuando sea causal, es decir, cuando los coeficientes α1, . . . , αp senn tales que
el polinomio ϕpxq “ 1 ´α1x´α2x

2 ´ ¨ ¨ ¨ ´αpx
p tenga todas sus raíces fuera

del círculo unitario, de modo que ϕpBq es invertible y la expansión (3.21)
es válida. El proceso ARppq es un modelo de serie de tiempo sin tendencia,
pues EpXtq “ 0 para cualquier t P Z.
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Suponiendo que un proceso ARppq es estacionario, encontraremos ahora
fórmulas recursivas para las funciones de autocovarianza y de autocorrela-
ción. En este caso, resulta conveniente calcular primero la autocorrelación
y después la autocovarianza. Debe observarse que la autocorrelación no
se obtiene de manera explícita, sino que se determina a través de ciertas
ecuaciones recursivas llamadas ecuaciones de Yule-Walker1.

Proposición 3.7 (Ecuaciones de Yule-Walker) Sea tXt : t P Zu

un proceso ARppq que es causal. La función de autocorrelación está dada
de manera recursiva por

ρpτq “ CorrpXt, Xt`τ q “

$

’

&

’

%

1 si τ “ 0,
p

ÿ

k“1
αk ρpτ ´ kq si τ ě 1.

(3.25)

Demostración. Por definición, ρp0q “ 1. Veamos el caso τ ě 1. Recor-
demos que

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt, t P Z.

Multiplicando esta igualdad por Xt´τ y tomando esperanza se obtiene

γpτq “ α1 γpτ ´ 1q ` ¨ ¨ ¨ ` αp γpτ ´ pq ` EpXt´τZtq,

en donde la última esperanza es cero, pues para τ ě 1, las variables Xt´τ y
Zt son independientes. Dividiendo entre γp0q se obtiene el resultado anun-
ciado. ‚

Como la autocorrelación es una función par, es decir ρpτq “ ρp´τq, tenemos
que, más explícitamente, la función de autocorrelación se encuentra de la
forma siguiente: se resuelve primero el sistema de p ecuaciones

1George Udny Yule (1871–1951) estadístico escocés.
Gilbert Walker (1868–1958) físico y estadístico inglés.
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ρp1q “ α1 ρp0q ` α2 ρp1q ` ¨ ¨ ¨ ` αp ρpp´ 1q

ρp2q “ α1 ρp1q ` α2 ρp0q ` ¨ ¨ ¨ ` αp ρpp´ 2q

ρp3q “ α1 ρp2q ` α2 ρp1q ` ¨ ¨ ¨ ` αp ρpp´ 3q

...
ρppq “ α1 ρpp´ 1q ` α2 ρpp´ 2q ` ¨ ¨ ¨ ` αp ρp0q,

en donde ρp1q, . . . , ρppq son p incógnitas. Recordemos que ρp0q “ 1. A partir
de estos primeros p valores, se calculan los subsiguientes valores usando la
fórmula recursiva (3.25), es decir,

ρpp` 1q “ α1 ρppq ` ¨ ¨ ¨ ` αp ρp1q

ρpp` 2q “ α1 ρpp` 1q ` ¨ ¨ ¨ ` αp ρp2q

...

Ejemplo 3.12 Las ecuaciones de Yule-Walker para el proceso ARp1q dado
por Xt “ α1Xt´1 ` Zt, t P Z, son

ρp0q “ 1,
ρpτq “ α1 ρpτ ´ 1q, τ ě 1.

De aquí se obtiene de manera inmediata que ρpτq “ ατ
1, para τ ě 0. Esto

corrobora lo encontrado en la proposición 3.4. ‚

Ejemplo 3.13 Las ecuaciones de Yule-Walker para el proceso ARp2q dado
por Xt “ α1Xt´1 ` α2Xt´2 ` Zt, t P Z, son

ρp1q “ α1 ` α2 ρp1q,

ρp2q “ α1 ρp1q ` α2.

De aquí se obtiene ρp1q “ α1{p1 ´ α2q y ρp2q “ α2
1{p1 ´ α2q ` α2. A partir

de estos dos valores se pueden obtener los siguientes valores de ρpτq usando
la fórmula

ρpτq “ α1 ρpτ ´ 1q ` α2 ρpτ ´ 2q, τ ě 3.
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Esta es una ecuación recursiva de orden 2 con valores iniciales ρp1q y ρp2q.
En el ejercicio 80 se plantea un procedimiento para obtener la solución ge-
neral de esta ecuación. ‚

A continuación encontraremos la función de autocovarianza del modelo
ARppq. Esta función quedará expresada en términos de la función de
autocorrelación.

Proposición 3.8 Sea tXt : t P Zu un proceso ARppq que es causal y
con función de autocorrelación ρpτq. La función de autocovarianza es

γpτq “ CovpXt, Xt`τ q

$

’

’

’

&

’

’

’

%

σ2

1 ´

p
ÿ

k“1
αk ρpkq

si τ “ 0,

γp0q ρpτq si τ “ 1, 2 . . .

Demostración. Recordemos que ρpτq “ γpτq{γp0q, para τ P Z. Habiendo
encontrado los valores ρpτq mediante las ecuaciones de Yule-Walker, sólo
falta encontrar γp0q. Partimos nuevamente de la ecuación

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt, t P Z.

Multiplicando por Xt y tomando esperanza se obtiene

γp0q “ α1 γp1q ` ¨ ¨ ¨ ` αp γppq ` EpXt Ztq.

Usando la representación (3.21) y el hecho de que π0 “ 1, se comprueba que
el último sumando es EpXt Ztq “ EpZ2

t q “ σ2. Substituyendo la expresión
ρpτq “ γptq{γp0q para τ “ 1, 2, . . . , p, se obtiene

γp0q “ α1 γp0q ρp1q ` ¨ ¨ ¨ ` αp γp0q ρppq ` σ2.

Por lo tanto,

γp0q “
σ2

1 ´ α1 ρp1q ´ ¨ ¨ ¨ ´ αp ρppq
.

‚
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En resumen, para un proceso ARppq que es causal, las funciones de autoco-
varianza y autocorrelación se calculan de la manera siguiente:

Recordemos que ρp0q “ 1. Resolviendo las ecuaciones de Yule-Walker
se obtienen los valores ρp1q, . . . , ρppq. A partir de estos valores iniciales
se encuentran sucesivamente los siguientes valores:

ρpp` 1q “ α1 ρppq ` ¨ ¨ ¨ ` αp ρp1q

ρpp` 2q “ α1 ρpp` 1q ` ¨ ¨ ¨ ` αp ρp2q

...

Usando los valores ρp1q, . . . , ρppq se calcula γp0q según la fórmula mos-
trada en la proposición 3.8.

Se calcula γpτq “ γp0q ρpτq, para cualquier τ P Z.

Ejemplo 3.14 Para el proceso ARp1q dado por Xt “ α1Xt´1 ` Zt, t P Z,
sabemos que su función de autocorrelación es ρpτq “ ατ

1, para τ ě 0. Por
la proposición 3.8 recién demostrada, tenemos que

γp0q “
σ2

1 ´ α1ρp1q
“

σ2

1 ´ α2
1
.

Por lo tanto,

γpτq “ γp0q ρpτq “
σ2

1 ´ α2
1
ατ

1 , τ ě 1.

Esto corrobora lo encontrado antes en la proposición 3.4. ‚

Ejemplo 3.15 Para el proceso ARp2q dado por Xt “ α1Xt´1`α2Xt´2`Zt,
t P Z, habíamos encontrado que ρp1q “ α1{p1´α2q y ρp2q “ α2

1{p1´α2q`α2.
A partir de estos valores se pueden obtener los siguientes valores de ρpτq

usando la relación

ρpτq “ α1 ρpτ ´ 1q ` α2 ρpτ ´ 2q, τ ě 3.
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Por la proposición 3.8,

γp0q “
σ2

1 ´ α1ρp1q ´ α2ρp2q

“
σ2

1 ´ α2
1{p1 ´ α2q ´ α2pα2

1{p1 ´ α2q ` α2q
.

A partir de este número y de las correlaciones ρpτq, se pueden calcular las
covarianzas γpτq “ γp0q ρpτq, τ ě 0. ‚

Recordemos que γp0q “ CovpXt, Xtq “ VarpXtq, en donde esta varianza se
encontró previamente en términos de los coeficientes πk de la representa-
ción (3.21). De esta manera, tenemos dos expresiones para la varianza de
un proceso ARppq que es causal:

VarpXtq “ σ2
8
ÿ

k“0
π2

k “
σ2

1 ´ α1 ρp1q ´ ¨ ¨ ¨ ´ αp ρppq
.

El modelo ARrP s estacional
Este es un modelo autorregresivo que incorpora un patrón estacional. El
número entero s ě 2 denota la longitud del periodo de la estación.

Definición 3.12 Sean P ě 0 y s ě 2 dos enteros. Sean α1
1, . . . , α

1
P

constantes dadas, con α1
P ‰ 0. Una serie de tiempo tXt : t P Zu sigue

un modelo ARrP s estacional de periodo s, si es de la forma

Xt “ α1
1Xt´s ` α1

2Xt´2s ` ¨ ¨ ¨ ` α1
P Xt´P s ` Zt (3.26)

“

P
ÿ

k“1
α1

k Xt´ks ` Zt, t P Z.

Es claro que la variable Xt depende de los P valores previos Xt´s, Xt´2s,. . .,
Xt´P s. Estos valores previos tienen un número de rezago que es múltiplo
de s.
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También es claro que el proceso (3.26) es un caso particular de un modelo
ARppq con p “ Ps, en donde los únicos coeficientes distintos de cero son
aquellos con subíndice con rezago s, 2s, . . . , Ps. En consecuencia, se cumplen
todas las propiedades que conocemos para el modelo ARppq; en particular,
sabemos que el proceso (3.26) es causal y, por lo tanto, estacionario cuando el
operador de retraso asociado tiene todas sus raíces fuera del círculo unitario.
Este operador se denota por ΦpBsq y es

ΦpBsq “ 1 ´ α1
1B

s ´ α1
2B

2s ´ ¨ ¨ ¨ ´ α1
P B

P s.

La expresión (3.26) se puede escribir de la siguiente forma:

ΦpBsqXt “ Zt, t P Z. (3.27)

Un poco más general, se puede considerar el proceso autorregresivo estacio-
nal

ΦpBsqϕpBqXt “ Zt, t P Z, (3.28)

en donde ϕpBq es el operador usual de orden p considerado antes en la defi-
nición 3.10 que aparece en la página 99. En el término ϕpBqXt se establece
la dependencia de Xt respecto de las variables pXt´1, . . . , Xt´pq y el ope-
rador ΘpBsq indica la dependencia de estas mismas variables con rezagos
tales que correspondan a los P periodos estacionales previos. Observe que
los operadores ϕpBq y ΦpBsq conmutan, de modo que su producto se puede
escribir en cualquier orden.

El modelo ARppq con media no cero
Concluimos esta sección definiendo una extensión del modelo ARppq, en
donde la media no necesariamente es cero.

Definición 3.13 Sea µ una constante. Se dice que la serie tXt : t P Zu

sigue un modelo ARppq con media µ si el proceso centrado tXt´µ : t P Zu

es un proceso ARppq, es decir,

Xt ´ µ “ α1 pXt´1 ´ µq ` ¨ ¨ ¨ ` αp pXt´p ´ µq ` Zt, t P Z. (3.29)
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De la ecuación (3.29) es claro que la serie trasladada Yt “ Xt´µ, para t P Zu

sigue el modelo ARppq. Puesto que una serie que sigue ese modelo tiene
media cero, tenemos que EpXtq “ µ, para cualquier t P Z. Las siguientes
identidades se pueden comprobar fácilmente:

VarpXtq “ VarpYtq.

CovpXt, Xt`τ q “ CovpYt, Yt`τ q.

CorrpXt, Xt`τ q “ CorrpYt, Yt`τ q.

Es decir, aunque el proceso tXt : t P Zu dado por (3.29) no sigue propiamen-
te el modelo ARppq, tiene las mismas características numéricas de segundo
orden que el proceso tYt : t P Zu, y será estacionario cuando tYt : t P Zu lo
sea.

3.3. Modelo ARMA

Este modelo es una combinación de un proceso autorregresivo ARppq

y de un proceso de promedios móviles MApqq. Su definición aparece a
continuación.

Definición 3.14 Sean p ě 0 y q ě 0 dos enteros, no ambos cero. Sean
α1, . . . , αp y β1, . . . , βq constantes tales que αp ‰ 0 y βq ‰ 0. Sea tZt : t P

Zu un proceso de ruido con media 0 y varianza σ2. Una serie de tiempo
tXt : t P Zu es un proceso ARMA de orden pp, qq si es de la forma

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p
loooooooooooooomoooooooooooooon

` Zt ` β1 Zt´1 ` ¨ ¨ ¨ ` βq Zt´q
loooooooooooooomoooooooooooooon

“

p
ÿ

k“1
αk Xt´k ` Zt `

q
ÿ

k“1
βk Zt´k, t P Z. (3.30)

Cuando p “ 0 y q ě 1, la expresión (3.30) se reduce al modelo MApqq,
y cuando p ě 1 y q “ 0, se obtiene el modelo ARppq. De esta manera,
el estudio del modelo ARMApp, qq incluye los dos modelos particulares
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anteriores.

Definiendo β0 “ 1, y en términos del operador de retraso B, un proceso
ARMApp, qq dado por la expresión (3.30) se puede escribir como

p1 ´

p
ÿ

k“1
αk B

kq

loooooooomoooooooon

ϕpBq

Xt “ p

q
ÿ

k“0
βk B

kq

looooomooooon

θpBq

Zt, t P Z. (3.31)

Es decir,
ϕpBqXt “ θpBqZt, t P Z, (3.32)

en donde ϕpBq y θpBq son los operadores de retraso definidos antes y a
los que también se les refiere como operador autorregresivo y operador de
promedios móviles, respectivamente, pues corresponden a esos dos aspectos
del modelo ARMA. A continuación se recuerda su definición.

Definición 3.15 Para el modelo ARMApp, qq especificado en (3.30) se
definen:

1. Los operadores de retraso

ϕpBq “ 1 ´ α1B ´ α2B
2 ´ ¨ ¨ ¨ ´ αpB

p,

θpBq “ 1 ` β1B ` β2B
2 ` ¨ ¨ ¨ ` βq B

q.

2. Los polinomios

ϕpxq “ 1 ´ α1 x´ α2 x
2 ´ ¨ ¨ ¨ ´ αp x

p, x P R,

θpxq “ 1 ` β1 x` β2 x
2 ` ¨ ¨ ¨ ` βq x

q, x P R.

Como en los casos de los modelos ARppq y MApqq, nos interesa la invertibi-
lidad de los operadores ϕpBq y θpBq pues, en tal situación, se puede escribir
la serie tXt : t P Zu en términos del proceso de ruido tZt : t P Zu y vicever-
sa. Tal característica de invertibilidad está relacionada con las normas de
las raíces de los polinomios asociados ϕpxq y θpxq como ya se ha indicado.
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Causalidad del modelo ARMApp, qq

La siguiente definición es idéntica a la que aparece en la página 100 sobre
la causalidad para procesos ARppq.

Definición 3.16 Se dice que un proceso tXt : t P Zu que sigue un mode-
lo ARMApp, qq dado por (3.32) es causal si el operador ϕpBq es invertible.

En este caso, el proceso definido en (3.30) se puede escribir como

Xt “ pϕpBqq´1 θpBqZt, t P Z, (3.33)

es decir, la serie tXt : t P Zu se ha escrito exclusivamente en términos del
proceso de ruido tZt : t P Zu. Recordemos que ϕpBq es invertible si y sólo
si la ecuación ϕpxq “ 0 tiene todas sus raíces fuera del círculo unitario.
La causalidad implica que existen constantes π0, π1, . . . tales que el proceso
tXt : t P Zu adquiere la representación

Xt “

8
ÿ

k“0
πk Zt´k, t P Z, (3.34)

en donde
ř8

k“0 π
2
k ă 8. Esta representación corresponde a un modelo de

promedios móviles de orden infinito e implica que el proceso es estacionario.
En particular, la representación (3.34) ayuda a encontrar fácilmente algu-
nas características del modelo ARMApp, qq, como la media y la varianza.
Esos cálculos se hacen más adelante. En particular, bajo la hipótesis de
causalidad, el modelo ARMApp, qq corresponde a una serie de tiempo sin
tendencia, pues comprobaremos que EpXtq “ 0, para cualquier t P Z.

Invertibilidad del modelo ARMApp, qq

Definición 3.17 Se dice que un proceso tXt : t P Zu que sigue un mo-
delo ARMApp, qq dado por (3.32) es invertible si el operador θpBq es
invertible.
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En este caso, tenemos la relación

Zt “ pθpBqq´1 ϕpBqXt, t P Z, (3.35)

es decir, el proceso de ruido tZt : t P Zu es función de la serie tXt : t P Zu.
Recordemos que θpBq es invertible si y sólo si la ecuación θpxq “ 0 tiene
todas sus raíces fuera del círculo unitario. La definición anterior es la misma
que se dio para el modelo MApqq, e implica que existen constantes π0, π1, . . .
tales que el proceso de ruido tZt : t P Zu adquiere la representación

Zt “

8
ÿ

k“0
πk Xt´k, t P Z, (3.36)

en donde
ř8

k“0 |πk| ă 8.

Media y varianza del modelo ARMApp, qq

En esta sección se encuentran la media y la varianza del modelo general
ARMApp, qq. Estas cantidades son idénticas a las del modelo ARppq. El
cálculo hace uso de la representación (3.34).

Proposición 3.9 Sea tXt : t P Zu un proceso ARMApp, qq que es causal
y tiene la representación (3.34). Entonces

1. EpXtq “ 0.

2. VarpXtq “ σ2
8
ÿ

k“0
π2

k.

Demostración. Suponiendo que es válido el intercambio de suma infinita
y esperanza, tenemos que

1. EpXtq “ Ep

8
ÿ

k“0
πk Zt´kq “

8
ÿ

k“0
πk EpZt´kq “ 0.
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2. VarpXtq “ Varp

8
ÿ

k“0
πk Zt´kq “

8
ÿ

k“0
π2

k VarpZt´kq “ σ2
8
ÿ

k“0
π2

k.

‚

Autocovarianza y autocorrelación
del modelo ARMApp, qq

A continuación encontraremos una forma de calcular las funciones de
autocovarianza y de autocorrelación para un modelo ARMApp, qq que es
causal y, por lo tanto, estacionario.

Proposición 3.10 Sea tXt : t P Zu un proceso ARMApp, qq dado
por (3.30). Suponga que el proceso es causal y tiene la representa-
ción (3.34). Entonces

1. La función de autocovarianza γpτq está dada por el sistema de ecua-
ciones

γpτq ´ α1 γpτ ´ 1q ´ ¨ ¨ ¨ ´ αp γpτ ´ pq “ σ2
8
ÿ

k“0
πk βτ`k, (3.37)

para τ “ 0, 1, 2, . . . en donde se define βq`1 “ βq`2 “ ¨ ¨ ¨ “ 0, de
modo que la suma indicada siempre es finita.

2. La función de autocorrelación es

ρpτq “ γpτq{γp0q, para τ “ 0, 1, 2, . . .

Demostración.

1. Sea τ ě 0 un entero. Conviene recordar la ecuación que define al
modelo ARMApp, qq,

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt ` β1 Zt´1 ` ¨ ¨ ¨ ` βq Zt´q, t P Z.
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Multiplicando esta identidad porXt´τ y tomando esperanza se obtiene

γpτq ´α1 γpτ ´ 1q ´ ¨ ¨ ¨ ´αp γpτ ´ pq “

8
ÿ

k“0
πk

q
ÿ

j“0
βj EpZt´τ´k ¨Zt´jq,

en donde el lado derecho se obtiene al substituir la expansión (3.36)
para Xt´τ . Este lado derecho es distinto de 0 sólo cuando j “ τ ` k.
Se obtiene así la relación

γpτq ´ α1 γpτ ´ 1q ´ ¨ ¨ ¨ ´ αp γpτ ´ pq “ σ2
8
ÿ

k“0
πk βτ`k.

2. Conociendo los valores de γpτq para τ “ 0, 1, 2, . . ., la función de au-
tocorrelación se calcula de la forma usual, es decir, ρpτq “ γpτq{γp0q,
para τ “ 0, 1, 2, . . .

‚

Ejemplo 3.16 Para comprender mejor el conjunto de ecuaciones (3.37),
las escribiremos de manera explícita para el caso p “ 2 y q “ 3.

τ “ 0 γp0q ´ α1γp1q ´ α2γp2q “ σ2pπ0β0 ` π1β1 ` π2β2 ` π3β3q

τ “ 1 γp1q ´ α1γp0q ´ α2γp1q “ σ2pπ0β1 ` π1β2 ` π2β3q

τ “ 2 γp2q ´ α1γp1q ´ α2γp0q “ σ2pπ0β2 ` π1β3q

τ “ 3 γp3q ´ α1γp2q ´ α2γp1q “ σ2pπ0β3q

τ “ 4 γp4q ´ α1γp3q ´ α2γp2q “ 0
...

...

Las ecuaciones para τ “ 0, 1, 2 forman un sistema de ecuaciones de 3 ˆ 3
que se resuelve para conocer los valores de γp0q, γp1q y γp2q. Los siguientes
valores: γp3q, γp4q, . . . se encuentran de manera recursiva usando la fórmula
(3.37), en donde los valores base serán γp1q y γp2q, como se muestra en las
ecuaciones indicadas arriba para τ “ 3, 4, . . . ‚
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En el caso p ą q, el lado derecho de las ecuaciones es igual a cero, excepto
tal vez para algunos casos, cuando τ “ 0, 1, 2.

Concluimos esta sección con el enunciado de un resultado que establece
condiciones necesarias y suficientes que caracterizan la causalidad y la
invertibilidad en un proceso ARMApp, qq. Estos resultados son similares a
los que se presentaron como teorema 3.2 en la página 101 para la causalidad
de un proceso ARppq, y teorema 3.1 en la página 88 para la invertibilidad
de un proceso MApqq.

Teorema 3.3 (Criterio para la causalidad y la invertibilidad del
modelo ARMA) Considere un proceso ARMApp, qq tal que los polino-
mios asociados ϕpxq y θpxq no tienen raíces comunes. Entonces

1. El proceso es invertible ô

toda raíz z P C del polinomio θpxq tiene norma |z| ą 1.

2. El proceso es causal ô

toda raíz z P C del polinomio ϕpxq tiene norma |z| ą 1.

La demostración de este resultado se puede encontrar en Brockwell y Davis
(1987) [7]. En esta referencia aparecen los enunciados separados como
teorema 3.1.1 y teorema 3.1.2 .

Como se ha señalado, la condición para la invertibilidad que se presenta
en el teorema 3.3 se puede expresar de manera equivalente solicitando que
θpxq ‰ 0 para cualquier x P C dentro del círculo unitario tx P C : |x| ď 1u.
De manera similar, la condición para la causalidad también se puede
escribir como ϕpxq ‰ 0 para cualquier x P C dentro del círculo unitario
alrededor del origen.
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El modelo ARMAp1, 1q

En esta sección se revisan los detalles del modelo particular ARMAp1, 1q

definido por la relación

Xt “ α1Xt´1 ` Zt ` β1 Zt´1, t P Z, (3.38)

en donde α1 ‰ 1 y β1 ‰ 1. Como en el caso del modelo general, este proceso
se puede escribir en términos de los operadores de retraso como

ϕpBqXt “ θpBqZt, t P Z, (3.39)

en donde ϕpBq “ 1 ´ α1B y θpBq “ 1 ` β1B.

Estacionariedad del modelo ARMAp1, 1q

El proceso ARMAp1, 1q es estacionario cuando el operador de retraso ϕpBq

es invertible, de tal manera que la serie admite la siguiente representación
de medias móviles de orden infinito

Xt “ pϕpBqq´1 θpBqZt, t P Z.

El operador ϕpBq es invertible cuando todas las raíces del polinomio
ϕpxq “ 1 ´α1x quedan fuera del círculo unitario. La única raíz es x “ 1{α1,
de modo que el proceso es estacionario cuando |1{α1| ą 1, es decir, cuando
´1 ă α1 ă 1.

Causalidad del modelo ARMAp1, 1q

De acuerdo con la definición, la causalidad requiere la invertibilidad del
operador de retraso ϕpBq “ 1 ´ α1B como en el párrafo anterior. Por lo
tanto, el proceso es causal cuando |α1| ă 1. A continuación se encuentra
la expansión de la serie tXt : t P Zu en términos del proceso de ruido
tZt : t P Zu.
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Xt “ pϕpBqq´1 θpBqZt

“ p1 ´ α1Bq´1p1 ` β1BqZt

“ p1 ` α1B ` α2
1B

2 ` ¨ ¨ ¨ qp1 ` β1BqZt

“ r1 ` pα1 ` β1qB ` pα1 ` β1qα1B
2 ` pα1 ` β1qα2

1B
3 ` ¨ ¨ ¨ sZt

“ Zt ` pα1 ` β1q

8
ÿ

k“1
αk´1

1 Zt´k (3.40)

“

8
ÿ

k“0
πk Zt´k,

en donde los coeficientes de la última serie son

π0 “ 1 y πk “ pα1 ` β1qαk´1
1 para k “ 1, 2, . . .

De esta manera, la serie tXt : t P Zu queda expresada únicamente en tér-
minos del proceso tZt : t P Zu como un modelo de medias móviles de orden
infinito. A partir de (3.40) se puede verificar fácilmente la media y la va-
rianza de este modelo, a saber,

EpXtq “ 0.

VarpXtq “ r1 `
pα1 ` β1q2

1 ´ α2
1

sσ2.

Invertibilidad del modelo ARMAp1, 1q

La parte de promedio móviles del modelo ARMAp1, 1q tiene asociado el
operador de retraso θpBq “ 1 ` β1B. Este operador es invertible cuando
toda raíz z P C del polinomio θpxq “ 1 ` β1x es tal que |z| ą 1. La única
raíz de esta ecuación es z “ ´1{β1. Por lo tanto, θpBq es invertible cuando
´1 ă β1 ă 1. En tal situación, usando la expansión

1
1 ` x

“ 1 ´ x` x2 ´ x3 ` ¨ ¨ ¨ para ´ 1 ă x ă 1,

y para ´1 ă β1 ă 1, tenemos que
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Zt “ pθpBqq´1 ϕpBqXt

“ p1 ` β1Bq´1 p1 ´ α1BqXt

“ p1 ´ β1B ` β2
1B

2 ´ β3
1B

3 ` ¨ ¨ ¨ q p1 ´ α1BqXt

“ r1 ´ pβ1 ` α1qB ` pβ1 ` α1qβ1B
2 ´ pβ1 ` α1qβ2

1B
3 ` ¨ ¨ ¨ sXt

“ Xt ´ pβ1 ` α1q

8
ÿ

k“1
p´β1qk´1Xt´k, t P Z.

Así, hemos expresado el proceso de ruido tZt : t P Zu en términos de la serie
de tiempo tXt : t P Zu.

Autocovarianza y autocorrelación
del modelo ARMAp1, 1q

A continuación se calculan las funciones de autocovarianza y de autocorre-
lación del modelo ARMAp1, 1q bajo la hipótesis de estacionariedad.

Proposición 3.11 Sea tXt : t P Zu un proceso ARMAp1, 1q especificado
en (3.38) y que es estacionario. Entonces

1. La función de autocovarianza es

γpτq “ CovpXt, Xt`τ q “

$

’

’

’

&

’

’

’

%

r1 `
pα1 ` β1q2

1 ´ α2
1

sσ2 si τ “ 0,

ατ´1
1

p1 ` α1β1qpα1 ` β1q

1 ´ α2
1

σ2 si τ ě 1.

2. La función de autocorrelación es

ρpτq “ CorrpXt, Xt`τ q “

$

&

%

1 si τ “ 0,

ατ´1
1

p1 ` α1β1qpα1 ` β1q

1 ` 2α1β1 ` β2
1

si τ ě 1.
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Demostración.

1. El caso τ “ 0 corresponde a la varianza que fue indicada antes, y
ahora se presentan los detalles. Usando la representación (3.40),

γp0q “ CovpXt, Xtq

“ VarpXtq

“ VarpZt ` pα1 ` β1q

8
ÿ

k“1
αk´1

1 Zt´kq

“ VarpZtq ` pα1 ` β1q2
8
ÿ

k“1
α

2pk´1q

1 VarpZt´kq

“ σ2 ` pα1 ` β1q2 σ2
8
ÿ

k“0
pα2

1qk

“ r1 `
pα1 ` β1q2

1 ´ α2
1

sσ2.

Para τ “ 1, 2, . . ., usando nuevamente (3.40),

γpτq “ CovpXt, Xt`τ q

“ CovpZt ` pα1 ` β1q

8
ÿ

k“1
αk´1

1 Zt´k,

Zt ` pα1 ` β1q

8
ÿ

k“1
αk´1

1 Zt´kq

“ CovpZt, Zt`τ q
looooooomooooooon

“0

` pα1 ` β1q

8
ÿ

k“1
αk´1

1 CovpZt, Zt`τ´kq

looooooooooooooooooooooomooooooooooooooooooooooon

“pα1`β1q ατ´1
1 σ2

` pα1 ` β1q

8
ÿ

k“1
αk´1

1 CovpZt´k, Zt`τ q

looooooooooooooooooooooomooooooooooooooooooooooon

“0

`pα1 ` β1q2
8
ÿ

k“1

8
ÿ

ℓ“1
αk`ℓ´2

1 CovpZt´k, Zt`τ´ℓq
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En la última expresión se tienen 4 sumandos. El primero y el tercero
son cero, el segundo es pα1 ` β1qατ´1

1 σ2 y es resultado del término
de la suma cuando k “ τ ; finalmente, la covarianza que aparece en el
cuarto sumando es

#

σ2 si ℓ “ τ ` k,

0 en otro caso.

Por lo tanto,

γpτq “ pα1 ` β1qατ´1
1 σ2 ` pα1 ` β1q2

8
ÿ

k“1
ατ`2k´2

1 σ2

“ pα1 ` β1qατ´1
1 σ2 ` pα1 ` β1q2 ατ

1

8
ÿ

k“1
pα2

1qk´1 σ2

“ pα1 ` β1qατ´1
1 σ2 `

pα1 ` β1q2

1 ´ α2
1

ατ
1 σ

2

“ ατ´1
1

p1 ` α1β1qpα1 ` β1q

1 ´ α2
1

σ2.

2. Usando el inciso anterior, para τ “ 1, 2, . . .

ρpτq “
γpτq

γp0q

“ ατ´1
1

p1 ` α1β1qpα1 ` β1q

1 ´ α2
1

σ2 ¨
1 ´ α2

1
p1 ` 2α1β1 ` β2

1qσ2

“ ατ´1
1

p1 ` α1β1qpα1 ` β1q

1 ` 2α1β1 ` β2
1

.

‚

El modelo ARMArP, Qs estacional
Este es un modelo ARMA que permite incorporar un patrón estacional
en la estructura del modelo. La estacionalidad aparece tanto en la parte
de promedios móviles como en la parte autorregresiva, y supondremos
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que la longitud del periodo estacional es el entero s ě 2. Se trata de la
combinación de los procesos MArQs y ARrP s estacionales ya menciona-
dos. El resultado será, nuevamente, un caso particular de un modelo ARMA.

Además de los operadores usuales θpBq de orden q, y ϕpBq de orden p,
asociados a los modelo MApqq y ARppq, respectivamente, conviene recordar
la definición de los siguiente operadores de retrasos estacionales:

ΘpBsq “ 1 ` β1
1B

s ` β1
2B

2s ` ¨ ¨ ¨ ` β1
QB

Qs,

ΦpBsq “ 1 ´ α1
1B

s ´ α1
2B

2s ´ ¨ ¨ ¨ ´ α1
P B

P s,

en donde Q ě 0 y P ě 0 son enteros. Estos operadores son semejantes a
los operadores θpBq y ϕpBq, pero sus retrasos son múltiplos del periodo
estacional s y sus coeficientes se denotan por las mismas letras, pero tienen
un apóstrofe ya que pueden ser distintos a los de los operadores θpBq y ϕpBq.

Definición 3.18 Una serie de tiempo tXt : t P Zu sigue un modelo
estacional ARMA de periodo s, y se denota por ARMApp, qqrP,Qss, si
es de la forma

ΦpBsqϕpBqXt “ ΘpBsqθpBqZt, t P Z. (3.41)

El operador ΦpBsq lleva la parte regresiva ϕpBqXt a los P periodos estacio-
nales previos y el operador ΘpBsq establece la dependencia de Xt respecto
de θpBqZt, θpBqZt´s, . . . , θpBqZt´Qs. Esta es la interpretación que se indicó
antes cuando se mencionaron por separado los modelos MArQs y ARrP s

estacionales. Véanse las páginas 89 y 109.

El modelo ARMApp, qq con media no cero

Finalmente, a continuación se define el proceso ARMApp, qq con media no
necesariamente cero.
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Definición 3.19 Sea µ una constante. Se dice que la serie tXt : t P Zu

sigue un modelo ARMApp, qq con media µ si el proceso centrado tXt ´µ :
t P Zu es un proceso ARMApp, qq, es decir,

Xt ´ µ “ α1 pXt´1 ´ µq ` ¨ ¨ ¨ ` αp pXt´p ´ µq ` Zt

`β1 Zt´1 ` ¨ ¨ ¨ ` βq Zt´q, t P Z. (3.42)

De la ecuación (3.42) se puede ver de inmediato que la serie trasladada
tXt ´ µ : t P Zu sigue el modelo ARMApp, qq. Como una serie que sigue ese
modelo tiene media cero, tenemos que EpXtq “ µ, para cualquier t P Z.

3.4. Modelo ARIMA

Esta sección contiene una breve introducción al modelo ARIMA. Este
tipo de procesos es una generalización del modelo ARMApp, qq. La letra
I añadida se refiere a la palabra en inglés Integrated, e indica que cierta
operación de diferenciación de la serie se ha integrado al modelo.

Una serie de tiempo ARIMA es un modelo que se puede utilizar para
modelar datos que presentan tendencia, y que tal tendencia se puede
eliminar a través de la aplicación del operador diferencia ∇d “ p1 ´ Bqd,
para cierto número entero d ě 0. A continuación se establece la definición.

Definición 3.20 Sean p, d, q ě 0 números enteros. Una serie de tiempo
tXt : t P Zu sigue un modelo ARIMApp, d, qq si la serie tWt : t P Zu que
aparece a continuación es un proceso ARMApp, qq,

Wt “ p1 ´BqdXt, t P Z.

Esto quiere decir que la serie diferenciada Wt “ ∇dXt “ p1 ´ BqdXt se
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puede expresar como

Wt “

p
ÿ

k“1
αk Wt´k ` Zt `

q
ÿ

k“1
βk Zt´k, t P Z,

para ciertas constantes α1, . . . , αp, β1, . . . , βq, en donde tZt : t P Zu es un
proceso de ruido con media 0 y varianza σ2. En el ejercicio 18 se señala que
las tendencias de tipo polinomial en una serie de tiempo se pueden eliminar
mediante la aplicación del operador ∇d “ p1 ´Bqd.

En términos de los operadores de retraso ϕpBq y θpBq definidos antes, te-
nemos la representación ϕpBqWt “ θpBqZt para un proceso ARIMA o, más
explícitamente,

ϕpBqp1 ´BqdXt “ θpBqZt, t P Z. (3.43)
Observemos que el modelo ARIMApp, 0, qq es el modelo ARMApp, qq, pues
p1 ´ Bq0 “ 1. Además, recordemos que diferenciar una serie tXt : t P Zu

significa aplicar el operador diferencia ∇d “ p1 ´ Bqd a cada variable
aleatoria de la serie. Se produce así la nueva serie de tiempo. Por ejemplo,

p1 ´Bq0Xt “ Xt Identidad

p1 ´Bq1Xt “ Xt ´Xt´1 Primera diferencia

p1 ´Bq2Xt “ Xt ´ 2Xt´1 `Xt´2 Segunda diferencia
...

...

Modelo ARIMA sin alguna de sus partes
Cuando un proceso ARIMApp, d, qq no contiene la parte regresiva se le llama
modelo IMApd, qq. Así, tenemos que ϕpBq “ 1, y la representación (3.43)
toma la expresión reducida que aparece a continuación en la ecuación (3.44),
que corresponde a un modelo ARMApd, qq,

p1 ´BqdXt “ θpBqZt, t P Z. (3.44)

Por ejemplo, el modelo IMAp1, qq está dado por la expresión (3.45), el cual
es un modelo ARMAp1, qq,

Xt “ Xt´1 ` θpBqZt, t P Z. (3.45)
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También se pueden considerar modelos ARIMApp, d, qq sin la parte de pro-
medios móviles, es decir, modelos ARIMA en donde θpBq “ 1. En este caso
se obtiene el modelo que aparece en (3.46). No es difícil darse cuenta que
este aparente nuevo modelo es en realidad un proceso ARpp` dq.

ϕpBqp1 ´BqdXt “ Zt, t P Z. (3.46)

Por ejemplo, cuando p “ 1 y d “ 1 se tiene el modelo autorregresivo

Xt ´ p1 ` α1qXt´1 ` α1Xt´2 “ Zt, t P Z. (3.47)

Causalidad, invertibilidad y estacionariedad
del modelo ARIMApp, d, qq

Un proceso ARIMApp, d, qq no es causal cuando d ě 1, pues el polino-
mio asociado al operador ϕpBqp1 ´Bqd es ϕpxqp1 ´ xqd, y la ecuación
ϕpxqp1 ´ xqd “ 0 tiene d raíces sobre el círculo unitario, vea el teore-
ma 3.3. Así, como no se tiene la causalidad, no se puede garantizar la
estacionariedad del proceso ARIMApp, d, qq para d ě 1.

Cuando d “ 0 tenemos la situación del modelo ARMApp, qq, el cual
es causal, y por lo tanto estacionario cuando el operador ϕpBq es
invertible. De esta manera, la diferenciación ∇dXt hace que esta nueva
serie siga el modelo ARMApp, qq, es decir, ahora d “ 0 y la serie
diferenciada puede ser estacionaria cuando ϕpBq sea invertible. De
esta manera el modelo ARIMA se puede utilizar para representar tanto
series estacionarias como series no estacionarias.

A partir de la representación (3.43), es claro que un proceso que sigue
el modelo ARIMApp, d, qq es invertible cuando el operador θpBq es
invertible; esta es la misma situación que se tenía antes para el proceso
ARMApp, qq.

A continuación se muestran algunos ejemplos.

Ejemplo 3.17 El modelo ARIMAp0, 0, 0q es el proceso de ruido tZt : t P

Zu, el cual es estacionario. Ver sus propiedades en la página 10. ‚
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Ejemplo 3.18 El modelo ARIMAp0, 1, 0q es la caminata aleatoria

Xt ´Xt´1 “ Zt, t P Z.

En el ejercicio 27 se pide demostrar que este proceso no es estacionario.
Tal afirmación no es difícil de verificar, ya que se puede comprobar que el
proceso admite la representación Xt “ Z1 ` ¨ ¨ ¨ ` Zt, para t ě 1. A partir
de esta expresión los cálculos son sencillos. Aunque EpXtq “ 0, la función
de autocovarianza γpt, t` τq depende de t, pues

γpt, t` τq “ CovpXt, Xt`τ q

“ Covp

t
ÿ

k“1
Zk,

t`τ
ÿ

k“1
Zkq

“ Covp

t
ÿ

k“1
Zk,

t
ÿ

k“1
Zkq

“ t σ2.

Se concluye que la caminata aleatoria no es una serie de tiempo estacio-
naria. Por otro lado, el proceso también se puede escribir como ϕpBqp1 ´

BqXt “ θpBqZt, en donde los operadores de retraso son los operadores iden-
tidad, es decir, en este caso, ϕpBq “ 1 y θpBq “ 1. Es inmediato ver que el
proceso diferenciado es el proceso de ruido Wt “ Zt, t ě 1, el cual eviden-
temente es estacionario. Ver sus propiedades en la página 10. ‚

Ejemplo 3.19 El modelo ARIMAp1, 1, 0q es

p1 ´ α1Bqp1 ´BqXt “ Zt, t P Z.

Este proceso no es estacionario, pero el proceso diferenciado una vez, Wt “

Xt ´ Xt´1 “ p1BqXt es estacionario cuando ´1 ă α1 ă 1. Para el proceso
diferenciado tenemos la representación usual

Wt “ Xt ´Xt´1

“ p1 ´BqXt

“ p1 ´ α1Bq´1Zt

“ p1 ` α1B ` α2
1B

2 ` ¨ ¨ ¨ qZt

“

8
ÿ

k“0
αk

1 Zt´k.
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Alternativamente, se puede escribir

Xt “ Xt´1 `Wt

“ Xt´2 `Wt´1 `Wt

“ Xt´3 `Wt´2 `Wt´1 `Wt

...

“ X0 `

t
ÿ

k“1
Wk.

‚

Ejemplo 3.20 Considere la caminata aleatoria Xt “ α0 ` α1t ` Zt. Esta
serie no es estacionaria pues su media es α0 ` α1t, lo cual depende del
tiempo. La primera diferencia de la serie es

W
p1q

t “ p1 ´BqXt

“ pα0 ` α1t` Ztq ´ pα0 ` α1pt´ 1q ` Zt´1q

“ α1 ` Zt ` Zt´1,

la cual es ahora estacionaria. Este no es un modelo ARIMA debido a la
constante α1. La segunda diferencia es

W
p2q

t “ p1 ´Bq2Xt

“ pα1 ` Zt ` Zt´1q ´ pα1 ` Zt´1 ` Zt´2q

“ Zt ´ Zt´2,

Tenemos ahora un modelo ARIMAp0, 2, 2q. ‚

Por definición, el modelo ARIMApp, d, qq es tal que el proceso asociado
Wt “ p1 ´ BqdXt sigue un modelo ARMApp, qq, y por lo tanto, EpWtq “ 0
para cualquier t P Z. Una extensión del modelo ARIMA consiste en solicitar
que tWt´µ : t P Zu siga el modelo ARMA para algún valor µ. Esta condición
hace que EpWtq “ µ.
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El modelo ARIMArP, D, Qs estacional

Este es un modelo que sugiere una manera de incorporar un patrón
estacional en la estructura del modelo ARIMA. Como antes, supondremos
que la longitud del periodo estacional es el entero s ě 2. Se trata de una
extensión del caso ARIMApp, d, qq y recibe el nombre de SARIMA por el
término en inglés Seasonal ARIMA.

La definición de este modelo se realiza de la misma manera en que se hi-
zo para definir el modelo ARMA estacional en la página 122. Recordemos
nuevamente que los operadores no estacionales son:

θpBq “ 1 ` β1B ` ¨ ¨ ¨ ` βq B
q,

ϕpBq “ 1 ´ α1B ´ α2B
2 ´ ¨ ¨ ¨ ´ αpB

p.

Estos son los operadores que definen la parte de promedios móviles de or-
den q y la parte regresiva de orden p, respectivamente. Por otro lado, los
operadores estacionales son:

ΘpBsq “ 1 ` β1
1B

s ` β1
2B

2s ` ¨ ¨ ¨ ` β1
QB

Qs,

ΦpBsq “ 1 ´ α1
1B

s ´ α1
2B

2s ´ ¨ ¨ ¨ ´ α1
P B

P s.

Estos operadores se encargan de establecer la dependencia de los promedios
móviles en Q periodos estacionales previos, y la dependencia de la par-
te regresiva en los P periodos estacionales previos, respectivamente. Estos
operadores se aplican de manera multiplicativa:

ΘpBsqθpBq y ΦpBsqϕpBq.

Como estos operadores conmutan, el producto se puede escribir en el otro
orden sin cambio en el resultado.

Además, tenemos el operador diferencia no estacional p1´Bqd y el operador
diferencia estacional p1 ´ BsqD, en donde d ě 0 y D ě 0 son dos números
enteros. Con estos elementos es posible ahora establecer una definición del
modelo SARIMA.
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Definición 3.21 Sean d ě 0 y D ě 0 dos números enteros. Una serie
de tiempo tXt : t P Zu sigue un modelo estacional ARIMA de periodo
s ě 2, y se denota por ARIMApp, d, qqrP,D,Qss, si la serie tWt : t P Zu

dada por
Wt “ p1 ´BsqDp1 ´BqdXt, t P Z.

sigue un modelo ARMA de la forma

ΦpBsqϕpBqWt “ ΘpBsqθpBqZt, t P Z. (3.48)

Observe que el proceso integrado tWt : t P Zu se puede escribir como

Wt “ p∇sqD∇dXt, t P Z,

en donde los dos operadores diferencia indicados conmutan y su multiplica-
ción se puede escribir en cualquier orden. No es difícil darse cuenta que la
multiplicación de todos los operadores involucrados en la definición del mo-
delo SARIMA produce un modelo ARMA de ciertos parámetros y que, por
lo tanto, todos los resultados que se aplican al modelo ARMA se heredan
al modelo SARIMA.

Ejemplo 3.21 El modelo ARIMApp, d, qqr0, 0, 0ss es simplemente el modelo
ARIMApp, d, qq. ‚

Ejemplo 3.22 El modelo ARIMAp0, 0, 0qr0, 0, Qss es el modelo de prome-
dios móviles estacional MArQs especificado en la definición 3.6 de la pági-
na 89. Explícitamente,

Xt “ Zt ` β1
1 Zt´s ` β1

2 Zt´2s ` ¨ ¨ ¨ ` β1
Q Zt´Qs, t P Z.

‚

Ejemplo 3.23 El modelo ARIMAp0, 0, 0qrP, 0, 0ss es el modelo autorregre-
sivo estacional ARrP s especificado en la definición 3.12 de la página 109.
Explícitamente,

Xt “ α1
1Xt´s ` α1

2Xt´2s ` ¨ ¨ ¨ ` α1
P Xt´P s ` Zt, t P Z.

‚
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Ejemplo 3.24 Sea tXt : t P Zu una serie de tiempo que sigue el modelo
estacional ARIMAp1, 0, 0qr1, 0, 1ss, es decir, pp, d, qq “ p1, 0, 0q y rP,D,Qs “

r1, 0, 1s. Como d “ 0 y D “ 0, la serie se puede escribir como

ΦpBsqϕpBqXt “ ΘpBsqθpBqZt, t P Z.

Como p “ 1 y q “ 0,

ΦpBsqp1 ´ α1BqXt “ ΘpBsqZt, t P Z.

Como P “ 1 y Q “ 1,

p1 ´ α1
1B

sqpXt ´ α1Xt´1q “ p1 ` β1
1B

sqZt, t P Z.

Es decir, el modelo indicado se puede escribir de manera explícita como apa-
rece en la ecuación siguiente. En esta expresión se señalan los componentes
de la serie,

pXt ´ α1Xt´1q
loooooooomoooooooon

Autorregresión
no estacional

´α1
1 pXt´s ´ α1Xt´s´1q

looooooooooomooooooooooon

Autorregresión
estacional

“ Zt ` β1
1Zt´s

loooooomoooooon

Promedio móvil
estacional

, t P Z.

‚

3.5. Resumen sobre causalidad e invertibilidad
La Tabla 3.3 muestra un resumen de los conceptos de causalidad e inverti-
bilidad para los modelos MApqq, ARppq y ARMApp, qq. Recordemos que de
estos tres modelos, el más general es ARMApp, qq, el cual se puede escribir
como

ϕpBqXt “ θpBqZt, t P Z,

en donde el operador de promedios móviles es

θpBq “

q
ÿ

k“0
βk B

k “ β0 ` β1B ` ¨ ¨ ¨ ` βq B
q,

con β0 “ 1. El proceso es invertible cuando θpBq es invertible, y esto ocurre
si, y sólo si, todas las raíces del polinomio θpxq quedan fuera del círculo
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unitario, es decir, si tienen norma mayor a 1. Por otro lado, el operador
autorregresivo es

ϕpBq “ 1 ´

p
ÿ

k“1
αk B

k “ 1 ´ α1B ´ ¨ ¨ ¨ ´ αpB
p.

El proceso es causal cuando ϕpBq es invertible, lo cual ocurre si, y sólo si,
todas las raíces del polinomio ϕpxq quedan fuera del círculo unitario, es
decir, si tienen norma mayor a 1. La causalidad garantiza que el proceso
sea estacionario. Las constantes π0, π1, . . . que aparecen en las sumas
infinitas de la tabla son distintas para cada modelo. Como hemos visto,
estas representaciones de los modelos son útiles para encontrar algunas de
sus propiedades matemáticas.

CAUSALIDAD INVERTIBILIDAD
ϕpBq invertible θpBq invertible

Modelo Xt en términos de tZtu Zt en términos de tXtu

(Implica estacionariedad)

MApqq: ✓ Zt “ pθpBqq´1 Xt

Xt “ θpBqZt Xt “ θpBqZt “

8
ÿ

k“0
πk Xt´k

ARppq: Xt “ pϕpBqq´1 Zt ✓

ϕpBqXt “ Zt “

8
ÿ

k“0
πk Zt´k ϕpBqXt “ Zt

ARMApp, qq: Xt “ pϕpBqq´1 θpBqZt Zt “ pθpBqq´1 ϕpBqXt

ϕpBqXt “ θpBqZt “

8
ÿ

k“0
πk Zt´k “

8
ÿ

k“0
πk Xt´k

Tabla 3.3: Resumen de los conceptos de causalidad e invertibilidad.
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3.6. Función de autocorrelación parcial (PACF)
La función de autocorrelación parcial se obtiene al aplicar regresiones
lineales a un modelo autorregresivo que tendrá un número de parámetros
igual al argumento de la función. A continuación se presenta la definición
formal.

Definición 3.22 Supongamos que µ, ϕk1, . . . , ϕkk son parámetros desco-
nocidos. El coeficiente de autocorrelación parcial en el rezago k ą 0,
denotado por ϕk, se define como el parámetro ϕkk en la regresión lineal

Xt “ µ` ϕk1Xt´1 ` ϕk2Xt´2 ` ¨ ¨ ¨ ` ϕkkXt´k ` ϵt, (3.49)

en donde tϵtu es una variable aleatoria independiente de Xt´i para todo
i ě 1. La función de autocorrelación parcial (PACF) muestral se define
como la relación k ÞÑ pϕk, para k “ 1, 2, . . .

El coeficiente de autocorrelación parcial en el rezago k, ϕk, mide la correla-
ción entre Xt y Xt`k después de eliminar los efectos de Xt`1, . . . , Xt`k´1.
En otras palabras, ϕk mide la correlación simple entre Xt y Xt´k después
de extraer la influencia de los rezagos intermedios, Xt´1, . . . , Xt´pk´1q de la
variable.

Por lo anterior, una forma de estimar los valores pϕk, es utilizar el método
de mínimos cuadrados en la regresión dada por (3.49) de Xt respecto a los
rezagos Xt´1, . . . , Xt´k y un término constante.

Así, para estimar ϕ1 debemos estimar la regresión

Xt “ ϕ11Xt´1 ` ϵt,

entonces pϕ1 :“ pϕ11. Para estimar ϕ2 debemos estimar la regresión

Xt “ ϕ21Xt´1 ` ϕ22Xt´2 ` ϵt,

en este caso, pϕ2 :“ pϕ22. Para estimar ϕ3 debemos estimar la regresión

Xt “ ϕ31Xt´1 ` ϕ32Xt´2 ` ϕ33Xt´3 ` ϵt,
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por lo tanto, pϕ3 :“ pϕ33, y así sucesivamente. Siempre se estima la regresión
lineal múltiple a pesar de que nos interesa conocer únicamente la esti-
mación del último coeficiente. Por lo anterior, comúnmente el cálculo de
estos valores se realiza con la ayuda de un programa de cómputo estadístico.

La serie de coeficientes pϕ1, pϕ2, . . . , pϕk estimados con las observaciones
de la serie de tiempo conforman la función de autocorrelación parcial
muestral de orden k, PACF muestral. Bajo ciertas condiciones, pϕk se
distribuye asintóticamente como una variable aleatoria Np0, 1{nq. Queda
como ejercicio para el lector investigar tales condiciones.

3.7. Selección, ajuste y evaluación de modelos

Sea x1, x2, . . . , xn una serie de tiempo observada. Habiendo revisado
algunos modelos matemáticos de series de tiempo, el problema natural que
se plantea es el de encontrar un modelo tXt : t P Zu que represente de mejor
manera los datos obtenidos. Este es un problema difícil que, en general, no
tiene una repuesta única. La posible respuesta que se puede dar depende de
varios factores como, por ejemplo, la definición de lo que se entienda por una
mejor representación de los datos, del número de observaciones disponibles,
de las propiedades estadísticas de las observaciones, de las hipótesis inheren-
tes del modelo a ajustar, y depende también del uso que se hará del modelo.

Más aún, el proceso de selección y ajuste de modelos puede ser dinámico
cuando se considera que nuevas observaciones pueden ser agregadas al con-
junto de datos. Esto sucede con mucha frecuencia y la nueva información
puede modificar las condiciones bajo las cuales se tomaron las decisiones
anteriores. En general, se pueden distinguirse 3 etapas en el proceso de ade-
cuación de un modelo para un conjunto de datos observados, las cuales se
revisan brevemente a continuación.

Selección del modelo

En esta etapa se debe especificar el modelo matemático a utilizar. Selec-
cionar un modelo que represente adecuadamente un conjunto de datos
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observados no es una tarea fácil, especialmente si se considera que el
conjunto de modelos disponibles es grande, en donde algunos de ellos tienen
características similares. En la práctica, es de mucha ayuda comenzar
haciendo una inspección visual del gráfico de la serie, así como de los
correlogramas ACF y PACF. En general, se busca que las características de
la serie observada sean similares a las características del modelo matemático.

Estimación de los parámetros del modelo

Esta etapa no es tan complicada, se le llama también ajuste del modelo.
Consiste en estimar los parámetros que aparecen en las expresiones del mo-
delo seleccionado. Por ejemplo, si se desea ajustar un modelo ARp1q dado
por

Xt “ α1Xt´1 ` Zt, t P Z,

el problema es estimar el parámetro desconocido α1, pero también la
varianza σ2 del proceso de ruido tZt : t P Zu. Por supuesto, el problema
se puede complicar si se decide ajustar un modelo en el que aparece una
gran cantidad de parámetros. Más adelante se muestran algunos ejemplos
de estimaciones puntuales de estos parámetros.

Verificación del modelo

Esta etapa es una continuación de la primera. Aquí se analiza si la serie
observada cumple las hipótesis inherentes al modelo seleccionado. Por
ejemplo, si el modelo contempla un proceso de ruido tZt : t P Zu, se puede
verificar si efectivamente, el proceso de residuos cumple propiedades como
las siguientes: tener media cero, tener varianza constante, presentar la
propiedad de independencia entre las variables, o tener distribución normal
cuando tal hipótesis es adoptada. En general, todos los modelos presentan
deficiencias en su verificación pues difícilmente los datos observados siguen
el comportamiento teórico de uno de los modelos. El objetivo es obtener el
mejor modelo dentro de un programa flexible de selección.
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3.8. Estimación de parámetros
En esta sección utilizaremos el método de mínimos cuadrados para estimar
los parámetros de los modelos MA, AR y ARMA, cuando la situación lo
permite. Con mucha frecuencia es necesario aplicar algún método numérico
para realizar estas estimaciones.

Estimación de parámetros para un modelo ARppq

Sean x1, . . . , xn observaciones de una serie de tiempo tXt : t P Zu para
la cual se ha considerado adecuado ajustar un modelo ARppq de media µ.
Consideraremos principalmente el caso p “ 1. El modelo ARp1q de media µ
se define como

Xt ´ µ “ α1pXt´1 ´ µq ` Zt, t P Z,

en donde los parámetros µ y α1 son desconocidos. Supondremos que ´1 ă

α1 ă 1 y definiremos a continuación las medias muestrales de las primeras
y las últimas n´ 1 observaciones:

x̄p1q :“ 1
n´ 1

n´1
ÿ

i“1
xi,

x̄p2q :“ 1
n´ 1

n
ÿ

i“2
xi.

Estos promedios parciales aparecen en el siguiente resultado.

Proposición 3.12 Los estimadores por mínimos cuadrados para los pa-
rámetros µ y α1 en un modelo ARp1q de media µ están dados por

pµ “
x̄p2q ´ pα1x̄p1q

1 ´ pα1
, (3.50)

pα1 “

n´1
ÿ

i“1
pxi ´ pµqpxi`1 ´ pµq

n´1
ÿ

i“1
pxi ´ pµq2

. (3.51)
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Demostración. La función a minimizar es la suma de los residuos al
cuadrado, es decir,

S “

n
ÿ

i“2
z2

i “

n
ÿ

i“2
rxi ´ µ´ α1pxi´1 ´ µqs2.

Derivando respecto de µ y de α1 e igualando a cero, se obtienen las ecua-
ciones

BS

Bµ
“ 2

n
ÿ

i“2
rxi ´ µ´ α1pxi´1 ´ µqsp´1 ` α1q,

BS

Bα1
“ 2

n
ÿ

i“2
rxi ´ µ´ α1pxi´1 ´ µqsp´pxi´1 ´ µqq.

Distribuyendo las sumas y simplificando se encuentran las ecuaciones

rpn´ 1qx̄p2q ´ p1 ´ α1qpn´ 1qµ´ α1pn´ 1qx̄p1qsp1 ´ α1q “ 0,

´

n
ÿ

i“2
pxi ´ µqpxi´1 ´ µq ` α1

n
ÿ

i“2
pxi´1 ´ µq2 “ 0.

De la primera ecuación se obtiene la expresión para el estimador pµ y de la
segunda ecuación se obtiene la fórmula buscada para pα1. ‚

En la sección de ejercicios se pide demostrar que los estimadores por má-
xima verosimilitud para α1 y µ coinciden con los estimadores por mínimos
cuadrados (3.50) y (3.51) encontrados en el caso en que Zt „ Np0, σ2q. Es
decir, que en este caso, los dos métodos de estimación producen los mismos
resultados.

En general, es posible llevar a cabo un análisis similar de estimación para
un modelo ARppq de media µ, en cuyo caso se tendrían los siguientes p` 1
parámetros a estimar: µ, α1, . . . , αp.

Regresando al caso p “ 1, observe que las fórmulas para pµ y pα1 no son ex-
plícitas. Estos valores son una solución de las dos ecuaciones (3.50) y (3.51).
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Sin embargo, existen las siguientes aproximaciones que resultan interesan-
tes y que simplifican el cálculo de la solución: como x̄p1q « x̄p2q « x̄, las
expresiones (3.50) y (3.51) se pueden escribir de manera aproximada en la
forma siguiente:

pµ “ x̄,

pα1 “

n´1
ÿ

i“1
pxi ´ x̄qpxi`1 ´ x̄q

n´1
ÿ

i“1
pxi ´ x̄q2

.

Más aún, el denominador de pα1 puede ser aproximado por
řn

i“1pxi ´x̄q2, en-
contrando así, como valor aproximado, el coeficiente de correlación muestral
con desfase τ “ 1, esto es,

pα1 «
covxp1q

covxp0q
“ rp1q.

Llegamos así al siguiente resultado.

Proposición 3.13 Sean x1, . . . , xn observaciones de una serie de tiempo
tXt : t P Zu que sigue el modelo ARp1q de media µ. Una aproximación
para la estimación de los parámetros α1 y µ es

pµ « x̄,

pα1 « rp1q.

Anteriormente se encontró que, para un modelo ARp1q, ρp1q “ α1. Por otro
lado, rp1q es una aproximación para ρp1q. Así, el estimador encontrado tiene
sentido pues pα1 « rp1q « ρp1q “ α1.

Estimación de parámetros para un modelo MApqq

Sean x1, . . . , xn observaciones de una serie de tiempo tXt : t P Zu para
la cual se ha considerado adecuado ajustar un modelo MApqq de media µ.
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Consideraremos principalmente el caso q “ 1. Este modelo está definido por
la identidad

Xt ´ µ “ Zt ` β1Zt´1, t P Z,

en donde µ y β1 son parámetros desconocidos. Se buscan valores para µ y
β1 que minimicen la función suma de los residuos al cuadrado, es decir, que
minimicen la función

S “

n
ÿ

i“1
z2

i “

n
ÿ

i“1
pxi ´ µ´ β1zi´1q2.

La situación es ahora diferente, pues debido a las características del modelo,
esta función no queda expresada únicamente en términos de las observacio-
nes x1, . . . , xn y los parámetros µ y β1. Aparecen también los valores zi del
proceso de ruido. Una posible forma numérica de resolver este problema de
estimación es por inspección evaluando la función S para distintos valores
de µ y β1. El procedimiento es el siguiente:

Sean µ y β1 valores factibles y seleccionados.

Suponga z0 “ 1. Se calcula la sucesión de valores z1, . . . , zn usando la
expresión

zi “ xi ´ µ´ β1zi´1, para i “ 1, 2, . . . , n.

Ahora se puede calcular el valor de S “
řn

i“1 z
2
i asociado al par pµ, β1q

previamente seleccionado.

Sobre la región acotada de posibles valores para pµ, β1q se puede crear
una malla con los puntos a evaluar. Véase la figura 3.5. Se escoge el punto
ppµ, pβ1q que produzca la evaluación más pequeña.
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β1

µ0
Figura 3.5: Malla de valores para µ y β1.

Este procedimiento numérico se puede aplicar también para cualquier orden
del modelo MApqq. Por ejemplo, para q “ 2 tenemos el modelo

Xt ´ µ “ Zt ` β1Zt´1 ` β2Zt´2, t P Z.

Dados valores particulares de µ, β1 y β2, a partir de z0 “ z1 “ 0 se generan
los valores

zi “ xi ´ µ´ β1zi´1 ´ β2zi´2, para i “ 2, . . . , n,

y con ellos se calcula el valor de la función S “
řn

i“1 z
2
i . Sobre alguna

región acotada para los valores de µ, β1 y β2 se coloca una malla, y para
cada terna pµ, β1, β2q se calcula S. La terna pµ̂, β̂1, β̂2q que produzca el valor
más pequeño para S es la estimación que se busca.

Estimación de parámetros para un modelo
ARMApp, qq

Sean x1, . . . , xn observaciones de una serie de tiempo tXt : t P Zu para la
cual se ha considerado adecuado ajustar un modelo ARMApp, qq de media
desconocida µ pero donde los parámetros p y q se han seleccionado con
anterioridad. En esta sección sólo mencionaremos que el algoritmo numérico
de exploración mencionado antes para la estimación de los parámetros puede
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aplicarse también para este método. Por ejemplo, un modelo ARMAp1, 1q

de media µ es de la forma

Xt ´ µ “ α1pXt´1 ´ µq ` Zt ` β1Zt´1, t P Z.

Se toman ciertos valores de prueba para µ, α1 y β1, y se calculan los residuos
de manera recursiva usando la siguiente fórmula

zi “ pxi ´ µq ´ α1pxi´1 ´ µq ´ β1zi´1, i “ 1, 2, . . . , n,

en donde x1, x2, . . . , xn son los valores observados de la serie y z0 :“ 0. De
esta manera se puede calcular el valor

S “

n
ÿ

i“1
z2

i “

n
ÿ

i“1
pxi ´ µ´ α1pxi´1 ´ µq ´ β1zi´1q2.

Este procedimiento se repite para cualquier otro conjunto de valores posi-
bles para µ, α1, β1, y por inspección se obtienen valores aproximados para
pµ, pα1, pβ1 que minimizan el error cuadrático medio. El mismo procedimiento
numérico se puede aplicar para el modelo general ARMApp, qq, en donde
el uso de una computadora es necesario. Finalmente, mencionamos que si
se supone una distribución para Zt, por ejemplo Np0, σ2q, los parámetros
se pueden estimar también por máxima verosimilitud. Es importante seña-
lar que la optimización requiere normalmente de métodos numéricos para
encontrar estimaciones aproximadas. Lo anterior se debe a que el proble-
ma de optimización puede derivar en la necesidad de resolver algún sistema
de ecuaciones no lineal cuya solución analítica puede ser difícil de obtener.
Afortunadamente, en la mayoría del software estadístico, así como en varios
lenguajes de programación existen librerías o paquetes con funciones espe-
ciales para realizar las estimaciones de los parámetro, e internamente usan
algoritmos numéricos, tanto para realizar estimaciones por mínimos cuadra-
dos como por el método de máxima verosimilitud. En el capítulo siguiente,
se expone en forma breve este último método de estimación.

3.9. Ejercicios
Modelo MA

53. Determine el orden q de los siguientes procesos MApqq y diga si son
invertibles:
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a) Xt “ Zt.
b) Xt “ Zt ´ 5Zt´1.
c) Xt “ Zt ´ Zt´1 ` Zt´2.

d) Xt “ Zt ` 2Zt´4.
e) Xt “ Zt ´ 7Zt´2.
f ) Xt “ Zt ` Zt´20.

54. Considere la serie de tiempo tXt : t P Zu dada por

Xt “ pZt ` Zt´1q{2, t P Z,

en donde tZt : t P Zu es el proceso de ruido blanco WNp0, σ2q con
σ2 “ 1. Demuestre directamente que:

a) EpXtq “ 0.
b) VarpXtq “ 1{2.
c) γp0q “ 1{2.
d) γp1q “ 1{4.

e) γpτq “ 0, τ ě 2.
f ) ρp0q “ 1.
g) ρp1q “ 1{2.
h) ρpτq “ 0, τ ě 2.

55. Considere el modelo MAp1q dado por

Xt “ β0Zt ` β1Zt´1, t P Z,

en donde β0 “ 1 y β1 ‰ 1. Demuestre directamente que:

a) EpXtq “ 0.
b) VarpXtq “ σ2pβ2

0 ` β2
1q.

c) γp0q “ σ2pβ2
0 ` β2

1q.
d) γp1q “ σ2β0β1.
e) γpτq “ 0, τ ě 2.

f ) ρp0q “ 1.
g) ρp1q “ β0β1{pβ2

0 ` β2
1q.

h) ´1 ď ρp1q ď 1.
i) ρpτq “ 0, τ ě 2.

56. Demuestre que la expresión encontrada para la función de autocorre-
lación del proceso MApqq en la proposición 3.2 es tal que

´1 ď ρpτq ď 1.

57. Convergencia en media cuadrática.
Sea tXt : t P Zu una serie de tiempo que sigue el modelo de pro-
medios móviles de orden infinito definido en (3.2). Demuestre que tal
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suma infinita de variables aleatorias es convergente en media cuadrá-
tica cuando

8
ÿ

k“0
β2

k ă 8.

58. Comportamiento monótono.
Considere el modelo MApqq en donde los coeficientes β1, . . . , βq son
positivos. Demuestre que las funciones de autocovarianza γpτq y de
autocorrelación ρpτq son decrecientes para τ ě 0.

59. Considere el modelo MAp1q especificado abajo, en donde β0 “ 1. De-
muestre que si Zt „ Np0, σ2q, entonces Xt „ Np0, σ2 pβ2

0 ` β2
1qq.

Xt “ β0 Zt ` β1 Zt´1, t P Z.

60. Experimentos en computadora.
Considere el modelo MApqq en donde el proceso aleatorio puro tZt :
t P Zu es tal que P pZt “ 1q “ P pZt “ ´1q “ 1{2. Con ayuda de una
computadora obtenga una trayectoria del modelo especificado abajo.
Muestre, además, el correlograma correspondiente.

a) Xt “ Zt ` 4Zt´6, t ě 0.
b) Xt “ Zt ` Zt´1 ` Zt´2 ` Zt´3, t ě 0.
c) Xt “ Zt ` 10Zt´20, t ě 0.

61. Sea tXt : t P Zu la serie de tiempo especificada abajo. Observe que los
coeficientes son todos iguales y que suman 1.

Xt “
1

q ` 1 Zt `
1

q ` 1 Zt´1 ` ¨ ¨ ¨ `
1

q ` 1 Zt´q, t P Z.

a) Demuestre que la función de autocorrelación es

ρpτq “

$

&

%

q ` 1 ´ τ

q ` 1 si τ “ 0, 1, . . . , q,

0 si τ ě q ` 1.

b) Grafique y describa con palabras el comportamiento del correlo-
grama para esta serie de tiempo.
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62. Para el proceso MAp1q indicado abajo, se señaló que ρpτq “

β0 β1{pβ2
0 ` β2

1q, para τ “ ˘1, con β0 “ 1. Demuestre que esta
cantidad es, efectivamente, menor o igual a 1 en valor absoluto.

Xt “ β0Zt ` β1Zt´1, t P Z.

63. Determine si el proceso MAp2q especificado abajo es invertible.

Xt “ Zt ` Zt´1 ` Zt´2, t P Z.

64. Considere el proceso MAp2q especificado abajo. Encuentre condiciones
sobre los coeficientes β1 y β2 para que el proceso sea invertible.

Xt “ Zt ` β1Zt´1 ` β2Zt´2, t P Z.

65. Sea q ě 1 un entero. Determine los valores de la constante βq ‰ 0
para que el siguiente proceso MApqq sea invertible. Obtenga, además,
la función de autocorrelación y el correlograma.

Xt “ Zt ` βq Zt´q, t P Z.

66. Sea tXt : t P Zu la serie de tiempo dada por

Xt “
1
2Zt `

1
2Zt´1, t P Z.

a) Compruebe que el proceso es estacionario.
b) Encuentre la función de autocovarianza γpτq, τ ě 0.
c) Encuentre y grafique la función de autocorrelación ρpτq, τ ě 0.

67. Dos series MAp1q distintas con la misma función de autocorrelación.
Sea β ‰ 0 una constante y considere las dos series de promedios móvi-
les que aparecen abajo. Demuestre que las dos series tienen la misma
función de autocorrelación. Compruebe que si una de ellas es inverti-
ble, la otra no lo es.

Xt “ Zt ` β Zt´1, t P Z,

Xt “ Zt `
1
β
Zt´1, t P Z.
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68. Otro ejemplo de dos series de tiempo distintas con la misma función
de autocorrelación.
Considere las dos series de tiempo especificadas abajo. Observe que un
modelo tiene los coeficientes intercambiados respecto del otro modelo.
Demuestre que las dos series tienen la misma función de autocorrela-
ción. Compruebe que si una de ellas es invertible, la otra no lo es.

Xt “ β0 Zt ` β1 Zt´1, t P Z,

Xt “ β1 Zt ` β0 Zt´1, t P Z.

69. Unicidad del modelo MAp1q dada su función de autocorrelación bajo
la hipótesis de invertibilidad.
Considere los siguientes dos procesos MAp1q invertibles:

Xt “ Zt ` β1 Zt´1, t P Z,

Yt “ Zt ` β1
1 Zt´1, t P Z,

con operadores asociados θpBq y θ1pBq, y funciones de autocorrelación
ρpτq y ρ1pτq, respectivamente. Demuestre que:

a) ρpτq “ ρ1pτq ô β1 “ β1
1.

b) θpBq pθ1pBqq´1 “ 1.
c) θ1pBq pθpBqq´1 “ 1.

Concluya que las dos series son la misma (β1 “ β1
1), o bien una es el

negativo de la otra (β1 “ ´β1
1). Cuando el proceso tZt : t P Zu es el

ruido blanco WNp0, σ2q, el cambio de signo de Zt es irrelevante y la
unicidad se cumple en el sentido de la igualdad en distribución, esto
es, las variables Xt y Yt tienen la misma distribución normal.

70. Propiedades del modelo lineal generalizado.
Sea tXt : t P Zu una serie que sigue el modelo lineal generalizado (3.2)
bajo la condición (3.3). Demuestre que:

a) EpXtq “ 0.

b) VarpXtq “ σ2
8
ÿ

k“0
β2

k.
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c) γpτq “ Cov pXt, Xt`τ q “ σ2
8
ÿ

k“0
βk βk`τ , para τ “ 0, 1, . . .

d) tXt : t P Zu es estacionario.

e) ρpτq “ CorrpXt, Xt`τ q “

8
ÿ

k“0
βk βk`τ {

8
ÿ

k“0
β2

k, para τ “ 0, 1, . . .

71. Modelo MAp8q de media µ.
Sea tXt : t P Zu una serie que sigue el modelo lineal generalizado (3.2)
bajo la condición (3.3). Sea µ una constante y defina la serie Yt “

Xt ´ µ, para t P Z. Es evidente que EpYtq “ µ. Compruebe que
las propiedades pbq, pcq, pdq y peq del ejercicio anterior permanecen sin
cambio, es decir, el proceso es también estacionario y la varianza,
covarianza y correlación son las mismas.

72. Sea tXt : t P Zu una serie que sigue el modelo lineal generalizado (3.2)
bajo la condición (3.3), en donde los coeficientes son tales que βk “ αk

para k “ 0, 1, . . ., en donde α ‰ 0 satisface ´1 ă α ă 1. Demuestre
que:

a) EpXtq “ 0.

b) VarpXtq “
σ2

1 ´ α2 .

c) γpτq “ Cov pXt, Xt`τ q “ σ2 ατ

1 ´ α2 , para τ “ 0, 1, . . .

d) tXt : t P Zu es estacionario.
e) ρpτq “ CorrpXt, Xt`τ q “ ατ , para τ “ 0, 1, . . .

Modelo AR

73. Determine el orden p de los siguientes procesos ARppq y verifique si
son causales:

a) Xt “ 2Xt´1 ` Zt, t P Z.
b) Xt “ Xt´1 `Xt´2 ` Zt, t P Z.
c) Xt “ Xt´1 ´Xt´3 ` Zt, t P Z.
d) Xt “ ´Xt´1 `Xt´2 ` p1{2qXt´3 ` Zt, t P Z.
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74. Sea tXt : t P Zu el proceso ARp2q dado por

Xt “ Xt´1 ´
1
2Xt´2 ` Zt, t P Z.

a) Determine si el proceso es causal.
b) Compruebe que el proceso es estacionario.
c) Plantee y resuelva las ecuaciones de Yule-Walker para ρp1q y ρp2q.
d) Encuentre γp0q y γp1q.

75. Considere el proceso ARp1q dado por (3.15) en donde ´1 ă α1 ă

1. El operador de retraso asociado es ϕpBq “ 1 ´ α1B. Compruebe
directamente que la expansión pϕpBqq´1 “ 1 ` α1B ` α2

1B
2 ` ¨ ¨ ¨

satisface las identidades

pϕpBqq´1 ¨ ϕpBq “ ϕpBq ¨ pϕpBqq´1 “ 1.

76. Sea tXt : t P Zu un proceso ARp1q que es estacionario. A partir de
las ecuaciones de Yule-Walker demuestre las fórmulas que aparecen
abajo. Estas expresiones ya se habían encontrado de manera directa.

a) ρpτq “ α
|τ |

1 , τ P Z.

b) γpτq “
σ2

1 ´ α2
1
α

|τ |

1 , τ P Z.

77. Sea tXt : t P Zu un proceso ARp2q que es estacionario. A partir de las
ecuaciones de Yule-Walker demuestre que:

a) ρpτq “

$

&

%

1 si τ “ 0,
α1{p1 ´ α2q si τ “ 1,
α1ρpτ ´ 1q ` α2ρpτ ´ 2q si τ ě 2.

b) γpτq “
p1 ´ α2qσ2

rp1 ´ α2q2 ´ α2
1sp1 ` α2q

¨ ρpτq para τ P Z.

78. Determine si el proceso tXt : t P Zu que sigue el modelo ARp2q espe-
cificado abajo es estacionario.

Xt “
1
3Xt´1 `

2
9Xt´2 ` Zt, t P Z.
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79. Condición equivalente para la causalidad de un modelo AR.
Sea ϕpBq “ 1´α1B´α2B

2 ´¨ ¨ ¨´αpB
p el operador de retraso de un

proceso ARppq. Este operador es invertible cuando se cumple alguna
de las siguientes dos condiciones. Demuestre que las dos afirmaciones
son equivalentes:

a) Toda raíz z P C del polinomio ϕpxq “ 1´α1x´α2x
2´¨ ¨ ¨´αpx

p es
tal que |z| ą 1, es decir, z se encuentra fuera del círculo unitario.

b) Toda raíz z P C del polinomio ϕ0pxq “ xp ´ α1x
p´1 ´ α2x

p´2 ´

¨ ¨ ¨ ´ αp es tal que |z| ď 1, es decir, z se encuentra dentro del
círculo unitario.

80. Función de autocorrelación para un proceso ARp2q.
Considere el modelo general ARp2q dado por

Xt “ α1Xt´1 ` α2Xt´2 ` Zt, t P Z.

con α2 ‰ 0. Recordemos que la función de autocorrelación ρpτq está
dada por las ecuaciones de Yule-Walker

ρpτq “

#

1 si τ “ 0,
α1 ρpτ ´ 1q ` α2 ρpτ ´ 2q si τ “ 1, 2, . . .

a) Substituyendo directamente, compruebe que la solución a las
ecuaciones de Yule-Walker tiene la forma

ρpτq “ a1r
τ
1 ` a2r

τ
2 ,

en donde a1 y a2 son ciertas constantes, y r1 y r2 son las raíces
(reales o complejas) de la ecuación característica r2´α1r´α2 “ 0
y son tales que ´1 ă |r1| ă 1 y ´1 ă |r2| ă 1. Véase el texto de
R. Sedgewick y P. Flajolet [32] para conocer más acerca de este
método de solución de una ecuación recursiva de orden dos.

b) Suponga el caso en que r1 “ r2 “ r, con ´1 ă |r| ă 1. Muestre
el comportamiento del correlograma para este proceso.

81. Demuestre que el modelo ARp2q especificado abajo es estacionario si
y sólo si los coeficientes α1 y α2 son tales que α1 `α2 ă 1, α2 ´α1 ă 1
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y |α2| ă 1. Dibuje en un plano cartesiano la región que determinan
estas desigualdades.

Xt “ α1Xt´1 ` α2Xt´2 ` Zt, t P Z.

82. Sea d ě 1 un entero. Demuestre que el operador ∇k “ p1 ´Bqd no es
invertible.

83. Determine si el proceso ARp1q dado por la caminata aleatoria (1.1) es
causal.

84. Un modelo ARppq particular.
Sea p ě 1 un entero y considere el modelo autorregresivo

Xt “ αXt´p ` Zt, t P Z. (3.52)

Se trata del modelo ARppq con α1 “ ¨ ¨ ¨ “ αp´1 “ 0 y αp “ α ‰ 0. El
operador asociado es ϕpBq “ 1 ´ αBp.

a) Demuestre que el proceso es causal, es decir, ϕpBq es invertible
ô ´1 ă α ă 1.

b) Compruebe que los coeficientes πk de la expansión (3.24) para
pϕpBqq´1 son

πk “

$

’

&

’

%

1 si k “ 0,
αk{p si k “ p, 2p, . . . ,
0 en otro caso.

c) Concluya que el operador pϕpBqq´1 toma la siguiente forma

pϕpBqq´1 “

8
ÿ

k“0
αkbkp “ 1 ` αBp ` α2B2p ` ¨ ¨ ¨

85. El modelo ARppq de media µ.
Sea tXt : t P Zu una serie de tiempo que sigue el modelo ARppq de
media µ, definido en (3.29). Sea Yt “ Xt ´ µ, para t P Z. Demuestre
que:

a) VarpXtq “ VarpYtq.
b) CovpXt, Xt`τ q “ CovpYt, Yt`τ q.
c) CorrpXt, Xt`τ q “ CorrpYt, Yt`τ q.
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Modelo ARMA

86. Determine el orden pp, qq de los siguientes procesos ARMA. Para cada
uno de ellos establezca si son causales e invertibles. Señale aquellos
que sean estacionarios.

a) Xt ` p6{10qXt´1 “ Zt ` p6{5qZt´1, t P Z.
b) Xt ` p8{5qXt´1 “ Zt ´ p2{5qZt´1 ` p1{25qZt´2, t P Z.
c) Xt ´ p1{5qXt´2 “ Zt ` p1{5qZt´3, t P Z.

87. Escriba explícitamente la expresión de una serie de tiempo que sigue
el modelo estacional:

a) ARMAp0, 0qr1, 0ss.
b) ARMAp0, 1qr1, 0ss.
c) ARMAp1, 0qr0, 1ss.

d) ARMAp1, 0qr1, 0ss.
e) ARMAp1, 1qr1, 1ss.
f ) ARMAp2, 1qr1, 0ss.

88. Suma de dos modelos ARMA independientes.
Sean tXt : t P Zu y tYt : t P Zu dos series de tiempo independien-
tes que siguen los modelos ARMApp1, q1q y ARMApp2, q2q, respec-
tivamente. Demuestre que la suma de estas series sigue un modelo
ARMApp, qq, con p ď p1 ` p2 y q ď máxtp1 ` q2, p2 ` q1u.

Modelo ARIMA

89. Escriba explícitamente la expresión de una serie de tiempo que sigue
el modelo estacional:

a) ARIMAp0, 0, 1qr1, 0, 1ss.
b) ARIMAp0, 1, 0qr0, 1, 0ss.
c) ARIMAp1, 0, 1qr1, 0, 1ss.
d) ARIMAp1, 1, 1qr1, 0, 1ss.
e) ARIMAp1, 0, 1qr1, 1, 1ss.

90. Piense en fenómenos que por sus característica tiendan a tener alguna
tendencia o bien algún comportamiento oscilatorio y consiga una se-
rie de tiempo de tal fenómeno. Grafique la serie original y su función
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ACF. A partir de la gráfica generada, ¿parece tener las características
de una serie estacionaria? Después, repita los gráficos con la primera
diferencia de la serie original y observe si ahora parece haber estacio-
nariedad. Repita el mecanismo si es necesario.

Función de autocorrelación parcial (PACF)

91. Para las series que utilizó en el ejercicio 90, realice los correspondientes
gráficos de la función PACF y analice si tiene un comportamiento
distinto en cada caso.

92. En la sección 3.6 se establece la definición de la función PACF y sus
valores estimados fueron denotados como pϕk, para k “ 1, 2, . . . In-
vestigue bajo qué condiciones la estimación pϕk, vista como variable
aleatoria, se distribuye asintóticamente Np0, 1{nq.

Selección, ajuste y evaluación de modelos

93. Con lo realizado en los ejercicios 90 y 91, sugiera modelos ARMA para
la serie que considere visualmente estacionaria.

Estimación de parámetros

94. Suponga que el proceso de ruido tZt : t P Zu es tal que Zt „ Np0, σ2q.
Demuestre que los estimadores por máxima verosimilitud para α1 y
µ en un modelo ARp1q de media µ coinciden con los estimadores por
mínimos cuadrados (3.50) y (3.51).

95. Sean x1, . . . , xn observaciones de una serie de tiempo tXt : t P Zu que
sigue un modelo ARp2q de media µ, es decir,

Xt ´ µ “ α1pXt´1 ´ µq ` α2pXt´2 ´ µq ` Zt, t P Z,

en donde los parámetros µ, α1 y α2 son desconocidos. Suponga que
α1 y α2 son tales que tXt : t P Zu es estacionario.

a) Encuentre los estimadores por mínimos cuadrados para µ, α1 y
α2.
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b) Muestre que los estimadores del inciso anterior pueden ser apro-
ximados de la siguiente manera:

pµ « x̄,

pα1 « rp1q ¨
1 ´ rp2q

1 ´ r2p1q
,

pα2 «
rp2q ´ r2p1q

1 ´ r2p1q
.

c) Para un modelo ARp1q sabemos que ρp2q “ α2
1 « r2p1q. Com-

pruebe que los valores aproximados para pµ, pα1 y pα2 del inciso
anterior se reducen a los del modelo ARp1q cuando rp2q « r2p1q,
es decir,

pµ « x̄,

pα1 « rp1q,

pα2 « 0.
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Capítulo 4

Construcción de modelos

Construir un modelo matemático es útil para intentar entender un fenó-
meno o sistema y poder explicar su funcionamiento. En el caso de las series
de tiempo, uno de los objetivos principales es generar pronósticos de un
fenómeno aleatorio que evoluciona en el tiempo. Por lo anterior, es de gran
importancia tener una metodología que sirva como guía para la correcta
construcción de un modelo y hacer pronósticos posteriores a partir de él.

La modelación estadística que se emplea en la investigación se puede realizar
mediante diversas metodologías. La selección de modelos estadísticamente
adecuados ha tenido un gran desarrollo en los últimos años. Sin embargo,
debido a la obra de Box y Jenkins (1970) [4] se estableció lo que actualmente
se conoce como la metodología de Box-Jenkins (1994) [5] para construir
modelos ARIMA, los cuales han sido aplicados ampliamente en los últimos
años. En este capítulo se expone una breve introducción a este método
para poder modelar series de tiempo estacionarias, o bien, que se puedan
volver estacionarias después de alguna transformación. La metodología de
Box-Jenkins se resume en cuatro fases: (1) identificación del modelo, (2)
estimación de los parámetros, (3) verificación y diagnóstico y (4) pronóstico.
En la fase (3) se evalúa que los residuos sigan un proceso de ruido blanco,
y en la última fase se realizan las predicciones a partir del modelo creado.
En este capítulo se comenta sobre las tres primeras fases, y en el siguiente
se estudia la realización de pronósticos.

153
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4.1. Identificación
Los procesos ARIMA de orden pp, d, qq que se presentaron en el capítulo
anterior representan la posibilidad de construir una infinidad de modelos
ya que es posible elegir combinaciones distintas de valores para p, d y q. Sin
embargo, cada uno de estos parámetros puede tener valores candidatos de
acuerdo con ciertos criterios y distintas propiedades de la serie de tiempo
observada que se quiera modelar. Por ejemplo, es importante recordar que
el parámetro d indica el número de veces que se aplica el operador diferencia
a una serie no estacionaria hasta convertirla en serie estacionaria. Por otro
lado, analizando las gráficas de la función de autocorrelación (ACF) y de
la función de autocorrelación parcial (PACF), se proponen valores para
p y q y, por tanto, se tendría un punto de partida para seleccionar un
conjunto de modelos candidatos del modelo estadísticamente más adecuado
para los datos de una serie de tiempo. Cada modelo ARIMA candidato
puede ser calificado respecto de algunos criterios y compararlo con otros
modelos candidatos para finalmente determinar el más adecuado. Uno de
los criterios de selección más conocidos, y que se expone en la sección 4.3,
es el criterio de Akaike (AIC).

Comencemos por recordar que el proceso ARIMApp, d, qq, donde los valores
de p, d y q están en el conjunto t0, 1, 2, . . .u, se puede escribir de acuerdo
con la siguiente ecuación simplificada

ϕpBqp1 ´BqdXt “ θpBqZt, t P Z, (4.1)

en donde se usa la notación introducida en (3.32), es decir,

ϕpBq “ 1 ´ α1B ´ α2B
2 ´ ¨ ¨ ¨ ´ αpB

p,

θpBq “ 1 ` β1B ` β2B
2 ` ¨ ¨ ¨ ` βq B

q.

Ejemplo 4.1 Para un modelo ARIMAp2, 0, 0q, el lado izquierdo de (4.1) se
escribe como

ϕpBqp1 ´Bq0Xt “
`

1 ´ α1B ´ α2B
2˘

Xt

“ Xt ´ α1BXt ´ α2B
2Xt

“ Xt ´ α1Xt´1 ´ α2Xt´2,
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y el lado derecho de (4.1) se escribe como

θpBqZt “ Zt.

Uniendo ambos lados y despejando el valor de Xt se tiene la expresión co-
nocida de un proceso ARp2q,

Xt “ α1Xt´1 ` α2Xt´2 ` Zt, t P Z.

‚

Ahora, supongamos que se tiene una serie de tiempo que inicialmente no
es estacionaria, pero que después de aplicar una vez el operador diferencia
se obtiene una nueva serie que sí lo es. Supongamos que esta serie Yt “

p1 ´BqXt se modela con un proceso ARMAp2, 2q, entonces decimos que la
serie original Xt se modela con un proceso ARIMAp2, 1, 2q. Sin embargo, si
se desarrolla el lado izquierdo de (4.1) con los valores de pp, d, qq “ p2, 1, 2q,
se tiene lo siguiente:

ϕpBqp1 ´BqXt “
`

1 ´ α1B ´ α2B
2˘

pXt ´Xt´1q

“ pXt ´Xt´1q ´ α1pXt´1 ´Xt´2q ´ α2pXt´2 ´Xt´3q

“ Xt ´ p1 ` α1qXt´1 ` pα1 ´ α2qXt´2 ` α2Xt´3,

y el lado derecho de (4.1) se escribe como

θpBqZt “
`

1 ` β1B ` β2B
2˘

Zt

“ Zt ` β1Zt´1 ` β2Zt´2.

Uniendo ambos lados y despejando el valor de Xt se llega a la expresión

Xt “ p1 ` α1qXt´1 ´ pα1 ´ α2qXt´2 ´ α2Xt´3 ` Zt ` β1Zt´1 ` β2Zt´2.

Notemos que si llamamos α˚
1 “ 1 ` α1 y α˚

2 “ ´pα1 ´ α2q y α˚
3 “ ´α2,

entonces el proceso anterior puede ser escrito como

Xt “ α˚
1Xt´1 ` α˚

2Xt´2 ` α˚
3Xt´3 ` Zt ` β1Zt´1 ` β2Zt´2. (4.2)

Por lo tanto, el modelo que inicialmente era ARIMAp2, 1, 2q, parecería
que se puede ver como un modelo ARMAp3, 2q. Sin embargo, esto no es
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correcto debido a que la serie original no es estacionaria, lo cual ocasionaría
errores al intentar estimar los parámetros. Por lo tanto, lo más adecuado
para evitar confusiones es estudiar sólo los procesos ARMA que se obtienen
después de diferenciar de manera apropiada las series originales que no son
estacionarias.

Como se menciona al inicio de esta sección, la fase de identificación consiste
en sugerir uno o varios modelos a partir de la observación del comporta-
miento de una serie de tiempo observada. En esta fase, para poder usar
modelos ARMA se presupone que la serie original es estacionaria; si no lo
es, entonces para usar esta clase de modelos se debe utilizar primero algu-
na transformación apropiada. En el caso de series que se observen con un
componente estacional, será necesario primero transformar los datos para
remover ese componente. Una transformación sugerida consiste en aplicar
el operador rezago de acuerdo con el periodo de repetición s, es decir,

∇sxt “ p1 ´Bsqxt “ xt ´ xt´s.

En otros casos será necesario aplicar el operador diferencia de orden d,

∇dxt “ p1 ´Bqdxt “

d
ÿ

j“0

ˆ

d

j

˙

p´1qjxt´j ,

en donde el valor de d puede ser 1, 2, 3, . . . hasta que la serie resultante
sea estacionaria. La pregunta natural es ¿cómo determinar si una serie de
tiempo proviene de un proceso estacionario?

Una primera respuesta emana de las características que se observan en
la gráfica de la serie de tiempo. Cuando se percibe que se presenta un
componente de tendencia o ciclo, es muy posible que la serie no sea
estacionaria. Otro método gráfico es el correlograma de la serie de tiempo.
Como se menciona en la sección 2.5, cuando el correlograma muestra una
tendencia a cero muy lenta, es probable que la serie sea no estacionaria ya
que ese es el comportamiento común de las series no estacionarias.

También existen algunas pruebas de hipótesis para evaluar estadísticamente
si hay evidencia de estacionariedad. La más frecuente es la llamada prueba
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de Dickey-Fuller, en donde la hipótesis alternativa establece que la serie tXtu

es estacionaria. A continuación se describen los detalles de esta prueba.

Prueba de Dickey-Fuller
La prueba de Dickey-Fuller Aumentada (ADF) se usa comúnmente para
evaluar si una serie de tiempo es estacionaria.

Sea tXt : t P Zu un proceso autorregresivo de primer orden, es decir,

Xt “ µ` ρXt´1 ` Zt, t P Z, (4.3)

en donde ´1 ă ρ ă 1. Restando Xt´1 a ambos lados de la ecuación (4.3) se
tiene que

∇Xt “ µ` pρ´ 1qXt´1 ` Zt. (4.4)
Si ρ “ 1, entonces se dice que el proceso tXt : t P Zu tiene raíz unitaria
y es integrado de orden 1, denotado como Ip1q. Se dice que un proceso
tXt : t P Zu es integrado de orden d (Ipdq) cuando el proceso que resulta
después de aplicar el operador diferencia en d ocasiones es débilmente
estacionario. Nótese, entonces, que las series integradas son originalmente
son un caso particular de series no estacionarias.

El modelo que la prueba de Dickey-Fuller considera para determinar si el
proceso tXt : t P Zu tiene raíces unitarias está dado por

∇Xt “ µ` βXt´1 ` δt` γ∇Xt´1 ` Zt.

En el caso de la prueba aumentada de Dickey-Fuller, ADF(s), el modelo es
aumentado con s rezagos de la variable ∇Xt,

∇Xt “ µ` βXt´1 ` δt`

s
ÿ

i“1
γi∇Xt´i ` Zt. (4.5)

Observe que el parámetro β representa el término ρ ´ 1 que aparece en la
ecuación (4.4). Por otro lado, los parámetros γi para valores de i “ 1, 2, . . . , s
se estiman durante la prueba y aportan información sobre la necesidad de
incluir cada rezago ∇Xt´i en el modelo de ∇Xt. La hipótesis nula de la
prueba establece que la serie tiene una raíz unitaria (β “ 0) y, por lo tanto,
no es estacionaria.
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H0: La ecuación (4.5) posee raíz unitaria.
vs

Ha: Existe estacionariedad.
El estadístico de prueba τ , el cual es difícil de calcular y que comúnmente
se puede obtener en cualquier software estadístico, toma valores negativos
y no sigue una distribución estándar, está dado por el siguiente cociente,

τ “
pβ˚

xEEppβ˚q
,

en donde pβ˚ es la estimación por mínimos cuadrados de β en la ecuación
(4.5) y xEEppβ˚q representa el error estándar estimado de pβ˚, calculado como

xEEppβ˚q “

d

S2
řn

t“2pxt´1 ´ xq2 ,

en donde
S2 “

n
ÿ

t“2
p∇xt ´ µ˚ ´ β˚xt´1q2{pn´ 3q.

La hipótesis nula H0 se rechaza si el estadístico τ es menor que el valor
crítico de la distribución correspondiente para un nivel de significancia
dado. Por lo que, entre más grande con signo negativo sea el valor de τ ,
mayor será la probabilidad de rechazar H0.

Casos distintos para la prueba ADF
Sin término constante. Indica que en la especificación del mode-
lo (4.5) el término constante es eliminado y que el proceso, bajo la
hipótesis nula, es una caminata aleatoria que inicia en cero.

Con término constante. Indica que el proceso (4.5), bajo la hipó-
tesis nula, es una caminata aleatoria con un valor inicial distinto de
cero.

Tendencia lineal. Especifica que el modelo (4.5) incluye un término
de tendencia en la regresión asociada y que el proceso bajo la hipótesis
nula es una caminata aleatoria con tendencia.
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En temas de economía, pocas variables muestran tendencia cuadrática,
pero a menudo es recomendable incluir el término de tendencia en la
ecuación (4.5) cuando se observa que la variable es estacionaria alrededor
de una tendencia lineal. Igualmente, siempre se recomienda incluir un
término constante, a menos que sea claro que la variable tiene una media
cero.

Tipo de prueba Cambio en (4.5)

Sin término constante µ “ δ “ 0.
Con término constante µ ą 0 pero δ “ 0.
Con tendencia lineal µ ě 0 y δ ą 0.

Tabla 4.1: Tipos de prueba de hipótesis de Dickey-Fuller.

Análisis de las funciones ACF y PACF
Una vez que se ha mostrado evidencia estadística de que las observaciones
provienen de una serie estacionaria, se utilizan las gráficas de la función de
autocorrelación (ACF) y de la función de autocorrelación parcial (PACF)
muestrales para identificar un proceso ARMApp, qq, que se propondrá como
proceso generador de los datos observados de la serie de tiempo.

Los siguientes resultados relacionados con las funciones ACF y PACF de los
procesos estacionarios ARppq, MApqq y ARMApp, qq sirven como criterios
guía para una identificación inicial.

Proceso estacionario autorregresivo ARppq

En los procesos estacionarios autorregresivos, los valores de la función
ACF decaen gradualmente hacia cero, pero no en todos los casos son
iguales a cero. Estos valores pueden alternar de signo y en ocasiones
se observa un patrón ondulatorio. Ahora bien, la función PACF
toma valores cercanos a cero después del rezago p. Por ejemplo,
en series de tiempo generadas por procesos ARp1q, el coeficiente
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de autocorrelación parcial respecto al primer rezago, k “ 1, es
estadísticamente distinto de cero. Sin embargo, los valores que toma
la autocorrelación parcial respecto a observaciones rezagadas más de
un periodo, es decir k ě 1, son estadísticamente iguales a cero.

Proceso de media móvil MApqq

En los procesos estacionarios de medias móviles, la gráfica de la función
ACF teórica toma el valor de cero después del rezago q. Por otro lado,
la función PACF teórica decae muy lentamente hacia cero pero nunca
es igual a cero.

Proceso estacionario ARMApp, qq

Los procesos estacionarios ARMA pueden mostrar una mezcla de las
características de los procesos ARppq y MApqq, es decir, los valores
de la función PACF son cercanos a cero después de p rezagos y los
valores de la función ACF son cercanos a cero después de q rezagos. En
general, ambas funciones teóricas, ACF y PACF, decaen lentamente
hacia cero después de ciertos valores q y p, respectivamente, pero no
toman el valor de cero.

Ejemplos generados por simulación
A continuación se presenta una variedad de ejemplos para ilustrar la fase
de identificación de un modelo ARMA y/o ARIMA.

Las gráficas y los cálculos relacionados con las funciones ACF y PACF
se realizaron con la ayuda del software estadístico R. Se supondrá que el
proceso tZt : t P Zu es un ruido blanco WNp0, 1q (consultar el ejemplo 1.1),
es decir, Zt tiene una distribución Np0, 1q. El lector interesado puede
consultar los códigos en el Apéndice para reproducir lo mostrado o para
analizar algunos otros ejemplos.
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Ejemplo 4.2 Se simula el proceso ARp1q dado por

Xt “ 0.5Xt´1 ` Zt, t “ 1, . . . , 1000,

en donde se define X0 “ 0. Los resultados obtenidos se muestran en la
figura 4.1. Se puede observar lo siguiente:

Los valores que toma la función PACF muestral son estadísticamente
iguales a cero después del rezago τ “ 1.

Respecto del comportamiento de la función ACF muestral, se observa
que conforme va aumentando el tamaño del rezago con respecto al cual
se calcula, esta función toma valores absolutos cada vez más pequeños.
Los valores de las funciones ACF muestral y teórica se mantienen
cercanos.
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Figura 4.1: Proceso AR(1) dado por Xt “ 0.5Xt´1 ` Zt.
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Ejemplo 4.3 Se simula el proceso ARp2q dado por

Xt “ 0.6Xt´1 ´ 0.3Xt´2 ` Zt, t “ 2, . . . , 1000,

en donde se define X0 “ 0 y X1 “ Z1. Los resultados de la simulación se
muestran en la figura 4.2. Se puede observar lo siguiente:

Los valores que toma la función PACF muestral son estadísticamente
iguales a cero después del rezago τ “ 2.

Nuevamente se observa que el gráfico de la función ACF muestral
toma valores absolutos cada vez más pequeños, conforme aumenta el
tamaño del rezago respecto del cual se calcula. También fueron muy
parecidos los valores de las funciones ACF muestral y teórica.
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Figura 4.2: Proceso ARp2q dado por Xt “ 0.6Xt´1 ´ 0.3Xt´2 ` Zt.
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Ejemplo 4.4 Se simula el proceso MAp1q dado por

Xt “ Zt ` 0.7Zt´1, t “ 1, . . . , 1000,

en donde se define X0 “ Z0 :“ 0. Los resultados obtenidos de la simulación
se muestran en la figura 4.3. Se observa lo siguiente:

Los valores que toma la función ACF muestral prácticamente coinci-
den con los valores que toma la función ACF teórica y son estadísti-
camente iguales a cero después del rezago τ “ 1.

En la función PACF muestral, los valores absolutos cada vez son más
pequeños conforme aumentan los rezagos.
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Figura 4.3: Proceso MAp1q dado por Xt “ Zt ` 0.7Zt´1.
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Ejemplo 4.5 Se simula el proceso MAp2q dado por

Xt “ Zt ´ 0.8Zt´1 ` 0.6Zt´2, t “ 2, . . . , 1000,

en donde se define X0 “ Z0 :“ 0 y X1 “ Z1. Los resultados obtenidos se
muestran en la figura 4.4. Se observa lo siguiente:

Los valores que toma la función ACF muestral son estadísticamente
iguales a cero después del segundo rezago. Nuevamente se observa una
gran coincidencia de la función ACF muestral con la función ACF
teórica.

En la función PACF muestral, de nuevo los valores absolutos cada vez
son más pequeños conforme crece el rezago.
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Figura 4.4: Proceso MAp2q dado por Xt “ Zt ` 0.8Zt´1 ´ 0.6Zt´2.
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Ejemplo 4.6 Se simula el proceso ARMAp1, 1q dado por

Xt “ 0.3Xt´1 ` Zt ` 0.5Zt´1, t “ 1, . . . , 1000,

en donde se define X0 “ Z0 :“ 0. Los resultados de la simulación se mues-
tran en la figura 4.5. Se puede observar que, tanto los valores que toma
la función ACF muestral como los valores de la función PACF muestral,
tienden rápidamente hacia cero después del primer rezago. Los gráficos de
las funciones ACF muestral y teórica se mantienen cercanos en todos los
rezagos.
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Figura 4.5: Proceso ARMAp1, 1q dado por Xt “ 0.3Xt´1 ` 0.5Zt´1 ` Zt.
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Ejemplo 4.7 Se simula el proceso ARMAp2, 2q dado por

Xt “ ´0.3Xt´1 ` 0.2Xt´2 ` Zt ` 0.1Zt´1 ` 0.4Zt´2, t “ 2, . . . , 1000,

con valores iniciales X0 “ Z0 :“ 0 y X1 “ Z1. Los resultados obtenidos
se muestran en la figura 4.6. Los valores de las funciones ACF muestral
y teórica tienen un gran parecido. Se puede observar que tanto los valores
que toma la función ACF muestral como los valores de la función PACF
muestral, tienden rápidamente hacia cero después del segundo rezago.
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Figura 4.6: Proceso ARMAp2, 2q dado por
Xt “ ´0.3Xt´1 ` 0.2Xt´2 ` Zt ` 0.1Zt´1 ` 0.4Zt´2.
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Ejemplo 4.8 ( Proceso no estacionario con tendencia lineal )
Se simula el proceso

Xt “ 0.5Xt´1 ` 0.1t` Zt, t “ 1, . . . , 100,

con valor inicial X0 “ 0. Este es un ejemplo de una serie de tiempo generada
por un proceso ARp1q con tendencia lineal. Los resultados de la simulación
se muestran en la figura 4.7 . Se puede observar que la serie de tiempo no
tiene las características de un proceso estacionario alrededor de una tenden-
cia nula o constante. La gráfica de la función de autocorrelación muestral
debería converger a cero geométricamente si la serie fuera estacionaria. Sin
embargo, en este caso se observa que la función ACF muestral decae muy
lentamente. En la gráfica de la función PACF muestral se puede identificar
la parte autoregresiva de primer orden de la serie.
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Figura 4.7: Proceso no estacionario ARp1q con tendencia lineal.

‚



i
i

“Series-main” — 2025/1/14 — 17:45 — page 168 — #168 i
i

i
i

i
i

168 CAPÍTULO 4. CONSTRUCCIÓN DE MODELOS

Ejemplo 4.9 ( Proceso ARIMA ) En el ejemplo anterior se analizó la
serie no estacionaria ARp1q con tendencia lineal

Xt “ 0.5Xt´1 ` 0.1t` Zt,

para valores de t “ 1, . . . , 100 y X0 “ 0. Ahora se aplica la transformación

Yt “ ∇Xt “ Xt ´Xt´1,

con lo cual se obtiene un componente de tendencia constante que se resta
para tener el proceso centralizado

X˚
t “ Yt ´ 0.1 “ 0.5pXt´1 ´Xt´2q ` Z˚

t ,

en donde Z˚
t „ Np0, 2q. En la figura 4.8 se puede observar que la serie

X˚
t ya parece comportarse como un proceso estacionario alrededor de cero

(tendencia constante), y la gráfica de la función de autocorrelación converge
rápidamente a cero. Se observa también que la función PACF muestral decae
a cero rápidamente. En este caso es posible ajustar un modelo ARMA a la
nueva serie.
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Figura 4.8: Proceso diferenciado.
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4.2. Estimación
Como se ha mencionado, los modelos ARppq, MApqq y ARMApp, qq son
casos especiales del modelo ARIMApp, d, qq. En su caso, en esta sección
supondremos que el proceso de diferenciación ya se ha dado y se tiene una
serie estacionaria. El siguiente paso natural en la construcción de modelos
ARMApp, qq, después de haber elegido valores candidatos de p y de q, es
hacer la estimación de los parámetros α1, . . . , αp, β1, . . . , βq y σ2. Se tienen
entonces p` q ` 1 parámetros desconocidos para ajustar el modelo ARMA
con media cero,

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt ` β1Zt´1 ` ¨ ¨ ¨ ` βqZt´q, t P Z, (4.6)

en donde tZt : t P Zu es un ruido blanco con media cero y varianza desco-
nocida σ2. Existe más de una forma de realizar esta estimación. De hecho,
en la sección 3.8 se describe una posible estimación por mínimos cuadrados
y en esta sección se mencionan algunos métodos alternativos.

Ecuaciones de Yule-Walker
Es posible volver a utilizar las ecuaciones de Yule-Walker del capítulo 3
para estimar los parámetros de modelos autorregresivos. Recordemos que
estas ecuaciones recursivas para calcular las autocorrelaciones de un modelo
ARppq (proposición 3.7) están dadas por

ρpτq “

$

’

&

’

%

1 si τ “ 0,
p

ÿ

k“1
αk ρpτ ´ kq si τ ě 1.

Estas ecuaciones son útiles para establecer igualdades que sirvan como esti-
madores de momentos. La idea es usar las ecuaciones recursivas pero susti-
tuyendo la autocorrelación (poblacional) del modelo por la autocorrelación
muestral que se presenta en el primer capítulo, y que se calcula como

rpτq “

n´τ
ÿ

t“1
pxt ´ x̄qpxt`τ ´ x̄q

n
ÿ

t“1
pxt ´ x̄q2

, (4.7)
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para τ “ 0, 1, . . . , n´ 1. El siguiente es un ejemplo simple para ilustrar esta
idea.

Ejemplo 4.10 Supongamos que se tiene una serie x1, . . . , xn para la cual
se desea ajustar el modelo ARp1q dado por

Xt “ α1Xt´1 ` Zt, t P Z. (4.8)

A partir de las ecuaciones recursivas se tiene que ρp1q “ α1ρp0q “ α1.
El parámetro α1 se puede estimar a partir de igualar la autocorrelación
muestral de la serie x1, . . . , xn con la autocorrelación del modelo (4.8), es
decir,

rp1q “ ρp1q.

Por lo tanto,

pα1 “ rp1q “

n´1
ÿ

t“1
pxt ´ xqpxt`1 ´ xq

n
ÿ

t“1
pxt ´ xq2

.

Por otro lado, para estimar la varianza de Zt, primero se calcula la varianza
muestral de la serie x1, . . . , xn como se define en (1.3), es decir,

varpxq “
1
n

n
ÿ

t“1
pxt ´ x̄q2.

De la proposición 3.4 se tiene que

VarpXtq “
σ2

1 ´ α2
1
.

Substituyendo VarpXtq por la varianza muestral y utilizando la estimación
previa de α1, se propone la estimación

pσ2 “ p1 ´ pα2
1q varpxq.

‚
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Con la misma idea, en el siguiente ejemplo se estima el valor de los pará-
metros α1, α2 y σ2 en el modelo ARp2q.

Ejemplo 4.11 Supongamos que se tiene una serie x1, . . . , xn para la cual
se desea ajustar el modelo ARp2q dado por

Xt “ α1Xt´1 ` α2Xt´2 ` Zt, t P Z.

Por las ecuaciones de Yule-Walker, se tiene el siguiente sistema de ecuacio-
nes:

ρp1q “ α1 ρp0q ` α2 ρp1q,

ρp2q “ α1 ρp1q ` α2 ρp0q,

en donde ρp0q “ 1. Si se toman las correlaciones muestrales como estima-
ciones de las correlaciones teóricas, entonces las incógnitas α1 y α2 deben
satisfacer de manera aproximada el mismo sistema de ecuaciones:

rp1q “ α1 ` α2 rp1q,

rp2q “ α1 rp1q ` α2.

Resolviendo este sistema se obtiene

pα1 “
rp1qp1 ´ rp2qq

1 ´ rp1q2 ,

pα2 “
rp2q ´ rp1q2

1 ´ rp1q2 .

Recordemos que los valores de rp1q y rp2q se calculan según la fórmula (4.7).
Para estimar el valor de σ2 se procede de la siguiente forma. A partir de la
proposición 3.8 y suponiendo que el proceso es causal, se tiene que

γp0q “
σ2

1 ´ α1 ρp1q ´ α2 ρp2q
,

en donde γp0q “ VarpXtq. Despejando σ2 se tiene que

σ2 “ p1 ´ α1 ρp1q ´ α2 ρp2qq VarpXtq.

Se propone entonces la siguiente estimación para σ2,

pσ2 “ p1 ´ pα1 rp1q ´ pα2 rp2qq varpxq,

en donde, como antes, varpxq es la varianza muestral. ‚
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En general se puede usar el mismo esquema para estimar los parámetros de
un modelo ARppq. Para escribir formalmente la fórmula para estos estima-
dores para la matriz de autocovarianzas muestrales es conveniente usar la
siguiente notación:

pΓ “

¨

˚

˚

˚

˝

pγp0q pγp1q ¨ ¨ ¨ pγpp´ 1q

pγp1q pγp0q ¨ ¨ ¨ pγpp´ 2q
...

... ¨ ¨ ¨
...

pγpp´ 1q pγpp´ 2q ¨ ¨ ¨ pγp0q

˛

‹

‹

‹

‚

.

La matriz de autocorrelaciones muestrales será denotada por pR y, en con-
secuencia,

pR “
1

pγp0q
pΓ. (4.9)

Se deja como ejercicio para el lector demostrar que esta matriz es invertible.

Definición 4.1 Sea x1, . . . , xn una serie de tiempo a la que se desea
ajustar un modelo ARppq. Supongamos que pρ “ prp1q, . . . , rppqq

1 es el
vector transpuesto de las autocorrelaciones muestrales. Entonces los es-
timadores de Yule-Walker de α “ pα1, . . . , αpq y σ2 están dados por

pα “ pR´1
pρ,

pσ2 “ pγp0q

´

1 ´ pρ1
pR´1

pρ
¯

.

S puede demostrar que los estimadores de α en un proceso ARppq tienden a
tener una distribución normal cuando el tamaño de la muestra n es grande;
en específico,

pα « N
`

α, n´1σ2Γ´1˘

.

En el caso de los modelos MApqq se puede utilizar la misma idea de igualar
los valores de las autocorrelaciones teóricas y muestrales. Sin embargo, el
sistema de ecuaciones resultante es no lineal y podría tener soluciones res-
tringidas sólo para ciertos valores de las autocorrelaciones muestrales como
en el siguiente caso.
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Ejemplo 4.12 Consideremos el modelo MAp1q dado por

Xt “ Zt ` β1Zt, t P Z.

Por la proposición 3.2,
ρp1q “

β1
1 ` β2

1
.

Sustituyendo ρp1q por rp1q en la ecuación anterior, se llega a la ecuación
cuadrática

rp1qβ2
1 ´ β1 ` rp1q “ 0.

Entonces se tienen dos posibles soluciones para β1,

β1 “
1 ˘

a

1 ´ 4prp1qq2

2 rp1q
.

Si |rp1q| “ 1{2, entonces |pβ1| “ 1 y no se satisface la condición de invertibi-
lidad |β1| ă 1. Si |rp1q| ą 1{2, entonces no existe solución real. Sólo cuando
|rp1q| ă 1{2, pβ1 será la solución que cumpla |β1| ă 1. ‚

Cuando se tiene un orden q ě 2 el sistema no lineal podría requerir una
solución numérica, y además de que seguirá el problema de si hay una
solucón única, múltiple o si no hay solución.

Para estimar la varianza, como se establece en la proposición 3.1,

VarpXtq “ σ2
q

ÿ

k“0
β2

k,

lo que implica
σ2 “

VarpXtq
řq

k“0 β
2
k

.

Por lo tanto, para el modelo MAp1q mostrado en el ejemplo, el estimador
de la varianza de Zt será

pσ2 “
pγp0q

1 ` pβ1
2 .

En el caso de los modelos ARMApp, qq, nuevamente este método por momen-
tos puede resultar en un sistema de ecuaciones complicado. En las siguientes
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subsecciones se muestran algunos métodos alternativos. Sin embargo, en el
siguiente ejemplo se presentan los cálculos para estimar por momentos los
parámetros de un modelo ARMAp1, 1q.

Ejemplo 4.13 Consideremos el modelo ARMAp1, 1q dado por

Xt “ α1Xt´1 ` Zt ` β1Zt´1, t P Z.

Por la proposición 3.11 se tiene que

ρp1q “
p1 ` α1β1qpα1 ` β1q

1 ` 2α1β1 ` β2
1

, (4.10)

y
ρp2q “ α1

p1 ` α1β1qpα1 ` β1q

1 ` 2α1β1 ` β2
1

.

Por lo tanto, ρp2q{ρp1q “ α1 y

pα1 “
rp2q

rp1q
.

Para estimar el valor de β1 se puede usar la ecuación (4.10) con los esti-
madores de ρp1q y α1,

rp1q “
p1 ` pα1β1qppα1 ` β1q

1 ` 2pα1β1 ` β2
1

.

De esta última igualdad se puede resolver la ecuación cuadrática para en-
contrar dos posibles valores de β1 y analizar si alguno cumple la condición
|β1| ă 1. Por último, para estimar el valor de la varianza de Zt se tiene que

VarpXtq “

„

1 `
pα1 ` β1q2

1 ´ α2
1

ȷ

σ2.

Por lo tanto,

pσ2 “ pγp0q{

«

1 `
ppα1 ` pβ1q2

1 ´ pα2
1

ff

.

‚
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Algoritmo de innovaciones

Otro de los métodos para estimar los parámetros de un modelo ARMApp, qq,
en donde q ě 1, es el llamado algoritmo de innovaciones. Este método
puede ser más útil que las ecuaciones de Yule-Walker para las estimaciones
del modelo MA. El método consiste en calcular de manera recursiva una
sucesión de estimaciones convergentes a la estimación que buscamos.

Comenzaremos exponiendo el algoritmo para el modelo MApqq dado por

Xt “ Zt ` β1Zt´1 ` ¨ ¨ ¨ ` βqZt´q, t P Z,

cuando

1. EpX4
t q ă 8.

2. El modelo es invertible, es decir, las raíces z P C del polinomio que
aparece abajo son tales que |z| ą 1 (ver el teorema 3.1),

1 ` β1z ` ¨ ¨ ¨ ` βqz
q “ 0.

Estamos suponiendo que el proceso es estacionario y que EpXtq “ 0, así que
para 0 ă i ă j se tiene que

EpXt`τXtq “ CovpXt`τ , Xtq “ γpτq.

Si τ ą q, entonces γpτq “ 0. Además,

γp0q “ VarpXtq “ σ2
q

ÿ

k“0
β2

k, pβ0 “ 1q

γpτq “ σ2
q´τ
ÿ

k“0
βk βk`τ si τ “ 1, . . . , q.

La autocovarianza muestral, que será denotada como pγpτq, se definió como

pγpτq “
1

n´ τ

n´τ
ÿ

t“1
pxt ´ x̄qpxt`τ ´ x̄q.



i
i

“Series-main” — 2025/1/14 — 17:45 — page 176 — #176 i
i

i
i

i
i

176 CAPÍTULO 4. CONSTRUCCIÓN DE MODELOS

En el siguiente algoritmo se calculan de forma recursiva β1,1, v1;
β2,2, β2,1, v2; β3,3, β3,2, β3,1, v3; . . . . Al final, los valores de interés se-
rán

βm,1, βm,2, . . . , βm,q,

para un valor de m donde las fluctuaciones de los parámetros se estabilicen,
sabiendo que convergen a los verdaderos valores cuando m Ñ 8.

Algoritmo de innovaciones

1. Establecer como valor inicial a

v0 “ pγp0q “
1
n

n
ÿ

t“1
pxt ´ xq2.

2. Calcular
β1,1 “ pγp1q{v0; v1 “ v0p1 ´ β2

1,1q.

3. Escoger un valor inicial de m que será el número de iteraciones a
realizar. Para i “ 2, . . . ,m y j “ 0, 1, . . . , i´ 1,

βi,i´j “ v´1
j ppγpi´ jq ´ pβj,j βi,i v0 ` ¨ ¨ ¨ ` βj,1βi,i´j`1vj´1qq

“ v´1
j

˜

pγpi´ jq ´

j´1
ÿ

k“0
βj,j´kβi,i´kvk

¸

,

vi “ v0 ´

i´1
ÿ

k“0
β2

i,i´kvk.

4. Si los valores de βm,j obtenidos tuvieron valores muy parecidos (se
estabilizaron) a los valores de βi,j para i “ m´1,m´2,m´3,m´4
y j “ 1, . . . , q, entonces los estimadores serán

pβ1 “ βm,1, pβ2 “ βm,2, . . . , pβq “ βm,q, y pσ2 “ vm. (4.11)

En caso contrario, continuar el proceso del paso 3 hasta que los
valores de (4.11) se estabilicen.
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Consideremos ahora el modelo ARMA dado por

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt ` β1Zt´1 ` ¨ ¨ ¨βqZt´q, t P Z.

Se tiene la siguiente forma de expresar al proceso Xt debido a (3.34) cuando
se tiene causalidad,

Xt “

8
ÿ

k“0
πkZt´k, P Z,

en donde
ř8

k“0 |πk| ă 8.

Los coeficientes πk van a satisfacer la relación

πk “ βk `

k^p
ÿ

i“1
αiπk´i, (4.12)

para k “ 0, 1, . . ., en donde se define β0 :“ 1 y βk :“ 0 para k ą q. Para
estimar los valores de π1, . . . , πp`q se hace uso de los valores

pβm,1, . . . , pβm,p`q,

estimados con el algoritmo de innovaciones dados en (4.11), teniendo en
cuenta un modelo MApp` qq.

Se reemplazan los valores de πk por los valores de pβm,k en la relación (4.12)
para establecer el siguiente sistema de ecuaciones en el que las incógnitas
son los parámetros α y β,

pβm,k “ βk `

k^p
ÿ

i“1
αi

pβm,k´i, k “ 1, . . . , p` q. (4.13)

Primero se obtienen las estimaciones de α1, . . . , αp de las últimas p ecuacio-
nes de (4.13) debido a que en esas ecuaciones βk “ 0 y entonces se tienen
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las ecuaciones:

pβm,q`1 “

pq`1q^p
ÿ

i“1
αi

pβm,q`1´i,

pβm,q`2 “

pq`2q^p
ÿ

i“1
αi

pβm,q`2´i,

...

pβm,q`p “

p
ÿ

i“1
αi

pβm,q`p´i.

Después de encontrar los valores de α1, . . . , αp, sólo resta resolver el sistema
siguiente que ahora es de q incógnitas y q ecuaciones:

β1 “ pβm,1,

β2 “ pβm,2 ´

2^p
ÿ

i“1
αi

pβm,2´i,

...

βq “ pβm,q ´

q^p
ÿ

i“1
αi

pβm,q´i.

Estimación por máxima verosimilitud
La estimación por máxima verosimilitud (EMV) del vector de parámetros

pα, β, σ2q “ pα1, . . . , αp, β1, . . . , βq, σ
2q,

consiste en calcular los valores pα, pβ y xσ2 que maximicen la función de
verosimilitud. Recordemos que esta función es igual a la función de densidad
conjunta de las variables aleatorias X1, . . . , Xn

fX1,...,Xnpx1, . . . , xn;α, β, σ2q,

suponiendo a los parámetros α, β y σ2 como variables y teniendo en cuenta
los valores numéricos x1, . . . , xn. Cuando las variables aleatorias X1, . . . , Xn
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son independientes, el cálculo de la función de verosimilitud resulta sencillo,
porque la función de densidad conjunta es simplemente el producto de las
funciones de densidad marginales. Sin embargo, en los modelos ARMA
existe dependencia y habrá mayor dificultad en el cálculo de esta función.
Resolver de manera analítica el problema de optimización puede ser muy
complicado. Es necesario aplicar algún método numérico para maximizar la
función de verosimilitud con respecto a los parámetros, y afortunadamente,
este procedimiento está implementado en varios programas de cómputo
estadístico.

A continuación se describen dos enfoques para la obtención de la función de
verosimilitud. Consideremos el siguiente modelo ARMA,

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt ` β1 Zt´1 ` ¨ ¨ ¨ ` βq Zt´q. (4.14)

Como sabemos, t puede ser cualquier valor entero, pero supondremos que
es mayor a cero para considerar valores numéricos de la serie. Es necesario
especificar una distribución para el proceso aleatorio tZtu. De manera típica
y conveniente, supondremos que

Zt „ Np0, σ2q. (4.15)

Por conveniencia, usaremos la siguiente notación:

Xn “ pX1, . . . , Xnq y xn “ px1, . . . , xnq.

Además, usaremos la siguiente notación para referirnos a la función de den-
sidad conjunta:

fpx1, . . . , xnq “ fX1,...,Xnpx1, . . . , xn;α, β, σ2q,

y cuando la tratemos como función de verosimilitud, se escribirá

Lpα, β, σ2q “ fpx1, . . . , xnq,

en donde supondremos que se conocen n observaciones de la serie de tiempo
estudiada.
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Enfoque 1. Condicionando

Supongamos que en el modelo ARMApp, qq, r “ máxtp, qu. Debido a que
la variable aleatoria Xn depende de r variables anteriores, supongamos un
valor de n ą r. Condicionando en forma repetida, la función de densidad
conjunta se puede escribir como

Lpα, β, σ2q “ fpx1, . . . , xnq

“ fpxn | xn´1qfpxn´1q

“ fpxn | xn´1qfpxn´1 | xn´2qfpxn´2q

...
“ fpxn | xn´1qfpxn´1 | xn´2q ¨ ¨ ¨ fpx2 | x1qfpx1q

“ fpx1q

n
ź

t“2
fpxt | xt´1q. (4.16)

Observemos que la variable aleatoria Xt condicionada a los valores anterio-
res es igual a una suma de variables aleatorias normales, por lo que tiene
distribución normal. Calculamos esperanza y varianza de la expresión (4.14)
para conocer los parámetros de la distribución normal. Primero, considere-
mos los casos en los que t ą r:

EpXt | Xt´1 “ xt´1q “

p
ÿ

i“1
αi xt´i,

VarpXt | Xt´1q “ σ2
q

ÿ

j“0
β2

j ,

en donde β0 :“ 1. Por lo tanto,

Xt | Xt´1 “ xt´1 „ N

˜

p
ÿ

i“1
αi xt´i , σ

2
q

ÿ

j“0
β2

j

¸

. (4.17)

Ahora, en los casos en que t “ 2, . . . , r definimos p˚ “ mı́ntp, t ´ 1u y
q˚ “ mı́ntq, t ´ 1u. Por ejemplo, si p “ 2 y q “ 4, entonces para t “ 4
se tendrá que p˚ “ mı́nt2, 3u “ 2 y q˚ “ mı́nt4, 3u “ 3. Estos valores
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indican cuántas observaciones y errores hay disponibles desde 1 hasta t´ 1.
Entonces, el modelo ARMA que usaremos será el modelo incompleto

Xt “

p˚
ÿ

i“1
αiXt´i ` Zt `

q˚
ÿ

j“1
βj Zt´j . (4.18)

En este caso,

EpXt | Xt´1 “ xt´1q “

p˚
ÿ

i“1
αi xt´i.

VarpXt | Xt´1q “ σ2
q˚
ÿ

j“0
β2

j ,

donde β0 :“ 1. Por lo tanto,

Xt | Xt´1 “ xt´1 „ N

˜

p˚
ÿ

i“1
αi xt´i , σ

2
q˚
ÿ

j“0
β2

j

¸

. (4.19)

Cuando el tamaño de la serie observada es muy grande con respecto a los
valores de p y q, la función de verosimilitud incompleta que se obtiene
tendrá una optimización muy parecida a la que tendría la función de
verosimilitud exacta, considerando datos desconocidos del pasado.

Por último, la distribución no condicionada de X1 será normal, y como
estamos suponiendo que EpXtq “ 0, entonces

X1 „ Np0,VarpX1qq. (4.20)

Como se ha visto, el cálculo de γp0q “ VarpX1q depende de cada modelo y
puede ser de difícil obtención.

Finalmente, la función de verosimilitud (4.16) se obtiene al substituir las
funciones de densidad de acuerdo con las distribuciones dadas en (4.17),
(4.19) y (4.20).
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Ejemplo 4.14 (Modelo ARp1q)
En este caso p “ 1, q “ 0 y r “ 1, por lo cual sólo se necesitan los casos
(4.17) y (4.20). Para t “ 2, 3, . . . , n, se tiene que

Xt | Xt´1 “ xt´1 „ N
`

α1 xt´1 , σ
2˘

.

Por otro lado, X1 „ Np0, σ2{p1 ´ α2
1qq, donde el cálculo de VarpX1q se

muestra en la proposición 3.4. Por lo tanto,

Lpα, β, σ2q “ fpx1q

n
ź

t“2
fpxt | xt´1q,

en donde

fpx1q “
1

a

2πσ2{p1 ´ α2
1q

exp
ˆ

´
1
2

x2
1

σ2{p1 ´ α2
1q

˙

y

fpxt | xt´1q “
1

?
2πσ2

exp
ˆ

´
1
2

pxt ´ α1 xt´1q2

σ2

˙

.

‚

Ejemplo 4.15 (Modelo ARMAp1, 1q)
En este caso p “ 1, q “ 1 y r “ 1, nuevamente, sólo se necesitan los casos
(4.17) y (4.20). Para t “ 2, 3, . . . , n, se tiene que

Xt | Xt´1 “ xt´1 „ N
`

α1 xt´1 , σ
2p1 ` β2

1q
˘

.

Por otro lado, X1 „ Np0, p1 ` pα1 ` β1q2{p1 ´ α2
1qqσ2q, donde el cálculo de

VarpX1q se muestra en la proposición 3.11. Por lo tanto,

Lpα, β, σ2q “ fpx1q

n
ź

t“2
fpxt | xt´1q,

en donde usando la notación σ2
x1 “ p1 ` pα1 `β1q2{p1 ´α2

1qqσ2, se tiene que

fpx1q “
1

a

2πσ2
x1

exp
ˆ

´
1
2
x2

1
σ2

x1

˙

y

fpxt | xt´1q “
1

a

2πσ2p1 ` β2
1q

exp
ˆ

´
1
2

pxt ´ α1 xt´1q2

σ2p1 ` β2
1q

˙

.

‚
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Ejemplo 4.16 (Modelo MAp1q)
En este caso p “ 0, q “ 1 y r “ 1, y las esperanzas y varianzas de Xt coin-
ciden cuando son condicionadas y no condicionadas a los valores anteriores
de la serie. Para t “ 2, 3, . . . , n, se tiene que

Xt | Xt´1 “ xt´1 „ N
`

0, σ2p1 ` β2
1q

˘

.

Y X1 „ N
`

0, σ2p1 ` β2
1q

˘

. Por lo tanto,

Lpα, β, σ2q “ fpx1q

n
ź

t“2
fpxt | xt´1q,

en donde
fpx1q “

1
a

2πσ2p1 ` β2
1q

exp
ˆ

´
1
2

x2
1

σ2p1 ` β2
1q

˙

y

fpxt | xt´1q “
1

a

2πσ2p1 ` β2
1q

exp
ˆ

´
1
2

x2
t

σ2p1 ` β2
1q

˙

.

‚

Enfoque 2. Usando distribución normal multivariada

En el enfoque anterior se tiene la desventaja de que para realizar cálculos
con valores grandes de p y/o q se tienen que manejar demasiados términos y
es difícil explorar más propiedades de la función de verosimilitud, razón por
la cual es útil conocer otra forma de obtenerla aprovechando propiedades
del álgebra lineal y de la distribución normal de los errores, que implican
una distribución normal de las variables aleatorias que forman la serie.

Como X1, . . . , Xn son variables aleatorias, tales que cada una tiene distri-
bución normal, su media es cero y CovpXt, Xt´kq “ EpXtXt´kq “ γpkq,
entonces la densidad conjunta sigue una distribución normal multivariada,
donde el vector de medias es un vector de n ceros y la matriz de varianzas
y covarianzas está dada por

Σ “

¨

˚

˚

˚

˝

γp0q γp1q ¨ ¨ ¨ γpn´ 1q

γp1q γp0q ¨ ¨ ¨ γpn´ 2q
...

... ¨ ¨ ¨
...

γpn´ 1q γpn´ 2q ¨ ¨ ¨ γp0q

˛

‹

‹

‹

‚

. (4.21)
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Debemos suponer que esta matriz tiene inversa (es no singular) y la deno-
tamos por Σ´1. Además, se tiene que X representa el vector columna cuyas
entradas son X1, . . . , Xn y X1 representa el vector transpuesto de X. Nótese
que Σ “ EpX X1q. Entonces, la función de verosimilitud está dada por

Lpα, β, σ2q “ p2πq´n{2pdet Σq´1{2 exp
ˆ

´
1
2X1Σ´1X

˙

. (4.22)

Aquí no se presentan los detalles debido al enfoque introductorio de este
libro, pero la expresión anterior puede tener una forma más compacta
realizando ajustes adicionales. El lector interesado puede consultar ya sea
en el libro de Hamilton (1994) [18] o en el libro de Brockwell y Davis (1987)
[7] para una exposición más detallada, y además consultar algunos de los
métodos numéricos para realizar la optimización de esta función.

Cálculo de la serie de residuos
Suponiendo que los parámetros ya han sido estimados, es posible realizar
el cálculo de la serie de residuos, también llamados residuales. Los residuos
o errores pzt, en muchas ocasiones también denotados como ϵt, son los
valores numéricos de las variables aleatorias Zt después de la estimación de
los parámetros. A continuación se describe el procedimiento para calcularlos.

Supongamos una serie de n observaciones conocidas (disponibles) ex-
presada por x1, x2, . . . , xn para la cual hemos ajustado un modelo
ARMApp, qq, obviamente con n ą máxtp, qu. Para calcular la serie de los
residuos pz1, pz2, . . . , pzn, se puede comenzar suponiendo px1 “ xn, entonces
pz1 “ x1 ´ px1, y para valores de t “ 2, . . . , n,

pxt “

p˚
ÿ

i“1
pαixt´i `

q˚
ÿ

j“1

pβj pzt´j , (4.23)

y
pzt “ xt ´ pxt. (4.24)

Los valores de p˚ y q˚ se refieren al número de observaciones y/o residuos
disponibles para el cálculo y las podemos definir para cada valor de t como

p˚ “ mı́ntt´ 1, pu y q˚ “ mı́ntt´ 1, qu. (4.25)
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Conociendo los valores de los residuos se aplican las pruebas de correcta
especificación y se determina si los parámetros estimados del modelo son
estadísticamente significativos.

4.3. Verificación

En esta sección se exponen algunas de las pruebas de hipótesis más conocidas
para verificar la correcta especificación del modelo. Lo anterior consiste en
probar que se cumplen las hipótesis de los modelos ARMA (y/o ARIMA)
sobre los residuos. Además, se habla sobre un criterio para elegir un modelo
sobre otro cuando ambos parecen ser adecuados para una misma serie de
tiempo.

Prueba de no heterocedasticidad

La prueba de no heterocedasticidad de White (1980) [36] se basa en una
regresión auxiliar del cuadrado de los residuos (o errores) pz2 sobre todos los
regresores originales xit, sus cuadrados x2

it y los productos cruzados de los
regresores. La prueba contrasta la hipótesis de homocedasticidad H0 contra
la hipótesis alternativa de heterocedasticidad Ha de la siguiente manera:

H0 : EpZ2
i q “ σ2 para todo valor de i

vs
Ha : EpZ2

i q ‰ σ2 al menos para un valor de i.

El estadístico de prueba de White se calcula como nR2 donde R2 es el
coeficiente de determinación de la regresión auxiliar y n es el tamaño de la
muestra.

Rechazamos H0 en el nivel α si el estadístico de prueba excede el valor
crítico de una distribución χ2 con grados de libertad igual al número de
regresores incluidos en la regresión auxiliar.

De manera más explícita, consideremos el modelo

Yi “ β1 ` β2X2i ` β3X3i ` pzi, i “ 1, . . . , n. (4.26)
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La hipótesis a contrastar es

H0 : Eppz2
i q “ σ2 vs. Ha : Eppz2

i q “ σ2
i .

El modelo para la varianza está dado por

σ2
i “ α1 ` α2X2i ` α3X3i ` α4X

2
2i ` α5X

2
3i ` α6X2iX3i ` ui.

La hipótesis que se contrasta es

H0 : α2 “ α3 “ α4 “ α5 “ α6 “ 0,
vs.

Ha : αi ‰ 0 para alguna i “ 2, . . . , 6.

Notemos que bajo H0 la varianza de los errores es constante,

σ2
i “ α1.

Pasos para realizar el contraste

Estimar por MC la regresión de interés y calcular los errores.

Estimar por MC la siguiente regresión auxiliar,

e2
i “ α1 ` α2X2i ` α3X3i ` α4X

2
2i ` α5X

2
3i ` α6X2iX3i ` ui

y calcular el coeficiente de determinación R2.

Calcular el estadístico de prueba como nR2, que sigue asintóticamente
una distribución χ2 con k´1 grados de libertad, donde k es el número
de parámetros de la regresión auxiliar.

La hipótesis H0 se rechaza al nivel de significancia α, si nR2 ą c,
donde c es el cuantil 1 ´α de una distribución χ2 con k´ 1 grados de
libertad.

Adicional a lo anterior, la gráfica de la serie de tiempo de los residuos es una
herramienta útil para visualizar la variabilidad de los errores y formarnos
una idea de si el supuesto de varianza constante se cumple o no. Si visual-
mente va cambiando la amplitud de la serie en el tiempo, habrá indicios de
heterocedasticidad.
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Prueba de normalidad
Habitualmente las pruebas de normalidad de los errores se realizan usando
la información de los coeficientes de asimetría y curtosis.

Consideremos una variable aleatoria Xt con media µ y varianza σ2
x. Además,

definimos y denotamos el i-ésimo momento centrado como µi :“ ErXt ´µsi.
Nótese, por ejemplo, que usando esta notación se tiene que σ2

x “ µ2. Los
coeficientes de asimetría y curtosis se definen como

γ1 “
µ3

µ
3{2
2

y γ2 “
µ4
µ2

2
.

Dado que el supuesto sobre los errores es que Zt „ Np0, σ2q, entonces,
teóricamente, γ1 “ 0 y γ2 “ 3. Bajo la hipótesis nula de normalidad de los
errores, es posible comparar los momentos de los errores estimados con los
momentos teóricos de la distribución normal. Considerando estos aspectos
teóricos, la prueba de Jarque y Bera (1980, 1987) [21, 22] tiene el siguiente
estadístico:

jb “ n

ˆ

pg1q2

6 `
pg2 ´ 3q2

24

˙

,

en donde las estimaciones muestrales están dadas por

g1 “
m3

m
3{2
2

y g2 “
m4
m2

2
; con mi “

1
n

n
ÿ

t“1
pxt ´ xqi.

Bajo la hipótesis nula de que la variable se distribuye normal, el estadístico
de prueba jb se distribuye asintóticamente como una variables aleatoria χ2

con dos grados de libertad, χ2
p2q

. Lo anterior debido a que jb se calcula como
la suma de los cuadrados de dos variables independientes asintóticamente
normales estandarizadas, véase Bowman y Shenton (1975) [3].

El criterio de decisión de la prueba es que si el estadístico de prueba jb es
mayor al valor del cuantil p1 ´ αq de la variable χ2

p2q
, es decir, χ2

p2q
p1 ´ αq,

se rechaza la hipótesis nula al nivel de significancia α. Análogamente, si el
p ´ value “ P pχ2

p2q
ě jbq es menor a α, entonces la hipótesis nula H0 se

rechaza al nivel de significancia α.
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Prueba de no autocorrelación
La prueba de Ljung-Box (Portmanteau) consiste en determinar si las m pri-
meras autocorrelaciones simples de Xt son conjuntamente significativas. El
estadístico de la prueba de Ljung-Box para la hipótesis nula de no autoco-
rrelación está dado por

QLB “ npn` 2q

m
ÿ

k“1

pρ2
k

n´ k
, (4.27)

donde n es el número de observaciones en la serie de tiempo y cada
coeficiente de autocorrelación simple pρ2

k está ponderado por el número
n´ k. El estadístico de prueba QLB converge en distribución a una χ2 con
m grados de libertad. Bajo la hipótesis nula, H0 : ρ1 “ ρ2 “ . . . “ ρk “ 0,
la prueba Portmanteau de Box y Pierce (1970) [6] de ruido blanco fue
retomada y refinada en la prueba de Ljung y Box (1978) [27].

Otra manera de detectar posible correlación es observando los gráficos de las
funciones de autocorrelación simple (ACF) y parcial (PACF), aunque como
todo criterio gráfico, se debe tener cuidado en formalizar con las pruebas
estadísticas las conjeturas visuales.

El criterio de Akaike
Supongamos que mediante las funciones ACF y PACF se ha identificado
una colección de modelos ARMA para diferentes órdenes de p y q, y que
además cumplen con los supuestos probabilísticos de no autocorrelación
de los errores, homocedasticidad y distribución normal. Para decidir cuál
modelo describe mejor la serie de tiempo se procede a comparar los modelos
en competencia mediante criterios de información y medidas de precisión
de pronóstico.

Si dos de los modelos seleccionados son anidados, en el sentido de que un
modelo es una restricción del otro (por ejemplo, un modelo ARp2q versus
un modelo ARMAp2, 2q), se puede seleccionar el mejor modelo aplicando
el principio de modelación de lo general a lo específico (general-to-specific
modelling). Dicha metodología consiste en simplificar un modelo general
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que caracteriza adecuadamente la serie observada, mediante pruebas
estadísticas que justifican la reducción de parámetros estimados en el
modelo inicial. Se pueden consultar los detalles de esta metodología en
Campos et al. (2005) [9].

Si los modelos en competencia no están anidados, entonces se pueden
utilizar criterios de información como el número AIC y el número BIC,
en los que toma relevancia el número de parámetros k de un modelo. Por
ejemplo, para un modelo ARMApp, qq se tiene que k “ p ` q ` 1; si el
modelo se estima con constante, entonces k “ p ` q ` 2, y después se elige
el modelo que minimiza el número AIC o el número BIC.

El criterio de información de Akaike (AIC, por sus siglas en inglés) fue
desarrollado en 1974 [1] para series temporales, el cual está dado por

AIC “ ´2 LL ` k, (4.28)

donde LL denota el logaritmo de la verosimilitud del modelo estimado y k
es el número de parámetros estimados. Entre menor es el AIC, mayor es la
verosimilitud del modelo y el ajuste es mejor.

Otro criterio de ajuste es el llamado criterio de información bayesiano de
Schwarz (1978) [34]. Este valor, denotado por las siglas BIC, está definido
como

BIC “ ´2 LL ` k lnT, (4.29)

en donde LL y k tienen el mismo significado que en (4.28) y T representa
el tamaño de la muestra. De la misma forma que el AIC, entre menor es el
BIC, mayor es la verosimilitud del modelo y mejor el ajuste.

Error de pronóstico

La bondad de predicción de un modelo se puede evaluar por medio de las
magnitudes de los errores de predicción, definidos como las diferencias entre
el valor observado y su pronóstico estimado. Adicional a los criterios anterio-
res, la medición de estos errores constituye un criterio para elegir entre dos
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modelos. La decisión de cuál es el mejor modelo para una serie de tiempo
requiere considerar la precisión con la que cada modelo calcula nuevos datos.

En la práctica, cuando se ajusta un modelo, es común dividir los datos dis-
ponibles en dos conjuntos: el primero denominado datos de entrenamiento
y el segundo conocido como datos de prueba. Los datos de entrenamiento
se utilizan para estimar los parámetros del modelo, mientras que los datos
de prueba sirven para evaluar la precisión de las predicciones estimadas
mediante dicho modelo. La comparación entre los datos de prueba y las
predicciones debería proporcionar un indicador confiable de la bondad del
modelo para pronosticar nuevos datos, debido a que los datos de prueba no
se emplean para determinar dichas predicciones.

Uno de los criterios más comunes para decidir el mejor modelo de pre-
dicción entre varios candidatos, consiste en elegir aquel modelo con menor
error cuadrático medio (ECM) de los errores de pronóstico. Más adelante,
en la sección 5 se comenta más ampliamente sobre los pronósticos y el ECM.

4.4. Ejemplo con datos reales

En esta sección se desarrolla un modelo para la serie de tiempo de la
temperatura promedio mensual de una región tropical en el periodo de
enero de 1975 a diciembre de 2000, medida en grados centígrados. Primero
se presenta un breve análisis descriptivo de los datos y posteriormente se
aplica la metodología de Box-Jenkins para seleccionar el modelo estadísti-
camente más adecuado.

En el Apéndice se pueden consultar los códigos utilizados. El análisis se
hizo con ayuda del software estadístico R, donde se hicieron las pruebas
estadísticas sobre los residuos, estimaciones y pronósticos con la ayuda de
los siguientes paquetes de funciones: aTSA, astsa, forecast, tsoutliers
y whitestrap.
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Tiempo
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32

Figura 4.9: Serie de tiempo de las temperaturas medias mensuales xt

de enero de 1975 a diciembre de 2000.

Análisis de los datos

La temperatura promedio durante el mes t se denotará como xt, para
t “ 1, 2, . . . , 312, en donde t “ 1 corresponde al mes de enero de 1975 y
t “ 312 corresponde al mes de diciembre del año 2000.

En el periodo de estudio la menor temperatura media mensual fue de
21.6˝C y se registró en enero de 1976 y la más alta fue de 31.3˝C en el mes
de junio de 1998. Finalmente, la temperatura media mensual promedio del
periodo de estudio fue de 26.8˝C.

En la figura 4.9 se observa que la serie de tiempo aparentemente tiene
un valor medio y una varianza constantes. También se puede observar
que no presenta un componente de tendencia, aunque sí se observa un
componente de estacionalidad anual de 12 periodos, inducido por la perio-
dicidad mensual de los datos. Tales características nos permiten suponer
que es probable que los datos no se comporten como un proceso estacionario.
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Figura 4.10: Funciones ACF y PACF de la serie txtu.

Con la finalidad de reconocer evidencia acerca de la estacionariedad de
la serie de tiempo, se analiza la gráfica de la función de autocorrelación
muestral (ACF). En la figura 4.10 se presenta la gráfica de la función ACF
muestral de las primeras 50 autocorrelaciones de la serie txtu. Se observa
que las autocorrelaciones disminuyen lentamente hacia cero, evidenciando
que la serie no se comporta como un proceso ruido blanco, ya que la
autocorrelación de una serie estacionaria decae hacia cero relativamente
rápido, mientras que para una serie no estacionaria disminuirá lentamente.
También es útil observar el comportamiento de la función de autoco-
rrelación parcial (PACF) muestral, que permite notar que las primeras
autocorrelaciones parciales no parecen ser estadísticamente igual a cero.

Ahora bien, con la finalidad de atenuar el componente cíclico de la serie txtu,
aplicamos una diferencia estacional, es decir, una diferenciación respecto del
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rezago 12, ya que la periodicidad de la serie de tiempo es mensual. La serie
de tiempo diferenciada se calcula como

yt “ ∇12xt,

en donde

∇12xt “ xt ´ xt´12 “ p1 ´B12qxt.

Tiempo

y t
“
x

t
´
x

t´
12

t

1978 1981 1984 1987 1990 1993 1996 1999

-2

-1

0

1

2

Figura 4.11: Serie de tiempo de la diferencia estacional de la temperatura
media mensual yt de enero de 1971 a diciembre de 2000.

La variable yt, para t “ 1, 2, . . . , 300 representa la variación de la tempe-
ratura con respecto a la observada en el mismo mes del año anterior. El
comportamiento de la serie tytu se muestra en la figura 4.11, donde se pue-
de observar que se asemeja al de una variable estacionaria, es decir, con
media y varianza constantes y sin comportamientos cíclicos evidentes.
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6 12 18 24 30 36 42 486 12 18 24 30 36 42 48
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Figura 4.12: Funciones ACF y PACF de la serie tytu.

El comportamiento de las funciones ACF y PACF de la serie diferenciada
se muestra en la gráfica 4.12. En la función ACF se puede observar que los
valores que se toman respecto a rezagos más lejanos disminuyen hacia cero
de manera rápida. También se observa que únicamente las autocorrelaciones
respecto de los primeros rezagos y respecto del rezago 12 son grandes. En
la gráfica de la función PACF se observa que las autocorrelaciones parciales
respecto de los primeros rezagos y de los rezagos 12 y 24 son grandes.

Los pocos saltos observados en los gráficos anteriores no son un impedimento
para sospechar que la serie tytu se comporta como una variable estacionaria.

Para determinar si la serie de tiempo se comporta como un proceso esta-
cionario, además de analizar el comportamiento de las funciones de autoco-
rrelación y autocorrelación parcial, realizamos pruebas para determinar el
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orden de integración de la serie. A continuación se presentan los resultados
de la prueba de hipótesis Dickey-Fuller aumentada (ADF), descrita en la
sección 4.1 de las series txtu y tytu, donde

H0: La serie tiene una raíz unitaria,

es decir, la serie no es estacionaria.

Lo primero que hay que decidir es con cuántos rezagos realizar la prueba
ADF, es decir, cuántos rezagos de la diferencia ∇xt´i se deben incluir en la
ecuación

∇xt “ µ` βxt´1 ` δt`

s
ÿ

i“1
γi∇xt´i ` pzt, (4.30)

y si los parámetros µ y δ son distintos de cero en el modelo de la prueba.

La decisión de cuántos rezagos incluir en la ecuación (4.30) (el valor de s)
está relacionada con el orden autorregresivo que suponemos tiene la serie
txtu, así como del tamaño del ciclo presente en los datos para realizar la
prueba.

La decisión acerca de los parámetros µ y δ de la ecuación (4.30) de la prueba
ADF genera las siguientes especificaciones:

Sin constante y sin tendencia (µ “ 0 y δ “ 0).

Con constante y sin tendencia (µ ‰ 0 y δ “ 0).

Con constante y con tendencia (µ ‰ 0 y δ ‰ 0).

De acuerdo con la información de la gráfica de la serie de tiempo de
las temperaturas esbozada en la figura 4.9, en donde se observa que no
tiene un componente de tendencia determinística, y que su valor medio es
distinto de cero, la especificación de la ecuación (4.30) con constante y sin
tendencia parece la más adecuada. Sin embargo, es adecuado considerar
también los resultados de las otras especificaciones para concluir acerca de
la estacionariedad de la serie de tiempo.
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µ “ 0 y δ “ 0 µ ‰ 0 y δ “ 0 µ ‰ 0 y δ ‰ 0
Rezago ADF p-value ADF p-value ADF p-value

0 ´0.485 0.50 ´6.310 0.01 ´6.280 0.01
1 ´0.747 0.41 ´10.01 0.01 ´10.04 0.01
2 ´0.865 0.37 ´12.90 0.01 ´13.06 0.01
3 ´0.737 0.42 ´12.38 0.01 ´12.66 0.01
4 ´0.635 0.45 ´11.73 0.01 ´12.18 0.01
5 ´0.507 0.50 ´12.27 0.01 ´12.99 0.01
6 ´0.457 0.51 ´13.17 0.01 ´14.60 0.01
7 ´0.425 0.52 ´11.37 0.01 ´13.50 0.01
8 ´0.308 0.55 ´7.150 0.01 ´8.790 0.01
9 ´0.279 0.56 ´4.170 0.01 ´5.120 0.01
10 ´0.384 0.53 ´2.450 0.15 ´2.810 0.24
11 ´0.460 0.51 ´1.670 0.46 ´1.630 0.73
12 ´0.286 0.56 ´2.010 0.32 ´1.980 0.58
13 ´0.158 0.60 ´2.220 0.24 ´2.120 0.52

Nota: p-value “ 0.01 significa p-value ď 0.01.

Tabla 4.2: Prueba de Dickey-Fuller aumentada para la serie txtu.

Los resultados de la prueba ADF para la serie de tiempo de las temperaturas
medias se muestran en la tabla 4.2. La conclusión de la prueba ADF no es la
misma con las tres especificaciones que se muestran en la tabla. Los resulta-
dos de la prueba que modela los datos sin tendencia y sin constante (µ “ 0
y δ “ 0) y que considera términos de ∇xt´i para i “ 1, . . . , 13, no rechazan
la hipótesis nula de raíz unitaria al 95 % de confianza. Sin embargo, los
resultados de las pruebas con constante y sin tendencia (µ ‰ 0 y δ “ 0), y
de la prueba con constante y con tendencia (µ ‰ 0 y δ ‰ 0) que incluyen los
términos de ∇xt´i para i “ 1, . . . , 9 rechazan la hipótesis de raíz unitaria,
pero cuando se consideran los términos de ∇xt´i para i “ 10, 11, 12, 13, los
resultados tampoco rechazan la hipótesis de raíz unitaria. Por lo tanto, de-
bemos concluir que existe evidencia estadística para no rechazar la hipótesis
de raíz unitaria, es decir, no se puede decir que la serie txtu sea estacionaria.
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µ “ 0 y δ “ 0 µ ‰ 0 y δ “ 0 µ ‰ 0 y δ ‰ 0
Rezago ADF p-value ADF p-value ADF p-value

0 ´12.57 0.01 ´12.55 0.01 ´12.57 0.01
1 ´9.10 0.01 ´9.08 0.01 ´9.12 0.01
2 ´6.85 0.01 ´6.84 0.01 ´6.88 0.01
3 ´6.17 0.01 ´6.16 0.01 ´6.22 0.01
4 ´5.85 0.01 ´5.83 0.01 ´5.92 0.01
5 ´5.52 0.01 ´5.50 0.01 ´5.60 0.01
6 ´5.31 0.01 ´5.29 0.01 ´5.39 0.01
7 ´5.72 0.01 ´5.71 0.01 ´5.81 0.01
8 ´5.70 0.01 ´5.69 0.01 ´5.76 0.01
9 ´5.32 0.01 ´5.31 0.01 ´5.40 0.01
10 ´5.17 0.01 ´5.16 0.01 ´5.29 0.01
11 ´7.91 0.01 ´7.90 0.01 ´8.06 0.01
12 ´6.81 0.01 ´6.80 0.01 ´6.94 0.01
13 ´5.84 0.01 ´5.83 0.01 ´6.01 0.01

Nota: p-value “ 0.01 significa p-value ď 0.01.

Tabla 4.3: Prueba de Dickey-Fuller aumentada para la serie tytu.

En la tabla 4.3 se presentan los resultados de la prueba ADF para la serie
diferenciada con respecto al rezago 12 de la temperatura: yt “ ∇xt´12.
En las distintas especificaciones de la prueba, se rechaza la hipótesis
nula de raíz unitaria al 99 % de confianza. Este resultado, junto con el
comportamiento de las funciones ACF y PACF de la serie de tiempo tytu,
nos permite concluir que esta serie es estacionaria.

Es importante tener en cuenta que, dado que la serie de tiempo de la tem-
peratura es integrada de orden 1, la transformación wt “ p1´Bqp1´B12qxt

implicaría una sobrediferenciación.

Es frecuente modelar las series de tiempo estacionales (que se caracteri-
zan por exhibir correlaciones más fuertes en los rezagos estacionales) como
procesos SARIMA porque contienen relativamente pocos parámetros para
modelarlas. Sin embargo, en la práctica se debe elegir el modelo adecuado
para las características de la serie observada.
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Por lo anterior, para considerar las características estacionales de la serie
de tiempo txtu, se explora un modelo para la diferencia estacional yt “

p1 ´B12qxt de las temperaturas medias, es decir, yt “ ∇12xt. Puesto que la
serie tytu cumple con ser estacionaria, es adecuado representarla mediante
un modelo ARMApp, qq.

Identificación

El objetivo principal en la fase de identificación de la metodología
Box-Jenkins es reconocer el comportamiento de procesos estacionarios
ARMApp, qq a través del comportamiento de las funciones ACF y PACF
muestrales.

Es importante señalar que un valor grande en la función ACF o en la
función PACF con respecto al k-ésimo rezago puede no ser relevante si se
encuentra aislado. En el caso de la serie tytu, tanto en la función ACF como
en la función PACF se observa que se reducen rápidamente sus valores
hacia cero; en particular en la función ACF a partir del rezago cuatro y en
la función PACF a partir del rezago tres.

En la gráfica de la función ACF se puede observar que el valor de la
autocorrelación con respecto al rezago 12 es alto, pero aislado. En el caso
de la función PACF los valores con respecto a los rezagos 12, 24 y 36 son
grandes, pero decrecientes y aislados. Los valores altos en las funciones ACF
y PACF con respecto al rezago 12 nos lleva a considerar empíricamente
el modelo ARMAp12, 12q para la serie tytu. Además, se deben considerar
alternativas con menos parámetros que posiblemente tengan un mejor
ajuste. Por tanto, también se estudian dos modelos ARMA con algún valor
de p o q igual a 12 y el otro con un valor menor a 12. El modelo que aquí
se prueba considerando la información del rezago 12 de la función PACF,
y reduciendo los términos de medias móviles, es el modelo ARMAp12, 4q.
El modelo que se especifica para considerar el rezago 12 de la función
ACF, y que además reduce los parámetros autorregresivos, es el modelo
ARMAp3, 12q.

A partir de la información anterior, se presentan los siguientes modelos
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ARMA para la serie tytu y un modelo SARIMA para la serie txtu, con la
finalidad de modelar mejor el efecto estacional.

1. El primer modelo que se analiza para la serie tytu es un modelo ARMA
con orden autorregresivo igual a 12 (p “ 12) y con orden en medias
móviles también de 12 (q “ 12). Se hace énfasis en que el valor p “ 12
se identifica debido a que en la gráfica de la función PACF de la serie
tytu que se muestra en la figura 4.12, se observa que la autocorrelación
parcial respecto del rezago número 12 es el más grande. De manera
similar, observando la gráfica de la función ACF de la serie tytu (fi-
gura 4.12) se observa que la autocorrelación respecto del rezago 12 es
la más grande, por lo que se elige q “ 12. En este caso, el modelo
ARMAp12, 12q a estimar para la serie tytu es

Yt “ α `

12
ÿ

i“1
pαiYt´i ` βiZt´iq ` Zt.

2. El segundo modelo propuesto es un ARMAp12, 4q, autorregresivo de
orden 12 y medias móviles de orden 4. El modelo a estimar es

Yt “ α `

12
ÿ

i“1
αiYt´i `

4
ÿ

j“1
βjZt´j ` Zt.

3. Un tercer modelo propuesto es un ARMAp3, 12q autorregresivo de
orden 3 con medias móviles de orden 12. El modelo a estimar es

Yt “ α `

3
ÿ

i“1
αiYt´i `

12
ÿ

j“1
βjZt´j ` Zt.

4. Una cuarta propuesta es un modelo SARIMA, en la notación de la
Definición 3.18 ARIMAp3, 0, 0qr0, 1, 1s12 para la serie txtu. Es decir,
se modelan los datos de las temperaturas mensuales mediante un mo-
delo que considera (con respecto al rezago s “ 12) una diferenciación
estacional (D “ 1), medias móviles estacionales de orden uno (Q “ 1)
y orden autorregresivo (no estacional) igual a tres (p “ 3).
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ARMAp12, 12q ARMAp12, 4q ARMAp3, 12q

coef. e.e. coef. e.e. coef. e.e.
ar1 0.362 0.097 ar1 0.036 0.126 ar1 0.348 0.070
ar2 0.058 0.107 ar2 ´0.168 0.086 ar2 0.072 0.079
ar3 0.244 0.108 ar3 ´0.244 0.084 ar3 0.207 0.073
ar4 ´0.002 0.116 ar4 ´0.210 0.090 ar4
ar5 0.054 0.114 ar5 0.225 0.064 ar5
ar6 0.012 0.110 ar6 0.167 0.060 ar6
ar7 ´0.019 0.113 ar7 0.121 0.060 ar7
ar8 ´0.144 0.099 ar8 ´0.050 0.058 ar8
ar9 ´0.049 0.105 ar9 ´0.038 0.058 ar9
ar10 0.071 0.101 ar10 ´0.005 0.056 ar10
ar11 0.137 0.102 ar11 0.072 0.054 ar11
ar12 ´0.014 0.082 ar12 ´0.423 0.058 ar12
ma1 ´0.084 0.091 ma1 0.197 0.138 ma1 ´0.052 0.050
ma2 0.100 0.098 ma2 0.367 0.071 ma2 0.070 0.059
ma3 ´0.152 0.102 ma3 0.590 0.088 ma3 ´0.123 0.060
ma4 0.024 0.098 ma4 0.520 0.119 ma4 0.031 0.052
ma5 ´0.126 0.100 ma5 ma5 ´0.068 0.053
ma6 0.043 0.118 ma6 ma6 0.042 0.049
ma7 ´0.040 0.116 ma7 ma7 ´0.043 0.049
ma8 0.081 0.105 ma8 ma8 ´0.028 0.053
ma9 0.029 0.110 ma9 ma9 ´0.035 0.052
ma10 0.038 0.100 ma10 ma10 0.004 0.055
ma11 0.008 0.105 ma11 ma11 0.086 0.057
ma12 ´0.924 0.110 ma12 ma12 ´0.884 0.048
cte 0.023 0.016 cte ´0.026 0.081 cte 0.027 0.012

Tabla 4.4: Parámetros (coef.) y sus respectivos errores estándar (e.e.) para
los modelos ARMA propuestos para la serie de tiempo tytu.

Las estimaciones del parámetro α y de los coeficientes αi y βj (redondeados
a tres decimales) se encuentran en la tabla 4.4 para los modelos ARMA. La
estimación del modelo SARIMA se muestra en la tabla 4.5. En esta últi-
ma, la abreviación sma1 se refiere al parámetro estacional de medias móviles.
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coef. error estándar

ar1 0.2595 0.0573
ar2 0.1713 0.059
ar3 0.1233 0.059
sma1 ´0.8873 0.0445
cte 0.002 0.0013

AIC “ 675.16

Prueba Jarque Bera
χ2 (Ji-cuadrada) “ 3.4093, g.l. “ 2, p-value “ 0.1818

Prueba de White
χ2 (Ji-cuadrada) “ 16.26, g.l. “ 2, p-value “ 0.0003

Prueba de Ljung-Box
rezagos “ 24, estadístico “ 24.69, p-value “ 0.213
rezagos “ 36, estadístico “ 40.78, p-value “ 0.137
rezagos “ 42, estadístico “ 43.61, p-value “ 0.245

Tabla 4.5: Parámetros estimados y pruebas del modelo SARIMA:
ARIMAp3, 0, 0qr0, 1, 1s12 para la serie txtu.

Estas cuatro especificaciones de modelos de series de tiempo nos permitirán
evaluar estadísticamente si es necesario o no, incorporar los términos
autorregresivos y de promedios móviles de orden 12. También permiten
evaluar cuántos de estos términos autorregresivos y de medias móviles son
significativos para modelar la serie, y si es mejor considerar un modelo que
capture los efectos estacionales. Estas decisiones se toman en la fase de
verificación de la metodología Box-Jenkins que se presenta en la siguiente
sección, considerando los criterios de información y las pruebas de correcta
especificación de los modelos estimados.
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Modelo ARMAp12, 12q ARMAp12, 4q ARMAp3, 12q

No Autocorrelación: Prueba de Ljung-Box

estadístico 10.341 33.867 14.657
p-value 0.0158 4.295e´ 05 0.1008
rezagos 27 24 24

estadístico 15.839 43.17 23.241
p-value 0.1987 0.00194 0.3312
rezagos 36 36 36

estadístico 18.762 45.099 24.5
p-value 0.4066 0.0115 0.6025
rezagos 42 42 42

Normalidad: Prueba de Jarque-Bera

estadístico 2.2603 0.5046 2.3379
p-value 0.323 0.777 0.3107

g.l. 2 2 2

No Heterocedasticidad: Prueba de White

estadístico 0.56 1.57 0.62
p-value 0.754 0.455 0.733

g.l. 2 2 2

AIC 689.26 749.45 679.65

Tabla 4.6: Pruebas de correcta especificación para los modelos ARMA
de la serie tytu.

Verificación

En esta fase se evalúan los residuos (errores estimados) de los modelos
propuestos de acuerdo con las pruebas estadísticas para verificar que
cumplan con los supuestos del modelo. En la tabla 4.6 se presentan los
resultados de la prueba Ljung-Box para evaluar si los errores se comportan
como un proceso de ruido blanco, la prueba de Jarque-Bera para evaluar
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la normalidad, y la prueba de White para evaluar la homocedasticidad
de los errores y el coeficiente AIC de cada modelo. Los resultados de las
pruebas de correcta especificación del modelo SARIMA se muestra en la
tabla 4.5. Finalmente, los resultados de las pruebas ADF de los errores de
cada modelo se presentan las Tablas 4.7 - 4.10. Nota: en los resultados que
se muestran en las tablas, p-value “ 0.01 significa p-value ď 0.01.

En la tabla 4.6 se puede ver que en los tres modelos ARMA existe evidencia
estadística suficiente para no rechazar la hipótesis de homocedasticidad ni
la hipótesis de la distribución normal de los errores con valores del p-value
mayores que 0.10.

En el caso de la prueba Ljung-Box, se presentan los resultados de 3 pruebas
que consideran cantidades distintas de rezagos, los cuales en conjunción
con el número de parámetros estimados (p ` q ` 2) determinan los grados
de libertad del estadístico de la prueba.

α=0 y δ=0 α ‰ 0 y δ “ 0 α ‰ 0 y δ ‰ 0
Rezago ADF p-value ADF p-value ADF p-value

0 ´17.4 0.01 ´17.4 0.01 ´17.3 0.01
1 ´12.3 0.01 ´12.3 0.01 ´12.3 0.01
2 ´9.86 0.01 ´9.85 0.01 ´9.83 0.01
3 ´8.82 0.01 ´8.81 0.01 ´8.79 0.01
4 ´8.07 0.01 ´8.06 0.01 ´8.04 0.01
5 ´7.24 0.01 ´7.23 0.01 ´7.21 0.01
6 ´6.48 0.01 ´6.47 0.01 ´6.45 0.01
7 ´6.02 0.01 ´6.01 0.01 ´5.99 0.01
8 ´5.49 0.01 ´5.48 0.01 ´5.46 0.01
9 ´5.07 0.01 ´5.05 0.01 ´5.03 0.01
10 ´4.86 0.01 ´4.86 0.01 ´4.82 0.01
11 ´4.80 0.01 ´4.80 0.01 ´4.75 0.01
12 ´4.60 0.01 ´4.60 0.01 ´4.56 0.01

Tabla 4.7: Prueba de Dickey-Fuller. Errores del modelo ARMAp12, 12q.
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α=0 y δ=0 α ‰ 0 y δ “ 0 α ‰ 0 y δ ‰ 0
Rezago ADF p-value ADF p-value ADF p-value

0 ´17.5 0.01 ´17.5 0.01 ´17.4 0.01
1 ´12.6 0.01 ´12.6 0.01 ´12.6 0.01
2 ´10.4 0.01 ´10.4 0.01 ´10.4 0.01
3 ´9.35 0.01 ´9.34 0.01 ´9.40 0.01
4 ´8.35 0.01 ´8.35 0.01 ´8.43 0.01
5 ´7.24 0.01 ´7.24 0.01 ´7.34 0.01
6 ´6.48 0.01 ´6.47 0.01 ´6.57 0.01
7 ´6.06 0.01 ´6.06 0.01 ´6.17 0.01
8 ´5.50 0.01 ´5.49 0.01 ´5.59 0.01
9 ´4.96 0.01 ´4.96 0.01 ´5.06 0.01
10 ´4.67 0.01 ´4.67 0.01 ´4.82 0.01
11 ´5.47 0.01 ´5.49 0.01 ´5.66 0.01
12 ´5.41 0.01 ´5.42 0.01 ´5.58 0.01

Tabla 4.8: Prueba de Dickey-Fuller. Errores del modelo ARMAp12, 4q.

α “ 0 y δ “ 0 α ‰ 0 y δ “ 0 α ‰ 0 y δ ‰ 0
Rezago ADF p-value ADF p-value ADF p-value

0 ´17.4 0.01 ´17.3 0.01 ´17.3 0.01
1 ´12.5 0.01 ´12.4 0.01 ´12.4 0.01
2 ´10.2 0.01 ´10.2 0.01 ´10.2 0.01
3 ´9.03 0.01 ´9.01 0.01 ´8.99 0.01
4 ´7.93 0.01 ´7.92 0.01 ´7.89 0.01
5 ´6.81 0.01 ´6.80 0.01 ´6.77 0.01
6 ´6.08 0.01 ´6.07 0.01 ´6.05 0.01
7 ´5.98 0.01 ´5.97 0.01 ´5.94 0.01
8 ´5.63 0.01 ´5.62 0.01 ´5.59 0.01
9 ´4.90 0.01 ´4.89 0.01 ´4.85 0.01
10 ´4.42 0.01 ´4.42 0.01 ´4.35 0.01
11 ´4.45 0.01 ´4.46 0.01 ´4.37 0.01
12 ´4.34 0.01 ´4.34 0.01 ´4.27 0.01

Tabla 4.9: Prueba de Dickey-Fuller. Errores del modelo ARMAp3, 12q.
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α=0 y δ=0 α ‰ 0 y δ “ 0 α ‰ 0 y δ ‰ 0
Rezago ADF p-value ADF p-value ADF p-value

0 ´17.7 0.01 ´17.7 0.01 ´17.6 0.01
1 ´12.6 0.01 ´12.6 0.01 ´12.6 0.01
2 ´10.4 0.01 ´10.4 0.01 ´10.4 0.01
3 ´8.73 0.01 ´8.72 0.01 ´8.71 0.01
4 ´7.70 0.01 ´7.69 0.01 ´7.68 0.01
5 ´6.56 0.01 ´6.55 0.01 ´6.54 0.01
6 ´5.87 0.01 ´5.86 0.01 ´5.84 0.01
7 ´5.99 0.01 ´5.98 0.01 ´5.96 0.01
8 ´5.75 0.01 ´5.74 0.01 ´5.72 0.01
9 ´4.97 0.01 ´4.96 0.01 ´4.93 0.01
10 ´4.06 0.01 ´4.05 0.01 ´4.01 0.01
11 ´3.62 0.01 ´3.60 0.01 ´3.55 0.04
12 ´4.07 0.01 ´4.06 0.01 ´3.99 0.01

Tabla 4.10: Prueba de Dickey-Fuller. Errores del modelo SARIMA:
ARIMAp3, 0, 0qr0, 1, 1s12 de la serie txtu.

En el caso del modelo ARMAp12, 12q, cuando se considera un total de 27
rezagos, el estadístico de prueba tiene una distribución χ2 con 3 grados
de libertad (27 ´ pp ` qq) y un p-value de 0.0158, lo cual implica que la
prueba rechaza el supuesto de no autocorrelación al 95 % de confianza, sin
embargo, con un total de rezagos de 36 y 42, el supuesto se satisface al
95 % de confianza.

Ahora, en el caso del modelo ARMAp12, 4q, aplicando la misma prueba
no se cumple con el supuesto de no autocorrelación al 95 % de confianza
en ninguno de los tres casos. Esta conclusión también se evidencia en la
gráfica de las autocorrelaciones de los residuos del modelo, en donde se
observa que las autocorrelaciones con respecto al rezago 12 y 24 toman
valores estadísticamente diferente de cero. A diferencia de los modelos
ARMAp12, 12q y ARMAp12, 4q, el modelo ARMAp3, 12q satisface el supues-
to de no autocorrelación y es el que presenta el segundo menor número AIC
de los tres modelos ARMA estimados. De la información en la tabla 4.5
se puede concluir con un 95 % de confianza, que los errores del modelo
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ARIMAp3, 0, 0qr0, 1, 1s12 no rechazan la hipótesis de no autocorrelación ni
la hipótesis de distribución normal: sin embargo, se rechaza la hipótesis de
no heterocedasticidad.

Las figuras 4.13, 4.14, 4.15, 4.16, 4.17 y 4.18 muestran las gráficas de la
serie, el diagrama de cuantiles, la función ACF y la función PACF de
los errores de los modelos ARMAp12, 12q, ARMAp12, 4q y ARMAp3, 12q.
Las figuras 4.19 y 4.20 muestran las correspondientes gráficas del modelo
SARIMA, es decir, del modelo ARIMAp3, 0, 0qr0, 1, 1s12.

Ahora se analiza la estacionariedad de los residuos de los modelos
ARMAp12, 12q, ARMAp12, 4q, ARMAp3, 12q y del modelo SARIMA repre-
sentado como ARIMAp3, 0, 0qr0, 1, 1s12. Observando los resultados en las
Tablas 4.7 a 4.10, se puede concluir que en todos los casos se rechaza la hipó-
tesis nula de raíces unitarias con un 99 % de confianza, es decir, los residuos
de los cuatro modelos estimados se comportan como variables estacionarias.

Por otro lado, debido a que los modelos ARMAp12, 12q y ARMAp12, 4q no
cumplieron el supuesto de autocorrelación, y el modelo ARIMAp3, 0, 0qr0, 1, 1s12
rechaza el supuesto de no heterocedasticidad, el modelo preferible es el
ARMAp3, 12q.



i
i

“Series-main” — 2025/1/14 — 17:45 — page 207 — #207 i
i

i
i

i
i

4.4. EJEMPLO CON DATOS REALES 207

Tiempo

p z t
:E

rr
or

es
m

od
el

o
A

R
M

A
(1

2,
12

)

t

1978 1984 1990 1996

-2

-1

0

1

2

-3 -2 -1 0 1 2 3

-3
-2

-1
0

1
2

3

Cuantiles teóricos
C

ua
nt

ile
s

m
ue

st
ra

le
s

Figura 4.13: Serie de los errores del modelo ARMAp12, 12q

y su diagrama de cuantiles.
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Figura 4.14: Funciones ACF y PACF de los errores
del modelo ARMAp12, 12q.
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Figura 4.15: Serie de los errores del modelo ARMAp12, 4q

y su diagrama de cuantiles.
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Figura 4.16: Funciones ACF y PACF de los errores
del modelo ARMAp12, 4q.
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Figura 4.17: Serie de los errores del modelo ARMAp3, 12q

y su diagrama de cuantiles.
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Figura 4.18: Funciones ACF y PACF de los errores
del modelo ARMAp3, 12q.
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Figura 4.19: Serie de los errores del modelo SARIMA
y su diagrama de cuantiles.
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Figura 4.20: Funciones ACF y PACF de los errores del modelo SARIMA.
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Pronóstico muestral
Después de haber realizado la estimación de los parámetros de nuestro
modelo y de haber verificado que se cumplan los supuestos estadísticos
de los errores o residuos, podemos hacer un pronóstico muestral, es decir,
realizar una predicción de los valores pxn`1, pxn`2, . . . , pxn`s de la serie
aprovechando las observaciones disponibles. Conforme el valor de s sea más
grande, se terminará la información real de la serie y comenzaremos a usar
las mismas predicciones para alimentar el modelo. Lo anterior provocará
que entre más grande sea el valor de s, más incierta será la predicción pxs.

La idea básica es avanzar paso por paso. Por ejemplo, para la serie
x1, x2, . . . , xn supongamos el modelo ARMApp, qq con término constante α.
Ya conociendo los valores de los residuos, entonces

pxn`1 “ pα `

p
ÿ

i“1
pαi xn`1´i `

q
ÿ

j“1

pβj pzn`1´j , (4.31)

y
pzn`1 “ 0. (4.32)

Para valores de t “ 2, . . . , s,

pxn`t “ pα `

p
ÿ

i“1
pαix

˚
n`t´i `

q
ÿ

j“1

pβj pzn`t´j , (4.33)

y
pzn`t “ 0. (4.34)

Observe que se combinan tanto observaciones conocidas como observaciones
pronosticadas a partir del tiempo n ` 2. Usamos la notación x˚

n`t´i para
indicar que se debe usar pxn`t´i si t ´ i ą 0 y se debe usar la observación
xn`t´i si t ´ i ď 0. Por otro lado, conforme s crece, la parte autoregre-
siva del modelo se vuelve más importante que la parte de promedios móviles.

Retomando nuestro ejemplo, en nuestra serie ya diferenciada y1, y2, . . . , yn,
donde n “ 300, evaluaremos s “ 12 pronósticos. Para calcular el error
cuadrático medio de predicción del modelo ARMAp3, 12q, utilizaremos los
valores conocidos de las observaciones y301, . . . , y312. Como se menciona
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al final de la sección anterior, estos datos son conocidos como datos de
prueba, mientras que las primeras 300 observaciones sirven como datos de
entrenamiento. Cabe señalar que, en la serie de temperaturas original, es
necesario conocer los datos de un año a partir del último dato de entrena-
miento para tener 12 observaciones conocidas de la serie diferenciada.

Así, el error cuadrático medio se calculará como

ECM “
1
12

12
ÿ

t“1
py300`t ´ py300`tq

2, (4.35)

donde los valores de py300`t para t “ 1, 2, . . . , 12 se calculan con las fórmulas
(4.31) a (4.34).

Mes Observación ARMAp12, 12q ARMAp12, 4q ARMAp3, 12q

real

Enero ´1.2 0.388 0.303 0.381
Febrero ´0.4 0.523 0.504 0.468
Marzo ´1.4 ´0.687 ´0.573 ´0.597
Abril 0.2 0.365 0.273 0.586
Mayo ´0.8 0.888 0.820 1.160
Junio 0.7 1.057 0.918 1.401
Julio 0.5 0.511 ´0.034 0.889
Agosto 1.4 1.383 0.160 1.787
Septiembre 0.3 1.024 ´0.204 1.343
Octubre 1.1 1.346 0.243 1.566
Noviembre ´0.8 0.279 ´0.370 0.307
Diciembre 0.8 1.099 0.239 1.146

Tabla 4.11: Pronósticos para los modelos ARMA estimados.

Para los otros modelos ARMA es posible seguir el mismo procedimiento que
para el cálculo de los pronósticos y del ECM. Para el modelo SARIMA, el
cálculo se realizó únicamente mediante el software R. Los pronósticos mues-
trales estimados para cada modelo ARMA se muestran en la tabla 4.11,
para el modelo SARIMA en la tabla 4.12, y el error cuadrático medio del
pronóstico (y de los datos de entrenamiento considerando t “ 1, . . . , 300)
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para cada modelo se muestra en la tabla 4.13.

Mes Real Pronóstico Mes Real Pronóstico

Enero 22.0 23.298 Julio 28.0 28.502
Febrero 23.8 24.441 Agosto 27.9 28.423
Marzo 25.7 26.351 Septiembre 27.0 28.080
Abril 28.0 28.362 Octubre 26.1 26.812
Mayo 27.7 29.579 Noviembre 24.7 25.785
Junio 28.2 29.142 Diciembre 23.8 24.213

Tabla 4.12: Pronósticos para el modelo SARIMA: ARIMAp3, 0, 0qr0, 1, 1s12.

La información del error cuadrático medio indica que con los datos de
entrenamiento, el modelo con mejor desempeño es el que satisfase todos
los supuestos sobre los errores, es decir, el ARMAp3, 12q. El modelo con
menor ECM con los datos de prueba es el ARMAp12, 12q. Sin embargo,
este modelo no cumple con el supuesto de no autocorrelación de los errores
en el rezago 27. De los modelos analizados, el único que satisface todos los
supuestos sobre los errores es el ARMAp3, 12q. Aunque no es el de menor
ECM con los datos de prueba, sí es el mejor en los datos de entrenamiento.

Modelo Datos ECM

ARMAp12, 12q Entrenamiento 0.439
Prueba 0.727

ARMAp12, 4q Entrenamiento 0.620
Prueba 0.812

ARMAp3, 12q Entrenamiento 0.460
Prueba 0.944

ARIMAp3, 0, 0qr0, 1, 1s12 Entrenamiento 0.482
Prueba 0.884

Tabla 4.13: Error cuadrático medio de los datos de entrenamiento y de los
pronósticos.

Una vez presentadas las especificaciones de los modelos que cumplen
los supuestos estadísticos para los residuos, como en el caso del modelo
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ARMAp3, 12q, es posible proceder a realizar pruebas de significancia de los
parámetros estimados. Por ejemplo, como se puede observar en la tabla 4.4,
en el modelo ARMAp3, 12q la estimación de β10 relacionada con el término
ma10 (Zt´10) es de 0.004, lo cual parece no ser significativo en el modelo.
Para verificar estadísticamente si un parámetro es significativo, se puede
aplicar la prueba t, donde el estadístico T se calcula dividiendo el valor del
parámetro estimado entre su error estándar. Si |T | ą tn´pp`qq,1´α{2 (cuantil
1 ´α{2 con n´ pp` qq grados de libertad de una distribución t de Student),
se rechaza la hipótesis nula (el parámetro es igual a cero) con un nivel de
significancia de α y se concluye que el parámetro es significativo. Se podría
volver a realizar la estimación omitiendo ese término del modelo y proceder
nuevamente a verificar los supuestos sobre los residuos. Es posible que
siga siendo un buen modelo en el sentido de que no rechazar los supuestos
probabilísticos de los residuos y con la ventaja de tener menos parámetros.
Sin embargo, este análisis extra no se incluye porque está más allá de los
objetivos de nuestro texto.

4.5. Ejercicios

Identificación

96. Mencione algún fenómeno de la naturaleza que considere que genera
una serie de tiempo estacionaria. ¿Cree usted que se podría modelar
con un modelo autorregresivo? Explique su respuesta.

97. Mencione algún fenómeno de la naturaleza que usted considere que
genera una serie de tiempo no estacionaria. Explique su respuesta.

98. Mencione algún fenómeno económico que considere que genera una
serie de tiempo estacionaria. ¿Cree usted que se podría modelar con
un modelo autorregresivo? Explique su respuesta.

99. Mencione algún fenómeno económico que usted considere que genera
una serie de tiempo no estacionaria. Explique su respuesta.

100. Intente explicar por qué para una serie de tiempo no estacionaria, el
gráfico de la función ACF puede mostrar alturas que van decreciendo
muy lentamente.
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101. Intente explicar por qué para una serie de tiempo estacionaria cuyo
gráfico de la función PACF muestra alturas muy cercanas a cero des-
pués del rezago k, se sugiere como posible elección un modelo ARpkq.

102. ¿Es posible que una serie de tiempo con tendencia lineal sea estacio-
naria?

Estimación

103. Demostrar que la matriz de autocorrelaciones dada en (4.9) es una
matriz invertible.

104. Dado el siguiente modelo ARMAp2, 1q,

Xt “ 0.5Xt´1 ´ 0.3Xt´2 ` Zt ´ 0.7Zt´1,

donde los residuos son normales: Zt „ Np0, 1q,

a) Calcule la varianza de Xt.
b) Calcule la densidad de Xt condicionada a los valores de Xt´1 “

xt´1 y Xt´2 “ xt´2.

105. En el análisis de una serie de tiempo se ha identificado que un modelo
ARMAp1, 1q con media cero es el más apropiado para describir un con-
junto de datos. Los parámetros estimados son pα1 “ 0.8 y pβ1 “ ´0.5.
Obtenga la expresión de la función de verosimilitud suponiendo que
Zt „ Np0, σ2q. Obtenga el estimador máximo verosímil del parámetro
σ2.

106. Dada una serie de tiempo tYtu, se ha ajustado un modelo ARMAp2, 1q

con los siguientes parámetros estimados: pα1 “ 0.6, pα2 “ 0.2 y pβ1 “

´0.4. ¿Cuál es la expresión de la función de verosimilitud suponien-
do que Zt „ Np0, σ2q? Obtenga el estimador máximo verosímil del
parámetro σ2.

107. Supongamos que tenemos la siguiente serie de tiempo txtu con 24
observaciones:

4.2, 4.4, 4.1, 4.7, 4.9, 4.8, 4.6, 4.3,
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4.2, 4.5, 4.6, 4.8, 4.9, 5.1, 5.3, 5.5,

5.7, 5.9, 6.1, 6.3, 4.2, 4.4, 4.1, 4.7.

a) Utilice el método de las ecuaciones de Yule-Walker para estimar
los 3 parámetros (α1, α2, σ

2) de un modelo ARp2q con media cero
para modelar la serie dada por yt “ xt ´ x24.

b) Ahora, utilice nuevamente el método de las ecuaciones de Yule-
Walker para estimar los 4 parámetros (α1, α2, α3, σ

2) de un mo-
delo ARp3q con media cero para modelar la serie tytu.
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Capítulo 5

Algunos resultados sobre
pronósticos

Uno de los objetivos principales en el análisis de las series de tiempo es el
de pronosticar o estimar el valor de una serie observada para algún tiempo
futuro. Este tiempo futuro puede ser cualquier tiempo que se encuentre
después de la última observación o dato registrado. Supondremos que se
conocen los valores de las primeras n variables X1, . . . , Xn y deseamos
encontrar un pronóstico para Xn`s, para algún número entero s ě 0,
incluimos el valor s “ 0 como un caso especial. Véase la figura 5.1. Junto a
tal estimación se busca idealmente también contar con una cuantificación
de la precisión de la estimación.

Este capítulo contiene una breve introducción al tema de los pronósticos
en las series de tiempo. Supondremos que conocemos el modelo teórico
tXt : t P Zu de la serie observada y que todos sus parámetros son conocidos,
o bien han sido estimados.

217
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Pronóstico

xt

t
0 n` s1 2 3 4 n¨ ¨ ¨

Figura 5.1: Pronóstico al tiempo futuro n` s.

5.1. La esperanza condicional como pronóstico

Supondremos que se tienen n observaciones o registros X1, . . . , Xn de los
primeros tiempos de una serie y que deseamos pronosticar el valor de Xn`s,
con s ě 1 un entero fijo. Denotaremos por X̂npsq a tal estimador y lo
llamaremos también pronóstico. Una manera de definir a X̂npsq es a través
de la siguiente esperanza condicional.

Definición 5.1 Dada una serie de tiempo tXt : t P Zu con esperanza
finita y dados números enteros n ě 1 y s ě 0, se define el estimador

X̂npsq :“ EpXn`s |X1, . . . , Xnq. (5.1)

La variable aleatoria X̂npsq es la esperanza condicional de la observación
futura Xn`s dadas las variables aleatorias X1, . . . , Xn. El número n indica
el número de datos observados y s ě 0 es un número entero tal que n ` s
representa el tiempo futuro para el cual se desea hacer el pronóstico.

En términos generales, la esperanza condicional (5.1) se puede escribir
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como EpX |Y q, en donde X y Y son dos variables aleatorias. En este caso,
X es Xn`s y Y es el vector aleatorio pX1, . . . , Xnq. Uno de sus posibles
valores es el número EpX |Y “ yq, en donde y es cualquier valor de Y . A
esta última cantidad también se le llama esperanza condicional y se estudia
en los cursos básicos de probabilidad.

Parte de la dificultad para entender el término EpX |Y q es que su defini-
ción se expresa en términos de tres propiedades que identifican de manera
única a esta esperanza condicional. A continuación se expone esta defini-
ción, aunque se debe advertir al lector que la comprensión de este concepto
no es sencilla, pues se encuentran involucrados varios conceptos técnicos: la
esperanza condicional EpX |Y q es una variable aleatoria que satisface las
siguientes tres propiedades:

1. Es σpY q-medible.

2. Tiene esperanza finita.

3. Para cualquier evento G P σpY q,

EpX ¨ 1Gq “ EpEpX |Y q ¨ 1G q.

Se puede comprobar que las tres propiedades anteriores determinan de
manera única (en el sentido casi seguro) a la variable EpX |Y q, es decir,
si ẼpX |Y q es otra variable aleatoria que satisface las propiedades ante-
riores, entonces ẼpX |Y q “ EpX |Y q, casi seguramente. Para la primera
propiedad, σpY q es la mínima σ-álgebra respecto de la cual Y es variable
aleatoria. En la tercera propiedad el símbolo 1G indica la función indicadora
del evento G.

En general, no es fácil encontrar EpX |Y q, o su distribución o caracterís-
ticas; su manejo se lleva a cabo a través de las propiedades que satisface,
adicionales a las que aparecen en la definición. Algunas de estas propiedades
se enuncian a continuación:

Epc |Y q “ c, en donde c es una constante.

EpcX |Y q “ cEpX |Y q, c constante.
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Si X ě 0 entonces EpX |Y q ě 0.

EpX1 `X2 |Y q “ EpX1 |Y q ` EpX2 |Y q.

Las variables aleatorias X y EpX |Y q tienen la misma esperanza, es
decir,

EpEpX |Y qq “ EpXq.

Si X y Y son independientes entonces EpX |Y q “ EpXq.

Si Z es σpY q-medible, entonces EpXZ |Y q “ Z EpX |Y q.

Las igualdades anteriores se cumplen en el sentido casi seguro, aunque es-
ta condición no se indique. Se puede encontrar mayor información sobre
EpX |Y q en los libros de A. Gut [17] o en D. Williams [37]. La esperanza
condicional EpX |Y q también se denota por el símbolo EpX |σpY qq, es de-
cir, la esperanza condicional de X dada la σ-álgebra σpY q. Este es un caso
particular del término EpX | G q, la esperanza condicional de X dada una
σ-álgebra G . Este concepto general se estudia en las referencias indicadas.

Error del estimador
Regresando al estimador (5.1), el error se define como la diferencia

enpsq :“ Xn`s ´ X̂npsq.

Este término es una variable aleatoria que no la conocemos, pues Xn`s es
desconocida; sin embargo, se pueden calcular sus momentos. Por ejemplo, el
error cuadrático medio de un estimador gpX1, . . . , Xnq para Xn`s, basado
en las observaciones X1, . . . , Xn, es el número no negativo

ECM “ EpXn`s ´ gpX1, . . . , Xnqq2.

La función g debe ser tal que gpX1, . . . , Xnq es una variable aleatoria con
segundo momento finito. Cuando tal función g es EpXn`s |X1, . . . , Xnq,
como aparece en (5.1), el error cuadrático medio es ECM “ Epe2

npsqq.

El siguiente resultado interesante establece que el estimador X̂npsq, definido
en (5.1), minimiza el error cuadrático medio cuando se le compara con
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cualquier otro estimador basado en las variables aleatorias X1, . . . , Xn.

Proposición 5.1 Sea tXt : t P Zu una serie de tiempo con segundo
momento finito. Sea X̂npsq el estimador definido en (5.1). Para cualquier
variable aleatoria gpX1, . . . , Xnq se cumple que

EpXn`s ´ X̂npsqq2 ď EpXn`s ´ gpX1, . . . , Xnqq2.

La demostración de este resultado no se presenta en este trabajo, sin
embargo, se puede consultar en el texto de D. Williams [37].

En general no se puede hacer el cálculo del estimador (5.1) sin contar con
la manera en la que están relacionadas las variables aleatorias X1, . . . , Xn

y Xn`s. Considerando varios modelos particulares para tXt : t P Zu, a
continuación se presentan algunas fórmulas para X̂npsq, los cuales son casos
en los que es relativamente fácil encontrar la esperanza condicional (5.1).

Pronóstico en una serie con tendencia

Consideremos el modelo de serie tXt : t P Zu dado por

Xt “ mt ` Zt, t P Z,

en donde mt es una función determinista del tiempo y tZt : t P Zu es un
proceso de ruido de media cero y varianza σ2 ą 0. La función mt representa
el componente de tendencia, puede ser lineal, cuadrática o presentar cual-
quier otro tipo de comportamiento. Para cualquier entero s ě 0 se puede
calcular el estimador (5.1) de la siguiente manera:

X̂npsq “ EpXn`s |X1, . . . , Xnq

“ Epmn`s ` Zn`s |X1, . . . , Xnq

“ mn`s ` EpZn`s |X1, . . . , Xnq

“ mn`s ` EpZn`sq

“ mn`s. (5.2)
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De esta manera, la estimación para Xn`s es simplemente la tendencia mt

evaluada en el tiempo futuro t “ n ` s. A partir de la serie observada
x1, . . . , xn, se puede estimar la tendencia mt y el resultado anterior corres-
ponde a la hipótesis de que la tendencia permanece válida en el tiempo
futuro señalado. Por supuesto, tal hipótesis es muy aventurada y difícil-
mente contaremos con suficientes elementos para justificarla. Por otro lado,
el error del pronóstico (5.2) es

enpsq “ Xn`s ´ X̂npsq

“ mn`s ` Zn`s ´mn`s

“ Zn`s,

de modo que, Epenpsqq “ EpZn`sq “ 0. La varianza del error es la siguiente
cantidad, la cual no depende del parámetro s,

Varpenpsqq “ VarpZn`sq “ σ2.

El error cuadrático medio del estimador (5.2) es

ECM “ EpXn`s ´ X̂npsqq2

“ Epmn`s ` Zn`s ´mn`sq2

“ EpZn`sq2

“ σ2.

Pronóstico en el modelo ARp1q

Sea tXt : t P Zu una serie de tiempo que sigue el modelo ARp1q, es decir,

Xt “ αXt´1 ` Zt, t P Z. (5.3)

No utilizaremos la hipótesis ´1 ă α ă 1, la cual garantiza que el proceso
es estacionario. Supongamos primero que deseamos pronosticar el valor de
la serie un tiempo después del último momento observado, es decir, s “ 1.
Substituyendo t “ n` 1 en el modelo (5.3), tenemos que

Xn`1 “ αXn ` Zn`1.



i
i

“Series-main” — 2025/1/14 — 17:45 — page 223 — #223 i
i

i
i

i
i

5.1. LA ESPERANZA CONDICIONAL COMO PRONÓSTICO 223

Por lo tanto,

X̂np1q “ EpXn`1 |X1, . . . , Xnq

“ EpαXn ` Zn`1 |X1, . . . , Xnq

“ αEpXn |X1, . . . , Xnq ` EpZn`1 |X1, . . . , Xnq

“ αXn ` EpZn`1q

“ αXn.

Esto significa que el pronóstico es un factor de la última observación Xn.
Un cálculo similar muestra que el estimador para el caso s “ 2 es

X̂np2q “ αX̂np1q “ α2Xn.

De manera más general, el pronóstico para el caso s ě 1 se muestra en
el siguiente recuadro. Los detalles de la demostración se dejan como ejercicio.

Proposición 5.2 Sea tXt : t P Zu una serie de tiempo que sigue un
modelo ARp1q especificado en (5.3). Sea s ě 0 un número entero. El
pronóstico para Xn`s basado en X1, . . . , Xn y definido en (5.1) es

X̂npsq “ αsXn. (5.4)

De esta manera, el pronóstico sólo hace uso de la última variable observada
Xn. Se puede comprobar que el error del pronóstico (5.4) es

enpsq “ Xn`s ´ X̂npsq

“ Zn`s ` αZn`s´1 ` α2 Zn`s´2 ` ¨ ¨ ¨ ` αs´1 Zn`1.

Es claro que Epenpsqq “ 0. A partir de lo anterior se puede demostrar que

Varpenpsqq “ EpZn`s ` αZn`s´1 ` α2 Zn`s´2 ` ¨ ¨ ¨ ` αs´1 Zn`1q2

“ σ2 1 ´ α2s

1 ´ α2 , α2 ‰ 1.

El error cuadrático medio del estimador (5.4) es, para α2 ‰ 1,

ECM “ EpXn`s ´ X̂npsqq2 “ Epe2
npsqq “ Varpenpsqq “ σ2 1 ´ α2s

1 ´ α2 .
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En la sección de ejercicios se pide comprobar las fórmulas anteriores en el
caso de este mismo modelo ARp1q, pero de media µ. Se puede comprobar
que únicamente en la expresión para X̂npsq aparece el parámetro µ, en el
resto de las fórmulas tal parámetro no aparece.

Pronóstico en el modelo MAp1q

Consideremos ahora una serie de tiempo tXt : t P Zu que sigue el modelo
MAp1q dado por

Xt “ Zt ` βZt´1, t P Z. (5.5)

Deseamos estimar el valor de Xn`s a partir de X1, . . . , Xn usando el pro-
nóstico dado por la esperanza condicional (5.1). Primero consideraremos el
caso s “ 1 y después el caso s ě 2.

Caso s “ 1. Substituyendo t por n` 1 en el modelo (5.5) tenemos que

Xn`1 “ Zn`1 ` β Zn.

Tomando esperanza condicional respecto de X1, . . . , Xn, obtenemos
que

X̂np1q “ EpZn`1 |X1, . . . , Xnq ` β EpZn |X1, . . . , Xnq.

Como Zn`1 es independiente de las variables X1, . . . , Xn, la primera
esperanza se reduce a EpZn`1q “ 0. Para la segunda esperanza se
explica una manera de obtener una aproximación suponiendo que el
proceso es invertible. Bajo tal hipótesis, por la ecuación (3.6) que
aparece en la página 85,

Zn “

8
ÿ

k“0
p´βqkXn´k

«

n´1
ÿ

k“0
p´βqkXn´k.

Observe que se ha recortado la suma infinita a sólo los primeros n
sumandos y por ello sólo se tiene un valor aproximado. A partir de esta
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expresión aproximada tenemos que Zn es una función de X1, . . . , Xn

y la esperanza condicional respecto de estas variables es la misma Zn,
es decir,

EpZn |X1, . . . , Xnq “

n´1
ÿ

k“0
p´βqkXn´k « Zn.

Por lo tanto, el estimador que se propone es
X̂np1q :“ β Zn.

Caso s ě 2. Comprobaremos que es suficiente analizar el caso s “ 2.
Tomando t “ n` 2 en el modelo (5.5), tenemos que

Xn`2 “ Zn`2 ` βZn`1.

Como s ě 2, las variables Zn`s y Zn`1 son independientes de las ob-
servaciones X1, . . . , Xn, de modo que al tomar esperanza condicional
respecto de X1, . . . , Xn, obtenemos la ecuación

X̂npsq “ EpZn`s |X1, . . . , Xnq ` βEpZn`s´1 |X1, . . . , Xnq

“ EpZn`sq ` βEpZn`s´1q

“ 0.

Incorporando los dos casos anteriores, tenemos el siguiente resultado.

Proposición 5.3 Sea tXt : t P Zu una serie que sigue un modelo MAp1q

especificado en (5.5). Sea s ě 1 un entero. El pronóstico para Xn`s

basado en X1, . . . , Xn y definido en (5.1) es

X̂npsq “

#

βZn si s “ 1,
0 si s ě 2.

(5.6)

El error del estimador es
enpsq “ Xn`s ´ X̂npsq

“ Zn`s ` βZn`s´1 ´ X̂npsq

“

#

Zn`1 si s “ 1,
Zn`s ` βZn`s´1 si s ě 2.
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Se puede comprobar que Epenpsqq “ 0 y que el error cuadrático medio del
estimador (5.6) es

ECM “ EpXn`s ´ X̂npsqq2

“ Epe2
npsqq

“ Varpenpsqq

“

#

σ2 si s “ 1,
p1 ` β2qσ2 si s ě 2.

En la sección de ejercicios se pide comprobar las fórmulas anteriores en el
caso de este mismo modelo MAp1q pero de media µ. Es posible comprobar
que únicamente en la expresión para X̂npsq aparece el parámetro µ, en el
resto de las fórmulas no aparece.

§

Como es evidente en los ejemplos presentados, encontrar el pronóstico me-
diante la esperanza condicional (5.1) depende en gran medida de la facilidad
con la que tal esperanza se pueda calcular. A continuación se estudia el caso
restringido en el que al pronóstico se le pide que sea una función lineal de
las observaciones.

5.2. Pronóstico lineal para series estacionarias
En esta sección supondremos que la serie tXt : t P Zu es estacionaria, con-
sideraremos que se conocen los valores iniciales X1, . . . , Xn y que deseamos
encontrar el mejor pronóstico lineal para Xn`s, con s ě 1 un número entero.
A tal estimador lo denotaremos por el símbolo ℓX̂npsq, y lo llamaremos pro-
nóstico lineal. La letra ℓ indica que el estimador debe ser una función lineal
de los datos X1, . . . , Xn, es decir, para ciertas constantes a0, a1, . . . , an, la
expresión general del estimador debe ser

ℓX̂npsq :“ a0 ` a1X1 ` ¨ ¨ ¨ ` anXn.

Dentro de todos estos estimadores lineales buscamos aquel que minimice el
error cuadrático medio dado por

ECM “ EpXn`s ´ ℓX̂npsqq2.
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Al estimador lineal con error cuadrático mínimo se le llama el mejor estima-
dor lineal por mínimos cuadrados. De esta manera, si X̂npsq es el estimador
EpXn`s |X1, . . . , Xnq definido en la sección anterior y ℓ̂ es cualquier es-
timador lineal para Xn`s basado en X1, . . . , Xn, entonces se cumplen las
desigualdades

EpXn`s ´ X̂npsqq2 ď EpXn`s ´ ℓX̂npsqq2 ď EpXn`s ´ ℓ̂q2.

Debe observarse que si el estimador general (esperanza condicional) X̂npsq
resulta ser una función lineal de las variables predictoras X1, . . . , Xn,
entonces coincide con el estimador lineal ℓX̂npsq y el error cuadrático medio
es el mismo para ambos estimadores.

El resultado que aparece a continuación garantiza la existencia y unicidad
del mejor estimador lineal ℓX̂npsq. Por brevedad en la escritura, a la función
de autocovarianza γpτq “ CovpXt, Xt`τ q, para una serie estacionaria, la
escribiremos como γτ o bien γpτq.

Proposición 5.4 Sea tXt : t P Zu una serie de tiempo estacionaria de
media µ y función de autocovarianza γτ , ambas conocidas. Sea s ě 1 un
número entero. El estimador lineal por mínimos cuadrados para el valor
Xn`s, basado en X1, . . . , Xn, es

ℓX̂npsq “ a0 ` a1X1 ` ¨ ¨ ¨ ` anXn, (5.7)

en donde el primer coeficiente a0 está dado por

a0 “ p1 ´

n
ÿ

i“1
aiqµ, (5.8)

y los otros coeficientes a1, . . . , an son la solución al sistema de ecuaciones
¨

˚

˚

˚

˚

˚

˝

γ0 γ1 γ2 ¨ ¨ ¨ γn´1
γ1 γ0 γ1 ¨ ¨ ¨ γn´2
γ2 γ1 γ0 ¨ ¨ ¨ γn´3
...

...
... . . . ...

γn´1 γn´2 γn´3 ¨ ¨ ¨ γ0

˛

‹

‹

‹

‹

‹

‚

¨

˚

˚

˚

˚

˚

˝

a1
a2
a3
...
an

˛

‹

‹

‹

‹

‹

‚

“

¨

˚

˚

˚

˚

˚

˝

γn`s´1
γn`s´2
γn`s´3

...
γs

˛

‹

‹

‹

‹

‹

‚

. (5.9)
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Demostración. El error cuadrático medio del estimador (5.7) es la si-
guiente función de varias variables,

ECMpa0, . . . , anq “ EpXn`s ´ a0 ´ a1X1 ´ ¨ ¨ ¨ ´ anXnq2.

Esta es una función cuadrática de n` 1 variables y es no negativa, es decir,
está acotada inferiormente por el valor 0. Por lo tanto, su valor mínimo se
alcanza por lo menos para algún valor del vector pa0, a1, . . . , anq, el cual
satisface las ecuaciones que se obtienen al igualar a cero la derivada de la
función ECMpa0, . . . , anq.

Derivando respecto de a0, a1, . . . , an, e igualando a cero, se encuentran las
siguientes ecuaciones:

B

Ba0
ECMpa0, . . . , anq “ ´2EpXn`s ´ a0 ´ a1X1 ´ ¨ ¨ ¨ ´ anXnq “ 0,

y para j “ 1, . . . , n,
B

Baj
ECMpa0, . . . , anq “ ´2ErpXn`s ´ a0 ´ a1X1 ´ ¨ ¨ ¨ ´ anXnqXjs “ 0.

Simplificando la primera ecuación se obtiene µ´ a0 ´ a1 µ´ ¨ ¨ ¨ ´ an µ “ 0,
lo cual se puede escribir como aparece en (5.8). Usando la propiedad
de estacionariedad, la segunda ecuación se reduce a lo siguiente: para
j “ 1, . . . , n,

0 “ EpXn`sXjq ´ a0EpXjq ´ a1EpX1Xjq ´ ¨ ¨ ¨ ´ anEpXnXjq

“ γn`s´j ` µ2 ´ a0 µ´ a1pγ1´j ` µ2q ´ ¨ ¨ ¨ ´ anpγn´j ` µ2q

“ γn`s´j ´ a0 µ´ a1 γ1´j ´ ¨ ¨ ¨ ´ an γn´j ` p1 ´

n
ÿ

i“1
aiqµ

2

looooooomooooooon

a0 µ

“ γn`s´j ´ a1 γ1´j ´ ¨ ¨ ¨ ´ an γn´j . (5.10)

Esto produce el sistema de n ecuaciones lineales para las incógnitas
a1, . . . , an que aparece en la igualdad (5.9) del enunciado. ‚

Más adelante encontraremos una expresión para el error cuadrático medio y
otras propiedades del pronóstico lineal ℓX̂npsq. Como un primer ejemplo, a
continuación se encuentra este estimador en el modelo ARp1q cuando s “ 1.
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Pronóstico lineal en el modelo ARp1q

Consideremos el proceso ARp1q dado por

Xt “ αXt´1 ` Zt, t P Z, (5.11)

en donde tZt : t P Zu es un proceso de ruido con media 0 y varianza
σ2. Sabemos que la serie tXt : t P Zu es causal y, por lo tanto, que es
estacionaria para valores de α tales que ´1 ă α ă 1. En esta sección se
encuentra el estimador lineal por mínimos cuadrados para el valor Xn`1
(es decir, sólo una unidad de tiempo adelante en el futuro), tomando como
datos los valores de las variables X1, . . . , Xn.

La esperanza del proceso (5.11) es EpXtq “ µ “ 0 y la función de autoco-
varianza es

γpτq “ Cov pXt, Xt`τ q “
α|τ |

1 ´ α2 σ
2, para τ P Z.

El estimador lineal por mínimos cuadrados para Xn`1 está dado por la
expresión (5.7), en donde los coeficientes a0, a1, . . . , an están determinados
por las ecuaciones (5.8) y (5.9). Como µ “ 0, de (5.8) se obtiene que a0 “ 0.
Por otro lado, el sistema de ecuaciones (5.8) se reduce a

¨

˚

˚

˚

˚

˚

˝

1 α α2 ¨ ¨ ¨ αn´1

α 1 α ¨ ¨ ¨ αn´2

α2 α 1 ¨ ¨ ¨ αn´3

...
...

... . . . ...
αn´1 αn´2 αn´3 ¨ ¨ ¨ 1

˛

‹

‹

‹

‹

‹

‚

¨

˚

˚

˚

˚

˚

˝

a1
a2
a3
...
an

˛

‹

‹

‹

‹

‹

‚

“

¨

˚

˚

˚

˚

˚

˝

αn

αn´1

αn´2

...
α

˛

‹

‹

‹

‹

‹

‚

.

Se puede comprobar que la solución a este sistema de ecuaciones es

pa1, . . . , an´1, anq “ p0, . . . , 0, αq.

Por lo tanto, el estimador buscado adquiere la forma simple

ℓX̂np1q “ αXn.

Como era de esperarse, esta expresión coincide con la fórmula encontrada,
X̂npsq “ αsXn, que aparece en (5.4) cuando s “ 1. El error cuadrático
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medio, nuevamente, coincide con la expresión encontrada antes, cuando s “

1, el cual resulta ser igual a σ2. El cálculo es sencillo y se puede hacer
directamente de la siguiente manera

EpXn`1 ´ ℓX̂np1qq2 “ EpαXn ` Zn`1 ´ αXnq2 “ EpZ2
n`1q “ σ2.

Propiedades del pronóstico lineal
para series estacionarias

En esta sección se demuestran varias propiedades del estimador lineal por
mínimos cuadrados ℓX̂npsq que aparece en el enunciado de la proposición 5.4.

Proposición 5.5 Bajo la notación e hipótesis de la proposición 5.4, el
estimador lineal por mínimos cuadrados ℓX̂npsq satisface las siguientes
propiedades:

1. ℓX̂npsq “ µ`

n
ÿ

i“1
pXi ´ µq ai.

2. EpℓX̂npsqq “ EpXn`sq “ µ.

3. El valor mínimo del error cuadrático medio es

EpXn`s´ℓX̂npsqq2 “ γp0q´2
n

ÿ

i“1
ai γpn`s´iq`

n
ÿ

i“1

n
ÿ

j“1
ai aj γpj´iq.

4. Er pXn`s ´ ℓX̂npsqq ¨Xj s “ 0, para j “ 1, . . . , n.

5. El estimador ℓX̂npsq es único en el sentido casi seguro.

Demostración.

1. Se substituye la fórmula (5.8) para a0 en la expresión lineal del pro-
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nóstico (5.7) y se obtiene que

ℓX̂npsq “ a0 ` a1X1 ` ¨ ¨ ¨ ` anXn

“ p1 ´

n
ÿ

i“1
aiqµ`

n
ÿ

i“1
aiXi

“ µ`

n
ÿ

i“1
pXi ´ µq ai.

2. Por el inciso anterior,

EpℓX̂npsqq “ Epµ`

n
ÿ

i“1
pXi ´ µq ai q “ µ.

3. El error cuadrático medio del pronóstico es

EpXn`s ´ ℓX̂npsqq2

“ EpX2
n`sq ´ 2EpXn`s ¨ ℓX̂npsqq ` EpℓX̂npsqq2

“ VarpXn`sq ` µ2 ´ 2 ra0 µ`

n
ÿ

i“1
aiEpXn`s ¨Xiqs

`Epµ`

n
ÿ

i“1
pXi ´ µq aiq

2

“ γp0q ` µ2 ´ 2rp1 ´

n
ÿ

i“1
aiqµ

2 `

n
ÿ

i“1
ai rγpn` s´ 1q ` µ2s s

`µ2 ` 0 ` Ep

n
ÿ

i“1
pXi ´ µq aiq

2

“ γp0q ´ 2
n

ÿ

i“1
ai γpn` s´ iq `

n
ÿ

i“1

n
ÿ

j“1
ai aj EpXi ´ µqpXj ´ µq

looooooooooomooooooooooon

γpj´iq

.
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4. El resultado se obtiene al desarrollar el producto y distribuir la espe-
ranza. En efecto,

Er pXn`s ´ ℓX̂npsqq ¨Xj s

“ ErXn`s ¨Xj ´ pa0 ¨Xj `

n
ÿ

i“1
ai ¨Xi ¨Xjq s

“ γpn` s´ jq ` µ2 ´ a0 ¨ µ´

n
ÿ

i“1
ai rγpj ´ iq ` µ2s

“ γpn` s´ jq ´

n
ÿ

i“1
ai γpi´ jq

“ 0.

La última igualdad se obtiene utilizando la identidad (5.10) que apa-
rece en la página 228.

5. Sean a0, a1, . . . , an y a1
0, a

1
1, . . . , a

1
n dos soluciones a las ecuaciones

B

B aj
ECMpa0, . . . , anq “ 0, para j “ 0, 1, . . . , n.

Se denotará por ℓX̂npsq y ℓ1X̂npsq a los pronósticos lineales construidos
a partir de cada conjunto de constantes, respectivamente. Definamos
la variable aleatoria diferencia

Z “ ℓX̂npsq ´ ℓ1X̂npsq

“ pa0 `

n
ÿ

j“1
aj Xjq ´ pa1

0 `

n
ÿ

i“1
a1

j Xjq

“ pa0 ´ a1
0q `

n
ÿ

j“1
paj ´ a1

jqXj .
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Entonces tenemos que EpZq “ 0 y el segundo momento es

EpZ2q “ EpZ ¨ Zq

“ EpZ ¨ rpa0 ´ a1
0q `

n
ÿ

j“1
paj ´ a1

jqXjsq

“

n
ÿ

j“1
paj ´ a1

jqEpZ ¨Xjq

“

n
ÿ

j“1
paj ´ a1

jqEpℓX̂npsq ¨Xj ´ ℓ1X̂npsq ¨Xjq

“

n
ÿ

j“1
paj ´ a1

jq pEpXn`sq ´ EpXn`sqq

“ 0.

La penúltima identidad es consecuencia del inciso p4q, por lo tanto, Z
es una variable aleatoria con segundo momento nulo. En consecuencia,
Z debe ser constante. Este valor constante es su media, que es cero,
es decir, ℓX̂npsq “ ℓ1X̂npsq c.s.

‚

5.3. Pronóstico lineal sin estacionariedad
Primero se estudia este problema en un contexto general y después se
aplican los resultados al caso de series de tiempo no necesariamente esta-
cionarias. Sean W1, . . . ,Wn, Y variables aleatorias con segundo momento
finito. El problema que se plantea aquí es el de pronosticar el valor de Y a
través de una combinación lineal de las variables W1, . . . ,Wn. A diferencia
de lo desarrollado en la sección anterior, lo relevante ahora es que no
supondremos la hipótesis de estacionariedad sobre la sucesión de variables
aleatorias predictoras.

Por simplicidad en la escritura, supondremos que tenemos sólo dos variables
aleatorias predictoras: W1 y W2. El procedimiento es similar al del caso
de n variables. Procediendo así, tenemos la ventaja de que las expresiones
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no aparecen demasiado largas. Por otro lado, para que el pronóstico sea
posible, es necesario suponer que la variable a pronosticar Y y el vector
predictor pW1,W2q están relacionados de alguna manera. Supondremos que
esta relación se conoce a través de las siguientes cantidades:

EpY q.

VarpY q “ Cov pY, Y q.

Cov pY,W1q.

Cov pY,W2q.

pEpW1q, EpW2qq.

VarpW1,W2q “

ˆ

CovpW1,W1q CovpW1,W2q

Cov pW2,W1q Cov pW2,W2q

˙

.

Repetiremos el procedimiento expuesto antes para encontrar el estimador
buscado, el cual denotaremos ahora de manera explícita por el símbolo
ℓŶ pW1,W2q. Recordemos que el estimador debe ser una función lineal de
W1 y W2, es decir, para ciertas constantes a0, a1, a2,

ℓŶ pW1,W2q “ a0 ` a1W1 ` a2W2,

y además debe minimizar el error cuadrático medio, el cual se define como
ECMpa0, a1, a2q “ EpY ´ a0 ´ a1W1 ´ a2W2q2. El resultado es el que se
expone a continuación.
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Proposición 5.6 Sean Y,W1,W2 tres variables aleatorias con segundo
momento finito. El estimador lineal por mínimos cuadrados para Y ba-
sado en W1 y W2 es

ℓŶ pW1,W2q “ a0 ` a1W1 ` a2W2, (5.12)

en donde el coeficiente a0 está dado por

a0 “ EpY q ´ a1EpW1q ´ a2EpW2q, (5.13)

y los coeficientes a1 y a2 son la solución al sistema de ecuaciones
ˆ

CovpW1,W1q CovpW1,W2q

Cov pW2,W1q Cov pW2,W2q

˙ ˆ

a1
a2

˙

“

ˆ

CovpY,W1q

Cov pY,W2q

˙

. (5.14)

Demostración. Derivando el error cuadrático medio respecto de a0, a1
y a2, e igualando a cero, se obtienen las ecuaciones lineales

B

Ba0
ECMpa0, a1, a2q “ ´2EpY ´ a0 ´ a1W1 ´ a2W2q “ 0,

B

Baj
ECMpa0, a1, a2q “ ´2ErpY ´ a0 ´ a1W1 ´ a2W2qWjs “ 0, j “ 1, 2.

Distribuyendo la esperanza en la primera ecuación se obtiene (5.13). De la
segunda ecuación se obtiene

EpY Wjq ´ a0EpWjq ´ a1EpW1Wjq ´ a2EpW2qWjq “ 0, j “ 1, 2.

Substituyendo el valor de a0 y usando la definición Cov pX,Y q “ EpXY q ´

EpXqEpY q, se obtiene el siguiente sistema de ecuaciones para a1 y a2: para
j “ 1, 2,

0 “ Cov pY,Wjq ` EpY qEpWjq

´rEpY q ´ a1EpW1q ´ a2EpW2q sEpWjq

´a1rCov pW1,Wjq ` EpW1qEpWjqs

´a2rCov pW2,Wjq ` EpW2qEpWjqs.

Simplificando se obtiene

Cov pY,Wjq ´ a1 Cov pW1,Wjq ´ a2 Cov pW2,Wjq “ 0, j “ 1, 2.
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Estas dos ecuaciones se pueden escribir en términos matriciales y es así como
aparecen en (5.14). ‚

El resultado recién demostrado es similar al encontrado antes en el contex-
to de series de tiempo estacionarias y se puede extender sin dificultad el
caso Y,W1, . . . ,Wn. Se puede comprobar que los valores de los coeficientes
a0, a1, . . . , an son

a0 “ EpY q ´

n
ÿ

j“1
aj EpWjq,

y escribiendo covpi, jq en lugar de CovpWi,Wjq, las constantes a1, . . . , an

son la solución al sistema de ecuaciones
¨

˚

˚

˚

˝

covp1, 1q covp1, 2q ¨ ¨ ¨ covp1, nq

cov p2, 1q cov p2, 2q ¨ ¨ ¨ cov p2, nq
...

...
...

cov pn, 1q cov pn, 2q ¨ ¨ ¨ cov pn, nq

˛

‹

‹

‹

‚

¨

˚

˚

˚

˝

a1
a2
...
an

˛

‹

‹

‹

‚

“

¨

˚

˚

˚

˝

CovpY,W1q

Cov pY,W2q
...

Cov pY,Wnq

˛

‹

‹

‹

‚

.

Esta ecuación matricial también se puede escribir como

n
ÿ

i“1
aj Cov pWi,Wjq “ Cov pY,Wiq, i “ 1, . . . , n. (5.15)

Observemos que, en el caso de series estacionarias, los términos Cov pWi,Wjq

dependen de i y de j sólo a través de la diferencia j ´ i. Regresando al
caso de dos variables predictoras, encontraremos ahora el valor mínimo que
toma el error cuadrático medio.

Proposición 5.7 El error cuadrático medio del estimador ℓŶ pW1,W2q

definido en (5.12), es

ErpY ´ ℓŶ pW1,W2qq2s “ VarpY q ´ a1 Cov pY,W1q ´ a2 Cov pY,W2q.

Demostración. Substituyendo el valor a0 que aparece en (5.13), tenemos
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que

ErpY ´ ℓŶ pW1,W2qq2s

“ ErpY ´ a0 ´ a1W1 ´ a2W2q2s

“ ErpY ´ EpY q ` a1EpW1q ` a2EpW2q ´ a1W1 ´ a2W2q2s

“ ErpY ´ EpY q ´ a1pW1 ´ EpW1qq ´ a2pEpW2q ´W2qq2s.

Desarrollando el cuadrado sobre los tres términos que aparecen entre parén-
tesis y distribuyendo la esperanza, la expresión anterior se reduce a la que
aparece en el enunciado. ‚

En el caso general de n variables predictoras, se puede comprobar que el
error cuadrático medio del pronóstico lineal por mínimos cuadrados es

ErpY ´ ℓŶ pW1, . . . ,Wnqq2s “ VarpY q ´

n
ÿ

j“1
aj Cov pY,Wjq.

Propiedades del pronóstico lineal
sin estacionariedad
En esta sección se revisan algunas propiedades del pronóstico lineal por
mínimos cuadrados ℓŶ pW1, . . . ,Wnq para series no necesariamente estacio-
narias. Recordemos que este pronóstico tiene la forma

ℓŶ pW1, . . . ,Wnq “ a0 ` a1W1 ` ¨ ¨ ¨ ` anWn, (5.16)

en donde a1, a1, . . . , an son constantes, W1, . . . ,Wn son las variables predic-
toras y Y es la variable a pronosticar. En la demostración de las propiedades
de (5.16) es conveniente usar el siguiente cambio de notación,

PℓpY |W1, . . . ,Wnq :“ ℓŶ pW1, . . . ,Wnq

“ a0 ` a1W1 ` ¨ ¨ ¨ ` anWn. (5.17)

La letra P indica pronóstico y el subíndice ℓ indica que se usan las variables
predictoras W1, . . . ,Wn de manera lineal. Esta notación alternativa es con-
veniente pues permite escribir en la variable a pronosticar Y expresiones más
elaboradas. Véanse, por ejemplo, los enunciados de la siguiente proposición.
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Proposición 5.8 El pronóstico lineal PℓpXn`s |W1, . . . ,Wnq definido
en (5.17) satisface las siguientes propiedades:

1. PℓpY |W1, . . . ,Wnq “ EpY q `

n
ÿ

i“1
ai pWj ´ EpWjqq.

2. EpPℓpY |W1, . . . ,Wnqq “ EpY q.

3. ErpY ´ PℓpY |W1, . . . ,Wnqq ¨Wjs “ 0, j “ 1, . . . , n.

4. ErpY ´ PℓpY |W1, . . . ,Wnqq2s “ VarpY q ´

n
ÿ

i“1
ai Cov pY,Wiq.

5. PℓpX ` Y |W1, . . . ,Wnq “ PℓpX |W1, . . . ,Wnq `

PℓpY |W1, . . . ,Wnq.

6. Si b y c son constantes, entonces

PℓpbY ` c |W1, . . . ,Wnq “ bPℓpY |W1, . . . ,Wnq ` c.

7. Si c0, . . . , cn constantes, entonces

Pℓpc0 `c1W1 `¨ ¨ ¨`cnWn |W1, . . . ,Wnq “ c0 `c1W1 `¨ ¨ ¨`cnWn.

8. Si Cov pY,Wjq “ 0 para j “ 1, . . . , n, entonces

PℓpY |W1, . . . ,Wnq “ EpY q.

9. PℓpPℓpY |W1, . . . ,Wn,Wn`1q |W1, . . . ,Wnq “ PℓpY |W1, . . . ,Wnq.

Antes de demostrar estas afirmaciones haremos algunas observaciones e
interpretaciones. La propiedad p1q proporciona una representación del
pronóstico que sólo depende de a1, . . . , an y no de a0. La identidad p2q dice
que el valor esperado del pronóstico coincide con el valor esperado de la
variable a estimar, es decir, el estimador es insesgado. En la igualdad p4q

se muestra el error cuadrático medio del pronóstico. Las propiedades p5q

y p6q indican que el operador pronóstico es lineal en la variable a estimar.
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Finalmente, en la propiedad p7q se muestra el caso particular cuando la
variable a estimar es una combinación lineal de las variables predictoras.

Demostración.

1. Ya se demostró que a0 “ EpY q ´
řn

i“1 aiEpWiq; Por lo tanto,

PℓpY |W1, . . . ,Wnq “ a0 `

n
ÿ

i“1
aiWi

“ EpY q ´

n
ÿ

i“1
aiEpWiq `

n
ÿ

i“1
aiWi

“ EpY q `

n
ÿ

i“1
ai pWj ´ EpWjqq.

2. Esta identidad es evidente de la propiedad anterior al tomar esperanza.

3. Por la propiedad (1),

ErpY ´ PℓpY |W1, . . . ,Wnqq ¨Wjs

“ EpY Wjq ´ EpY qEpWjq ´

n
ÿ

i“1
aiErpWi ´ EpWiqqWjs

“ Cov pY,Wjq ´

n
ÿ

i“1
ai Cov pWi,Wjq

“ 0.

La última identidad se debe a que los coeficientes a0, a1, . . . , an satis-
facen ese sistema de ecuaciones, el cual se encontró en (5.15).
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4. Usando nuevamente la representación de la propiedad (1),

ErpY ´ PℓpY |W1, . . . ,Wnqq2s

“ ErpY ´ EpY q ´

n
ÿ

i“1
ai pWi ´ EpWiqqq2s

“ ErpY ´ EpY qq2s ´ 2ErpY ´ EpY qq

n
ÿ

i“1
ai pWi ´ EpWiqqs

`Ep

n
ÿ

i“1
ai pWi ´ EpWiqqq2

“ VarpY q ´ 2
n

ÿ

i“1
ai Cov pY,Wiq `

n
ÿ

i“1

n
ÿ

j“1
ai aj Cov pWi,Wjq

“ VarpY q ´ 2
n

ÿ

i“1
ai Cov pY,Wiq `

n
ÿ

i“1
ai

n
ÿ

j“1
Cov pWi,Wjq aj

looooooooooomooooooooooon

CovpY,Wiq

“ VarpY q ´

n
ÿ

i“1
ai Cov pY,Wiq.

5. Denotemos por a0pY q, a1pY q, . . . , anpY q a los coeficientes de la com-
binación lineal del pronóstico para la variable Y , es decir,

PℓpY |W1, . . . ,Wnq “ a0pY q ` a1pY qW1 ` ¨ ¨ ¨ ` anpY qWn.

Los términos a0pXq, a1pXq, . . . , anpXq tienen un significado análogo
para la variable X. Se requiere demostrar que aipX ` Y q “ aipXq `

aipY q, para i “ 1, . . . , n. Así, tenemos que el sistema de ecuaciones
para los coeficientes a1, . . . , an asociados a X`Y es, para i “ 1, . . . , n,

n
ÿ

j“1
Cov pWi,Wjq ajpX ` Y q “ Cov pX ` Y,Wiq

“ Cov pX,Wiq ` Cov pY,Wiq

“

n
ÿ

j“1
Cov pWi,Wjq ajpXq

`

n
ÿ

j“1
Cov pWi,Wjq ajpY q.
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Es decir, para i “ 1, . . . , n,
n

ÿ

j“1
Cov pWi,Wjq r ajpX ` Y q ´ ajpXq ´ ajpY q s “ 0.

Por ejemplo, para el caso de dos variables W1 y W2, tenemos el sistema
de ecuaciones
ˆ

CovpW1,W1q CovpW1,W2q

Cov pW2,W1q Cov pW2,W2q

˙ ˆ

a1pX ` Y q ´ a1pXq ´ a1pY q

a2pX ` Y q ´ a2pXq ´ a2pY q

˙

“

ˆ

0
0

˙

.

Dado que la matriz de covarianzas pCov pWi,Wjqqn
i,j“1 es positiva de-

finida, se concluye que

ajpX ` Y q ´ ajpXq ´ ajpY q “ 0, para j “ 1, . . . , n.

Finalmente,

a0pX ` Y q “ EpX ` Y q ´

n
ÿ

i“1
aipX ` Y qEpWiq

“ EpXq ` EpY q ´

n
ÿ

i“1
r aipXq ` aipY q sEpWiq

“ EpXq ´

n
ÿ

i“1
aipXqWi ` EpY q ´

n
ÿ

i“1
aipY qEpWiq

“ a0pXq ` a0pY q.

6. El sistema de ecuaciones para los coeficientes a1, . . . , an asociados a la
variable a estimar bY es, para i “ 1, . . . , n,

n
ÿ

j“1
Cov pWi,Wjq ajpbY q “ Cov pbY,Wiq

“ bCov pY,Wiq

“ b
n

ÿ

j“1
Cov pWi,Wjq ajpY q

“

n
ÿ

j“1
Cov pWi,Wjq rb ajpY qs.
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Es decir,
n

ÿ

j“1
Cov pWi,Wjq rajpbY q ´ b ajpY qs “ 0.

Nuevamente, la propiedad de la matriz de covarianzas de ser positiva
definida implica que

ajpbY q ´ b ajpY q “ 0.

Para el coeficiente a0,

a0pbY q “ EpbY q ´

n
ÿ

i“1
aipbY qEpWiq

“ bEpY q ´ b
n

ÿ

i“1
aipY qEpWiq

“ b a0pY q.

Finalmente, añadir una constante c a la variable bY es un caso parti-
cular del inciso anterior. Por lo tanto,

ajpbY ` cq “ b ajpY q ` ajpcq, para j “ 0, 1, . . . , n,

en donde se puede comprobar que

ajpcq “

#

c si j “ 0,
0 si j “ 1, . . . , n.

Por lo tanto,

PℓpbY ` c |W1, . . . ,Wnq “ a0pbY ` cq `

n
ÿ

i“1
aipbY ` cqWi

“ b a0pY q ` c`

n
ÿ

i“1
b aipY qWi

“ bra0pY q `

n
ÿ

i“1
aipY qWis ` c

“ bPℓpY |W1, . . . ,Wnq ` c.
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7. Se puede comprobar que, para j P t0, 1, . . . , nu fijo, las constantes

aipWjq “

#

1 si i “ j,

0 si i ‰ j,

satisfacen las ecuaciones

a0pWjq “ EpWjq `

n
ÿ

i“1
aipWjqEpWiq,

y
¨

˚

˚

˝

covp1, 1q covp1, 2q ¨ ¨ ¨ covp1, nq

cov p2, 1q cov p2, 2q ¨ ¨ ¨ cov p2, nq

...
...

...
cov pn, 1q cov pn, 2q ¨ ¨ ¨ cov pn, nq

˛

‹

‹

‚

¨

˚

˚

˝

a1pWjq

a2pWjq

...
anpWjq

˛

‹

‹

‚

“

¨

˚

˚

˝

CovpWj ,W1q

Cov pWj ,W2q

...
Cov pWj ,Wnq

˛

‹

‹

‚

,

en donde covpi, jq es CovpWi,Wjq. Por lo tanto,

PℓpWj |W1, . . . ,Wnq “ Wj , para j “ 1, . . . , n.

Entonces, por la propiedad de linealidad, propiedades (5) y (6), tene-
mos que

Pℓpc0 `

n
ÿ

j“1
cj Wj |W1, . . . ,Wnq “ c0 `

n
ÿ

j“1
cj PℓpWj |W1, . . . ,Wnq

“ c0 `

n
ÿ

j“1
cj Wj .

8. Cuando Cov pY,Wiq “ 0 para i “ 1, . . . , n, el lado derecho del sistema
de ecuaciones para los coeficientes a0, a1, . . . , an es el vector cero y la
solución al sistema es el vector cero. Por la representación que aparece
en la primera propiedad, se concluye que

PℓpY |W1, . . . ,Wnq “ EpY q.

9. Sean a1, . . . , an`1 los coeficientes del pronóstico para Y basado en las
variables W1, . . . ,Wn`1, y sean b1, . . . , bn los coeficientes del pronós-
tico para Wn`1 basado en W1, . . . ,Wn. Por la representación de la
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propiedad (1) y por la propiedad de linealidad,

PℓpPℓpY |W1, . . . ,Wn`1q |W1, . . . ,Wnq

“ PℓpEpY q `

n`1
ÿ

j“1
aj pWj ´ EpWjqq |W1, . . . ,Wnq

“ EpY q `

n`1
ÿ

j“1
aj pPℓpWj |W1, . . . ,Wnq ´ EpWjqq

“ EpY q `

n
ÿ

j“1
aj pWj ´ EpWjqq

`an`1 rPℓpWn`1 |W1, . . . ,Wnq ´ EpWn`1qs

“ EpY q `

n
ÿ

j“1
aj pWj ´ EpWjqq ` an`1

n
ÿ

j“1
bj pWj ´ EpWjqq

“ EpY q `

n
ÿ

j“1
paj ` an`1 bjq pWj ´ EpWjqq

“ PℓpY |W1, . . . ,Wnq.

La última igualdad se cumple ya que se puede comprobar que los
números aj ` an`1bj , para j “ 1, . . . , n, son los coeficientes del pro-
nóstico para Y con base en las variables W1, . . . ,Wn. Concluimos la
demostración verificando esta afirmación

n
ÿ

j“1
Cov pWi,Wjqpaj ` an`1bjq “ Cov pY,Wiq ´ an`1 Cov pWi,Wn`1q

`an`1 Cov pWn`1,Wiq

“ Cov pY,Wiq.

‚

A continuación se muestran dos ejemplos en los cuales se aplican los
resultados anteriores. Usaremos indistintamente las expresiones ℓX̂npsq
y PℓpXn`s |X1, . . . , Xnq para el mejor estimador lineal por mínimos
cuadrados para Xn`s basado en el historial X1, . . . , Xn de una serie de
tiempo.
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Pronóstico a un tiempo para un modelo ARppq

Sea tXt : t P Zu una serie de tiempo que sigue un modelo ARppq dado por

Xt “ α1Xt´1 ` ¨ ¨ ¨ ` αpXt´p ` Zt, t P Z. (5.18)

Encontraremos una expresión para el pronóstico lineal por mínimos cua-
drados de la variable Xn`1 con base en las variables X1, . . . , Xn. Para ello
supondremos lo siguiente:

El número de datos n es tal que n ě p.

Los coeficientes α1, . . . , αp son tales que la serie es estacionaria.

La variable Zt no está correlacionada con Xs para s ă t, es decir,
CovpZt, Xsq “ 0, para s “ t´ 1, t´ 2, . . .

Proposición 5.9 Sea tXt : t P Zu una serie de tiempo que sigue un
modelo ARppq especificado en (5.18). Bajo las hipótesis anteriores, el
mejor estimador lineal para Xn`1 basado en X1, . . . , Xn es

ℓX̂np1q “ α1Xn ` ¨ ¨ ¨ ` αpXn`1´p,

con error cuadrático medio

ErpXn`1 ´ ℓX̂np1qq2s “ γp0q ´

n
ÿ

i“n`1´p

αn`1´i γpn` 1 ´ iq.

Demostración. Usando las propiedades generales demostradas antes so-
bre el pronóstico lineal, y por la especificación (5.18), tenemos que

ℓX̂np1q “ PℓpXn`1 |X1, . . . , Xnq

“ Pℓpα1Xn ` ¨ ¨ ¨ ` αpXn`1´p ` Zn`1 |X1, . . . , Xnq

“ α1PℓpXn |X1, . . . , Xnq ` ¨ ¨ ¨ ` αpPℓpXn`1´p |X1, . . . , Xnq

`PℓpZn`1 |X1, . . . , Xnq

“ α1Xn ` ¨ ¨ ¨ ` αpXn`1´p.
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Observe que aquí sólo aparecen las p variables previas inmediatas a la varia-
ble a pronosticar Xn`1, en donde p ď n. De esta manera, hemos encontrado
una fórmula explícita para pronosticar un paso adelante una serie ARppq por
mínimos cuadrados a través de combinaciones lineales de los valores previos
observados. Como la expresión general de este estimador es la combinación
lineal

PℓpXn`1q “ a0 ` a1X1 ` ¨ ¨ ¨ ` anXn,

concluimos que las constantes son: a0 “ 0, ai “ αn`1´i para i “ 1, . . . , p, y
ai “ 0 para i “ p` 1, . . . , n.

Por otro lado, recordemos que la fórmula general del error cuadrático medio
para el pronóstico PℓpY |W1, . . . ,Wnq “ a0 ` a1W1 ` ¨ ¨ ¨ ` anWn es

ErpY ´ PℓpY |W1, . . . ,Wnqq2s “ VarpY q ´

n
ÿ

i“1
aiCovpY,Wiq.

Por lo tanto,

ErpXn`1 ´ PℓpXn`1 |X1, . . . , Xnqq2s

“ VarpXn`1q ´

n
ÿ

i“n`1´p

αn`1´i CovpXn`1, Xiq

“ γp0q ´

n
ÿ

i“n`1´p

αn`1´i γpn` 1 ´ iq,

en donde

γp0q “
σ2

1 ´ α1ρp1q ´ α2ρp2q ´ ¨ ¨ ¨ ´ αpρppq
,

γpτq “ γp0q ¨ ρpτq, para τ P Z,

y ρp1q, . . . , ρppq están determinadas por las ecuaciones de Yule-Walker. ‚
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Pronóstico a cualquier tiempo
para un modelo ARp1q

A continuación se considera una serie de tiempo tXt : t P Zu que sigue un
modelo ARp1q de media µ, es decir,

Xt ´ µ “ αpXt´1 ´ µq ` Zt, t P Z. (5.19)

El siguiente resultado establece una fórmula para estimar el valor de la
variable Xn`s para cualquier entero s ě 1 de manera lineal usando las
variables X1, . . . , Xn.

Proposición 5.10 Sea tXt : t P Zu una serie que sigue un modelo
ARp1q con media µ especificado en (5.19). Sea s ě 1 un número en-
tero. El pronóstico lineal por mínimos cuadrados para Xn`s basado en
X1, . . . , Xn, es

ℓX̂npsq “ p1 ´ αsqµ` αsXn,

con error cuadrático medio

ErpXn`s ´ ℓX̂npsqq2s “
1 ´ α2s

1 ´ α2 σ2.

Demostración. Por brevedad en la escritura omitiremos indicar las va-
riable predictoras X1, . . . , Xn y utilizaremos la notación Pℓ. Aplicando el
operador pronóstico Pℓ a la variable Xn`s ´ µ se obtiene

PℓpXn`s ´ µq “ PℓpαpXn`s´1 ´ µq ` Zn`sq

“ αPℓpXn`s´1 ´ µq ` αPℓpZn`sq.

Como s ě 1, se cumple que CovpZn`s, Xkq “ 0 para k “ 1, . . . , n y, por lo
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tanto, PℓpZn`sq “ EpZn`sq “ 0. En consecuencia,

PℓpXn`s ´ µq “ αPℓpXn`s´1 ´ µq

“ α2 PℓpXn`s´2 ´ µqs

...
“ αs PℓpXn ´ µq

“ αs pXn ´ µq,

de donde se obtiene que

PℓpXn`sq “ p1 ´ αsqµ` αsXn.

Este es el estimador lineal para Xn`s por mínimos cuadrados basado en
las variables X1, . . . , Xn. Como la expresión general de este estimador es la
combinación lineal

PℓpXn`sq “ a0 ` a1X1 ` ¨ ¨ ¨ ` anXn,

concluimos que las constantes son: a0 “ p1 ´ αsqµ, a1 “ ¨ ¨ ¨ “ an´1 “ 0 y
an “ αs. Por otro lado, el error cuadrático medio es

ErpXn`s ´ PℓpXn`sqq2s “ VarpXn`sq ´

n
ÿ

i“1
ai CovpXn`s, Xiq

“ VarpXn`sq ´ αsCovpXn`s, Xnq

“ γp0q ´ αs γpsq

“ γp0qp1 ´ αs γpsq

γp0q
q

“ γp0qp1 ´ αs ρpsqq.

Substituyendo las expresiones γp0q “ σ2{p1 ´ α2q y ρpsq “ αs encontradas
para un proceso ARp1q, tenemos que el error cuadrático medio es

ErpXn`s ´ PℓpXn`sqq2s “
1 ´ α2s

1 ´ α2 σ2.

‚

§
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Con esto concluimos nuestra breve introducción a algunos métodos de pro-
nósticos para series de tiempo. Se pueden encontrar exposiciones más com-
pletas en Brockwell y Davis [7], [8], Cryer y Chan [15], o en Shumway y
Stoffer [33].

5.4. Ejercicios

La esperanza condicional como pronóstico

108. Considere la serie de tiempo con tendencia tXt : t P Zu dada por

Xt “ pa0 ` a1t` a2t
2q ` Zt, t P Z,

en donde a0, a1 y a2 son constantes y mptq “ a0 `a1t`a2t
2 representa

la tendencia cuadrática de la serie. Suponga que se conocen los valores
de X1, . . . , Xn. Sea s ě 1 un número entero constante.

a) Encuentre el pronóstico X̂npsq definido por la esperanza condi-
cional (5.1).

b) Encuentre el error cuadrático medio del estimador.

109. Considere la serie de tiempo tXt : t P Zu que sigue el modelo ARp1q

dado por
Xt “

1
2 Xt´1 ` Zt, t P Z.

Suponga que se han observado los siguientes valores x1 “ 4, x2 “ 1.70,
x3 “ 1.15, x4 “ 2.11 y x5 “ 3.64.

a) Encuentre el valor del estimador X̂5psq, para s “ 1, 2.
b) Grafique las observaciones x1, . . . , x5 y los valores estimados x̂6

y x̂7.

110. Modelo ARp1q.
Sea tXt : t P Zu una serie de tiempo que sigue un modelo ARp1q

especificado en (5.3). Sea s ě 0 un número entero. Demuestre que

X̂npsq “ αsXn.
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111. Sea tXt : t P Zu una serie de tiempo que sigue el modelo ARp1q no
estacionario dado por

Xt “ Xt´1 ` Zt, t P Z.

a) Encuentre X̂npsq.
b) Encuentre enpsq.
c) Encuentre el ECM.

112. Modelo ARp1q de media µ.
Sea s ě 0 un entero y considere el pronóstico X̂npsq definido como la
esperanza condicional que aparece en (5.1) para una serie de tiempo
que sigue el modelo ARp1q de media µ, es decir,

Xt ´ µ “ αpXt´1 ´ µq ` Zt, t P Z.

Suponga que ´1 ă α ă 1. Compruebe que:

a) X̂npsq “ µ` αspXn ´ µq.

b) enpsq “

s´1
ÿ

k“0
αkZn`s´k.

c) Epenpsqq “ 0.

d) Varpenpsqq “ σ2 1 ´ α2s

1 ´ α2 .

e) ĺım
sÑ8

Varpenpsqq “
σ2

1 ´ α2 “ VarpXtq.

f ) ECM “ σ2 1 ´ α2s

1 ´ α2 .

113. Modelo MAp1q de media µ.
Sea s ě 1 un número entero y considere el pronóstico X̂npsq definido
como la esperanza condicional que aparece en (5.1) para una serie de
tiempo que sigue el modelo MAp1q de media µ, es decir,

Xt ´ µ “ Zt ` βZt´1, t P Z.

Compruebe que:
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a) X̂npsq “

"

µ` βZn si s “ 1,
µ si s ě 2.

b) enpsq “

"

Zn`1 si s “ 1,
Zn`s ` βZn`s´1 si s ě 2.

c) Epenpsqq “ 0.

d) Varpenpsqq “

"

σ2 si s “ 1,
p1 ` β2qσ2 si s ě 2.

e) ĺım
sÑ8

Varpenpsqq “ VarpXtq “ p1 ` β2qσ2.

f ) ECM “

"

σ2 si s “ 1,
p1 ` β2qσ2 si s ě 2.

Pronóstico lineal para series estacionarias

114. Sea tXt : t P Zu una serie de tiempo estacionaria que sigue el modelo
MAp1q dado por

Xt “ Zt ´ βZt´1, t P Z,

en donde ´1 ă β ă 1 es una constante y tZt : t P Zu es un proceso
aleatorio puro de media 0 y varianza σ2. Sea n P Z fijo. Denote por
PℓpXn`1q al mejor pronóstico lineal para Xn`1 por mínimos cuadrados
basado en todas las variables previas Xn, Xn´1, . . . Demuestre que:

a) PℓpXn`1q “ ´

8
ÿ

k“1
βk Xn`1´k.

b) El error cuadrático medio del estimador es σ2.

115. Sea tXt : t P Zu una serie de tiempo estacionaria que sigue el modelo
ARp1q dado por

Xt “ αXt´1 ` Zt, t P Z,

en donde ´1 ă α ă 1. Sea s ě 0 un número entero. Defina el pro-
nóstico para Xn`s a partir de Xn, Xn´1, . . . como la variable aleatoria
EpXn`s |Xn, Xn´1, . . .q. Demuestre que

EpXn`s |Xn, Xn´1, . . .q “ αsXn.
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Pronóstico lineal para series no estacionarias

116. Sea PℓpY |W1,W2q el estimador lineal por mínimos cuadrados para Y
basado en W1 y W2. Diga falso o verdadero:

a) PℓpW1 |W1,W2q “ W1.
b) PℓpW1 `W2 |W1,W2q “ W1 `W2.
c) Pℓp4W2 ´ 1 |W1,W2q “ 4W2 ´ 1.

117. El estimador lineal por mínimos cuadrados para Y basado en W1 y
W2 es ℓŶ pW1,W2q “ a0 ` a1W1 ` a2W2, en donde la constante a0 se
obtiene de manera explícita, como se indica en la proposición 5.6, y
las constantes a1 y a2 se obtiene usando la matriz

ˆ

CovpW1,W1q CovpW1,W2q

Cov pW2,W1q Cov pW2,W2q

˙

.

Demuestre que esta matriz es:

a) Simétrica, es decir, es idéntica a su transpuesta.
b) Positiva definida, es decir, para cualquier pu, vq P R2 se cumple

que

pu, vq

ˆ

CovpW1,W1q CovpW1,W2q

Cov pW2,W1q Cov pW2,W2q

˙ ˆ

u
v

˙

ě 0.

118. Suponga que las variables predictoras W1 y W2 son independientes en
el estimador lineal

ℓŶ pW1,W2q “ a0 ` a1W1 ` a2W2. (5.20)

Demuestre que:

a) a0 “ EpY q ´ a1EpW1q ´ a2EpW2q.

b) a1 “
CovpY,W1q

VarpW1q
.

c) a2 “
CovpY,W2q

VarpW2q
.
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119. Sea ℓŶ pW1,W2q el pronóstico lineal de la variable Y a partir de las
variables W1,W2, es decir,

ℓŶ pW1,W2q “ a0 ` a1W1 ` a2W2,

en donde a1, a1 y an son ciertas constantes. Compruebe que el error
cuadrático medio del estimador es

ErpY ´ ℓŶ pW1,W2qq2s “ VarpY q ´ a1 Cov pY,W1q ´ a2 Cov pY,W2q.

120. Sea ℓŶ pW1, . . . ,Wnq el pronóstico lineal de la variable Y a partir de
las variables W1, . . . ,Wn, es decir,

ℓŶ pW1, . . . ,Wnq “ a0 ` a1W1 ` ¨ ¨ ¨ ` anWn.

Demuestre que:

a) El coeficiente a0 está dado por

a0 “ EpY q ´

n
ÿ

j“1
aj EpWjq.

b) Los coeficientes a1, . . . , an son la solución al sistema de ecuaciones
¨

˚

˚

˝

covp1, 1q covp1, 2q ¨ ¨ ¨ covp1, nq

cov p2, 1q cov p2, 2q ¨ ¨ ¨ cov p2, nq

...
...

...
cov pn, 1q cov pn, 2q ¨ ¨ ¨ cov pn, nq

˛

‹

‹

‚

¨

˚

˚

˝

a1
a2
...
an

˛

‹

‹

‚

“

¨

˚

˚

˝

CovpY,W1q

Cov pY,W2q

...
Cov pY,Wnq

˛

‹

‹

‚

,

en donde covpi, jq :“ CovpWi,Wjq.

121. Demuestre que la matriz que aparece en el ejercicio anterior es:

a) Simétrica, es decir, es idéntica a su transpuesta.
b) Positiva definida, es decir, para cualquier pu1, . . . , unq P Rn se

cumple que

pu1, . . . , unq

¨

˚

˚

˝

covp1, 1q covp1, 2q ¨ ¨ ¨ covp1, nq

cov p2, 1q cov p2, 2q ¨ ¨ ¨ cov p2, nq

...
...

...
cov pn, 1q cov pn, 2q ¨ ¨ ¨ cov pn, nq

˛

‹

‹

‚

¨

˝

u1
...
un

˛

‚ě 0.
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122. Suponga que las variables predictoras W1, . . . ,Wn son independientes
en el estimador lineal

ℓŶ pW1,W2q “ a0 ` a1W1 ` ¨ ¨ ¨ ` anWn. (5.21)

Demuestre que

a) a0 “ EpY q ´

n
ÿ

j“1
aj EpWjq.

b) aj “
CovpY,Wjq

VarpWjq
para j “ 1, . . . , n.

123. Sea ℓŶ pW1, . . . ,Wnq el pronóstico lineal de la variable Y a partir de
las variables W1, . . . ,Wn, es decir,

ℓŶ pW1, . . . ,Wnq “ a0 ` a1W1 ` ¨ ¨ ¨ ` anWn,

en donde a1, a1, . . . , an son ciertas constantes. Compruebe que el error
cuadrático medio del estimador es

ErpY ´ ℓŶ pW1, . . . ,Wnqq2s “ VarpY q ´

n
ÿ

j“1
aj Cov pY,Wjq.
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Apéndice A

Códigos en lenguaje R

En este apartado se presentan los códigos utilizados en el ejemplo 2.1, en los
ejemplos de la sección 4.1 y en el ejemplo con datos reales de la sección 4.4. Se
pretende que el lector tome como referencia estos códigos para reproducirlos,
modificarlos y/o mejorarlos para que ajuste sus propios modelos a la serie
de tiempo que desee analizar.

A.1. Ejemplo Box-Cox

Recordemos lo que se menciona en el ejemplo 2.1: allí se obtuvo una muestra
x1, . . . , x1000 de datos provenientes de una distribución Expp1q. Se aplicó
una transformación de Box-Cox con distintos valores de λ hasta obtener
una muestra con el mayor p-value en la prueba de Kolmogorov-Smirnov
de dos colas donde la hipótesis nula establece que la muestra proviene de
una distribución normal estándar. Se determinó un valor de λ “ 0.2735
obteniéndose un estadístico D “ 0.016336, y un p-value“ 0.9523. La serie
original se representa por txtu, y la serie transformada se representa por
tytu, donde para cada valor de t primero se calculó

zt “
xλ

t ´ 1
λ

,

para después calcular

yt “
zt ´ pµ

pσ
,

255
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256 APÉNDICE A. CÓDIGOS EN LENGUAJE R

donde pµ y pσ son la media muestral y la desviación estándar muestral de
tztu, respectivamente.

###########################################
# Ejemplo de búsqueda del valor de lambda
# en una transformación de Box-Cox
###########################################

###########################################
# La función t_boxcox siguiente aplica
# la transformación a los elementos del
# vector 'x' y evaluando el valor 'lambda'
###########################################
t_boxcox <- function(x,lambda){

aux <- (xˆlambda-1)/lambda
return(aux)

}
########################################
set.seed(1981) # semilla para reproducibilidad
x <- rexp(1000,1) # obtención de una muestra exponencial
#######################################
m <- 1000 # número de valores que serán probados
results <- numeric(m)
lambdas <- seq(0.05,1,length=m)
# se probarán m valores equidistantes entre 0.05 y 1
for(i in 1:m){

y <- t_boxcox(x,lambdas[i])
muy <- mean(y)
sdy <- sd(y)
# estandarización de la transformación:
y_std <- (y-muy)/sdy
# prueba de Kolmogorov-Smirnov (K-S)
aux <- ks.test(y_std,'pnorm')
results[i] <- aux$p.value

}
# En las siguientes tres línes buscamos el valor de lambda
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# que obtuvo un mejor resultado en la prueba con respecto
# al valor del p-value
max(results)

## [1] 0.9522975

maximo <- which(results==max(results))
lambdas[maximo] # valor elegido

## [1] 0.2734735

################################
# las siguientes líneas almacenan la transformación con el
# valor de lambda elegido y posteriormente se hacen los
# gráficos del histograma y del diagrama de cuantiles para
# observar el correcto ajuste de los datos estandarizados
# a la distribución N(0,1)
################################
y <- t_boxcox(x,lambdas[maximo])
muy <- mean(y); sdy <- sd(y)
y_std <- (y-muy)/sdy
par(mfrow=c(1,2),mar=c(2,2,1,1))
hist(y_std,freq = F,main = '',ylim = c(0,0.4))
curve(dnorm(x),add=T,col='blue',lwd=1.5)
qqnorm(y_std,pch=16,cex=0.5,main='')
qqline(y_std,col='blue',lwd=1.5)

# Finalmente, se muestran los valores del estadístico
# de prueba y del p-value de la prueba de K-S
ks.test(y_std,'pnorm')

##
## One-sample Kolmogorov-Smirnov test
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##
## data: y_std
## D = 0.016337, p-value = 0.9523
## alternative hypothesis: two-sided

A.2. Ejemplos generados por simulación
En esta sección se muestran los códigos utilizados en la sección 4.1 y en
ellos se establecen valores semilla para su reproducibilidad. En el primer
caso se presentan las funciones utilizadas para obtener los gráficos. En el
resto de ejemplos los gráficos se obtienen de forma similar.

Modelo ARp1q

library(simts) #para valores de ACF teórica
n <- 1000
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
x0 <- 0
x[1] <- 0.5*x0+z[1]
for(t in 2:n){x[t] <- 0.5*x[t-1]+z[t]}
par(mfrow=c(3,1),mar=c(2,1,1,2),oma=c(0,0,0,0))
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
aa <- a$acf
aa_teo <- theo_acf(0.5,lagmax = 13)[1:13]
bb <- b$acf
y1 <- -3.5; y2 <- -y1
###########################
plot(x,type='n',axes = F,xlim=c(-20,1080),ylim=c(y1,y2))
arrows(0,0,1040,0,length = 0.05)
arrows(0,y1,0,y2,length = 0.05)
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lines(1:1000,x,col='blue')
axis(1,at=seq(0,1000,100),c('',seq(100,1000,100)),

cex.axis=1 )
text(rep(-35,3),c(-2,0,2),c(-2,0,2))
segments(rep(-5,5),c(-2,0,2),rep(5,5),c(-2,0,2))
text(30,3.2,'$x_t$')
text(1050,-0.8,'$t$')

#########################################
plot(aa,type='n',axes = F,

xlim=c(-0.5,13),ylim=c(-0.3,1.2*max(aa)))
lines(0:lags,aa,col='blue')
points(0:lags,aa,pch=16,cex=0.8)
lines(0:lags,aa_teo,lty=3,lwd=1.5)
points(0:lags,aa_teo,pch=16,cex=0.8)
arrows(-0.1,0,12.5,0,length = 0.05)
arrows(0,-0.2,0,1.2*max(aa),length = 0.05)
text(1:12,rep(-0.25,12),c(1:12))
segments(1:12,rep(-0.05,12),1:12,rep(0.05,12))
text(rep(-0.6,3),c(0,0.5,1),c(0,0.5,1))
segments(rep(-0.05,2),c(0.5,1),rep(0.05,2),c(0.5,1))
text(1.1,1.05*max(aa),'ACF($\\tau$)')
text(12.75,-0.075,'$\\tau$')
legend(7,0.85,

c('ACF muestral','ACF teórica'),
bty = 'n', lwd=c(2,2), lty = c(1,3),
col=c('blue',1))

#########################################
mm <- min(bb)
plot(bb,type='n',axes = F,

xlim=c(-0.5,13),ylim=c(1.1*mm,1.3*max(bb)))
lines(1:lags,bb,col='blue')
points(1:lags,bb,pch=16,cex=0.9)
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arrows(-0.1,0,12.5,0,length = 0.05)
arrows(0,1.1*mm,0,1.2*max(bb),length = 0.05)
text(1:12,rep(-0.18,12),c(1:12))
segments(1:12,rep(-0.025,12),1:12,rep(0.025,12))
text(1.1,1.2*max(bb),'PACF($\\tau$)')
text(12.75,-0.075,'$\\tau$')
text(rep(-0.6,3),c(0,0.2,0.4),c(0,0.2,0.4))
segments(rep(-0.05,2),c(0.2,0.4),rep(0.05,2),c(0.2,0.4))
############################################
############################################

Modelo ARp2q

##AR(2)
library(simts) #para valores de ACF teórica
n <- 1000
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
x0 <- 0
x[1] <- z[1]
x[2] <- 0.6*x[1]-0.3*x0+z[2]
for(t in 3:n){x[t] <- 0.6*x[t-1]-0.3*x[t-2]+z[t]}
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
aa <- a$acf # Valores de la función ACF
aa_teo <- theo_acf(c(0.6,-0.3),lagmax = 13)[1:13]
bb <- b$acf # Valores de la función PACF

Modelo MAp1q



i
i

“Series-main” — 2025/1/14 — 17:45 — page 261 — #261 i
i

i
i

i
i

A.2. EJEMPLOS GENERADOS POR SIMULACIÓN 261

##MA(1)
library(simts) #para valores de ACF teórica
n <- 1000
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
z0 <- 0
x[1] <- 0.7*z0+z[1]
for(t in 2:n){x[t] <- 0.7*z[t-1]+z[t]}
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
aa <- a$acf # Valores de la función ACF
aa_teo <- theo_acf(NULL,0.7,lagmax = 13)[1:13]
bb <- b$acf # Valores de la función PACF

Modelo MAp2q

##MA(2)
library(simts) #para valores de ACF teórica
n <- 1000
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
z0 <- 0
x[1] <- z[1]
x[2] <- -0.8*z[1]+0.6*z0+z[2]
for(t in 3:n){x[t] <- -0.8*z[t-1]+0.6*z[t-2]+z[t]}
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
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aa <- a$acf # Valores de la función ACF
aa_teo <- theo_acf(NULL,c(-0.8,0.6),lagmax = 13)[1:13]
bb <- b$acf # Valores de la función PACF

Modelo ARMAp1, 1q

##ARMA(1,1)
library(simts) #para valores de ACF teórica
n <- 1000
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
x_0 <- z0 <- 0
x[1] <- 0.3*x_0+0.5*z0+z[1]
for(t in 2:n){x[t] <- 0.3*x[t-1]+0.5*z[t-1]+z[t]}
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
aa <- a$acf # Valores de la función ACF
aa_teo <- theo_acf(0.3,0.5,lagmax = 13)[1:13]
bb <- b$acf # Valores de la función PACF

Modelo ARMAp2, 2q

##ARMA(2,2)
library(simts) #para valores de ACF teórica
n <- 1000
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
x_0 <- z0 <- 0
x[1] <- z[1]
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x[2] <- -0.3*x[1]+0.2*x_0+0.4*z0+0.1*z[1]+z[2]
for(t in 3:n){
x[t] <- -0.3*x[t-1]+0.2*x[t-2]+0.4*z[t-2]+0.1*z[t-1]+z[t]

}
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
aa <- a$acf # Valores de la función ACF
aa_teo <- theo_acf(c(-0.3,0.2),c(0.1,0.4),lagmax = 13)[1:13]
bb <- b$acf # Valores de la función PACF

Modelo ARp1q con tendencia

##AR(1) con tendencia
n <- 100
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
x_0 <- z0 <- 0
x[1] <- 0.5*x_0+0.1+ z[1]
for(t in 2:n){x[t] <- 0.5*x[t-1]+0.1*t+ z[t]}
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
aa <- a$acf # Valores de la función ACF
bb <- b$acf # Valores de la función PACF

Proceso diferenciado ARIMAp2, 1, 0q
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##Proceso diferenciado
n <- 100
set.seed(123)
z <- rnorm(n)
x <- numeric(n)
x_0 <- z0 <- 0
x[1] <- 0.5*x_0+0.1+ z[1]
for(t in 2:n){x[t] <- 0.5*x[t-1]+0.1*t+ z[t]}
yt <- x[2:n]-x[1:(n-1)]
xx <- yt-mean(yt)
lags <- 12
a <- acf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='ACF',plot=F)
b <- pacf(x,lag.max=lags,col='blue',lwd=1.5,

xlab='rezago',ylab='PACF',plot=F)
aa <- a$acf # Valores de la función ACF
bb <- b$acf # Valores de la función PACF

A.3. Ejemplo con datos reales

En esta sección se presenta el código utilizado en la sección 4.4, incluyendo
la llamada a las librerías necesarias.

library(aTSA) # necesario para la función 'adf.test'
library(astsa) # necesario para la función 'sarima'
library(whitestrap) # necesario para la prueba de White
library(tsoutliers) # necesario para la prueba de Jarque-Bera
library(forecast) # necesario para las funciones

# 'checkresiduals' y 'Arima'

# Se leen los datos en la carpeta de trabajo
# ~/Documentos = ubicación del archivo tempmedia.csv
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setwd("~/Documentos")
tempmedia <- read.csv("tempmedia.csv",header=T)

# Formatea la base de datos como matriz
tempmedia<-as.matrix(tempmedia)

# Ahora como vector
vtempmedia<- as.vector(t(tempmedia))

# Formato de serie de tiempo
ymedia <- ts(vtempmedia, start = c(1971,1),end=c(2001,12),

frequency = 12)
summary(ymedia)

# Seleccion de datos para modelar y pronóstico
yimed = window(ymedia,start=c(1975,1),end=c(2000,12))
yfmed = window(ymedia,start=c(2001,1),end=c(2001,12))

# Estadísticos descriptivos simples
summary(yimed)
Maximo_en <- which(yimed==max(yimed))
Minimo_en <- which(yimed==min(yimed))
meses <- c('ene','feb','mar','abr','may','jun',

'jul','ago','sep','oct','nov','dic')
aux1 <- Maximo_en %/ % 12
aux2 <- Maximo_en % % 12
aux3 <- Minimo_en %/ % 12
aux4 <- Minimo_en % % 12
añoMax <- 1975+aux1
mesMax <- meses[aux2]
maxima <- yimed[Maximo_en] #Temperatura Máxima
añoMin <- 1975+aux3
mesMin <- meses[aux4]
minima <- yimed[Minimo_en] #Temperatura Mínima
cat('Temperatura máxima de',maxima,'en',mesMax,
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'del año',añoMax)
cat('Temperatura mínima de',minima,'en',mesMin,

'del año',añoMin)

# ACF Y PACF DE SERIE DE TIEMPO ORIGINAL
plot(ymedia, ylim=c(20,33), xlim=c(1975,2000), col=2)
acf(yimed,50,main='')
pacf(yimed,50,main='')

# SERIE DE TIEMPO CON UNA DIFERENCIA DE 12 REZAGOS
difymedia=diff(ymedia,lag=12)
difymed = window(difymedia,start=c(1976,1),end=c(2000,12))
difymed_f= window(difymedia,start=c(2001,1),end=c(2001,12))

# Grafica de serie diferenciada, acf y pacf
plot(difymed)
acf(difymed,50)
pacf(difymed,50)

# PRUEBAS DE RAÍCES UNITARIAS PARA SERIE ORIGINAL
adf.test(yimed,14)
#DICKEY-FULLER AUMENTADA serie original

# PRUEBAS DE RAÍCES UNITARIAS PARA SERIE DIFERENCIADA
adf.test(difymed, 14)
#DICKEY-FULLER AUMENTADA serie diferenciada

###########################################
###### PROPUESTAS DE MODELOS ARIMA ########
###########################################
###### ARIMA(12,0,12) = ARMA(12,12)
###### Estimación de parámetros
dt_12_0_12 <- arima(difymed,c(12,0,12))
#Si se desea estimar un modelo ARMA con media de cero,
#entonces usar arima(difymed,c(12,0,12),include.mean=F)
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dt_12_0_12
aic12012 <- -2*-318.63+2*26
aic12012

###### (12,0,4)
dt_12_0_4 <- arima(difymed,c(12,0,4))
dt_12_0_4
aic1204 <- -2*-356.73+2*18
aic1204

###### (3,0,12)
dt_3_0_12 <- arima(difymed,c(3,0,12))
dt_3_0_12
aic3012 <- -2*-322.83+2*17
aic3012

######### Modelo SARIMA #############
####sarima(3,0,0)(0,0,1)[12] usa variable yimed
t_300_001_12<- Arima(yimed ,

order=c(3,0,0),
seasonal=c(0,1,1),
include.constant=TRUE,
include.mean=TRUE)

#estimación con comando Arima
t_300_001_12
aic300011_12 <- -2*-331.58+2*6
aic300011_12

###################################
#Mismos resultados modelando la variable
#yimed con SARIMA
#############################
sarima(yimed,12,0,12,P=0,D=1,Q=0,S=12)
sarima(yimed,12,0,4,P=0,D=1,Q=0,S=12,gg=TRUE)
#Mejor opción:
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sarima(yimed,3,0,12,P=0,D=1,Q=0,S=12,gg=TRUE)
#(3,0,0)(0,0,1)[12]:
sarima(yimed,3,0,0,P=0,D=1,Q=1,S=12,gg=TRUE)

##############################
# Pruebas para ARMA(12_0_12)#
##############################
# Cálculo de los residuos o errores
e_12_0_12<-dt_12_0_12$residuals
# Estandarización
e_st_12_0_12 <-dt_12_0_12$residuals/sd(e_12_0_12)
###Gráficas###
plot.ts(e_12_0_12)
acf(e_12_0_12,50)
pacf(e_12_0_12,50)
qqnorm(e_st_12_0_12, asp=1)
qqline(e_st_12_0_12)
##### Pruebas diagnóstico
adf.test(e_12_0_12, 13) # raíces unitarias
white_test(dt_12_0_12) #heterocedasticidad
JB <- JarqueBera.test(e_12_0_12) #normalidad
JB[[1]]
###################################
Bt <- Box.test(e_12_0_12,lag = 27, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 3, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 27-24 = 3)
checkresiduals(dt_12_0_12, lag=27)
###################################
Bt <- Box.test(e_12_0_12,lag = 36, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
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pchisq(Bt$statistic, 12, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 36-24 = 12)
checkresiduals(dt_12_0_12, lag=36)
###################################
Bt <- Box.test(e_12_0_12,lag = 42, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 18, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 42-24 = 18)
checkresiduals(dt_12_0_12, lag=42)
# Si las autocorrelaciones provinieran de una serie
# de ruido blanco, entonces el estadísitico de la
# prueba Ljung-Box tendría una \chiˆ2 con (h-k)
# grados de libertad, donde k es el número de
# parámetros en el modelo. Si se calculan a partir
# de datos sin procesar (en lugar de los residuos
# de un modelo), establezca k=0.
####################################
# Criterios gráficos
hist(e_st_12_0_12,prob = TRUE, main = "")
curve(dnorm(x),add=T)
plot(dt_12_0_12) #raíces

##############################
# Pruebas para ARMA(12_0_4)#
##############################
# Cálculo de los residuos o errores
e_12_0_4<-dt_12_0_4$residuals
# Estandarización
e_st_12_0_4 <-dt_12_0_4$residuals/sd(e_12_0_4)
###Gráficas###
plot.ts(e_12_0_4)
acf(e_12_0_4,50)
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pacf(e_12_0_4,50)
qqnorm(e_st_12_0_4, asp=1)
qqline(e_st_12_0_4)
##### Pruebas diagnóstico
adf.test(e_12_0_4, 13) # raíces unitarias
white_test(dt_12_0_4) #heterocedasticidad
JB <- JarqueBera.test(e_12_0_4) #normalidad
JB[[1]]
###################################
Bt <- Box.test(e_12_0_4,lag = 27, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 3, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 27-24 = 3)
checkresiduals(dt_12_0_4, lag=27)
###################################
Bt <- Box.test(e_12_0_4,lag = 36, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 12, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 36-24 = 12)
checkresiduals(dt_12_0_4, lag=36)
###################################
Bt <- Box.test(e_12_0_4,lag = 42, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 18, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 42-24 = 18)
checkresiduals(dt_12_0_4, lag=42)
####################################
# Criterios gráficos
hist(e_st_12_0_4,prob = TRUE, main = "")
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curve(dnorm(x),add=T)
plot(dt_12_0_4) #raíces

##############################
# Pruebas para ARMA(3_0_12)#
##############################
# Cálculo de los residuos o errores
e_3_0_12<-dt_3_0_12$residuals
# Estandarización
e_st_3_0_12 <-dt_3_0_12$residuals/sd(e_3_0_12)
###Gráficas###
plot.ts(e_3_0_12)
acf(e_3_0_12,50)
pacf(e_3_0_12,50)
qqnorm(e_st_3_0_12, asp=1)
qqline(e_st_3_0_12)
##### Pruebas diagnóstico
adf.test(e_3_0_12, 13) # raíces unitarias
white_test(dt_3_0_12) #heterocedasticidad
JB <- JarqueBera.test(e_3_0_12) #normalidad
JB[[1]]
###################################
Bt <- Box.test(e_3_0_12,lag = 27, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 3, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 27-24 = 3)
checkresiduals(dt_3_0_12, lag=27)
###################################
Bt <- Box.test(e_3_0_12,lag = 36, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 12, lower.tail=FALSE)
#El p-value se calcula con los df del test
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# (lag-(p+q) = 36-24 = 12)
checkresiduals(dt_3_0_12, lag=36)
###################################
Bt <- Box.test(e_3_0_12,lag = 42, type = "Ljung-Box")
Bt
#p-valuesLB con gl correctos
pchisq(Bt$statistic, 18, lower.tail=FALSE)
#El p-value se calcula con los df del test
# (lag-(p+q) = 42-24 = 18)
checkresiduals(dt_3_0_12, lag=42)
####################################
# Criterios gráficos
hist(e_st_3_0_12,prob = TRUE, main = "")
curve(dnorm(x),add=T)
plot(dt_3_0_12) #raíces

######### Pruebas para ARIMA(3,0,0)(0,1,1)[12]
e_300011<-t_300_001_12$residuals
e_st_e_300011 <-t_300_001_12$residuals/sd(e_300011)
###Gráficas###
plot.ts(e_300011)
acf(e_300011,50)
pacf(e_300011,50)
qqnorm(e_st_e_300011, asp=1)
qqline(e_st_e_300011)
hist(e_st_e_300011,prob = TRUE, main = "")
curve(dnorm(x),add=T)
##### Pruebas diagnóstico
adf.test(e_300011, 13) # raíces unitarias
white_test(t_300_001_12) #heterocedasticidad
JarqueBera.test(e_300011) #normalidad
Box.test(e_300011,lag = 36, type = "Ljung-Box")
#p-valuesLB con gl correctos
pchisq(40.78, 32, lower.tail=FALSE)
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#gráfico de residuales, acf y histograma
checkresiduals(e_300011, lag=36)
# En la última función, no se ejecuta la
# prueba de Ljung-Box porque la función
# checkresiduals no localiza la información
# de los grados de libertad en el vector
# t_300_001_12$residuals generado por la
# función 'sarima'.

############# PRONÓSTICO #################
#arima 12,0,12
fdt_12_0_12 <- forecast(dt_12_0_12,12)
plot(fdt_12_0_12,

xlim=c(1999.0,2002.1),ylim = c(-5.0,5),
main="Pronóstico a un tiempo ARIMA(12,0,12)")

par(new=TRUE)
plot(difymed_f,

xlim=c(1999.0,2002.1),ylim = c(-5.0,5), lwd=2)
# se genera una tabla con los pronósticos muestrales:
fdt_12_0_12

#arima 12,0,4
fdt_12_0_4=forecast(dt_12_0_4,12)
plot(fdt_12_0_4,

xlim=c(1999,2002.1),ylim = c(-5.0,5),
main="Pronóstico a un tiempo ARIMA(12,0,4)")

par(new=TRUE)
plot(difymed_f,

ylim=c(-5,5), xlim=c(1999.0,2002.1), lwd=2)
# se genera una tabla con los pronósticos muestrales:
fdt_12_0_4

#arima 3,0,12
fdt_3_0_12=forecast(dt_3_0_12,12)
plot(fdt_3_0_12,
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xlim=c(1999,2002.1),ylim = c(-5.0,5),
main="Pronóstico a un tiempo ARIMA(3,0,12)")

par(new=TRUE)
plot(difymed_f,

ylim=c(-5,5), xlim=c(1999.0,2002.1), lwd=2)
# se genera una tabla con los pronósticos muestrales.
fdt_3_0_12

####sarima(3,0,0)(0,0,1)[12]
fyt_300_011=forecast(t_300_001_12, 12)
plot(fyt_300_011,

xlim=c(1999,2002.1),ylim = c(20.0, 35),
main="Pronóstico SARIMA(3,0,0)(0,1,1)[12]")

par(new=TRUE)
plot(yfmed ,

ylim=c(20,35), xlim=c(1999.0,2002.1), lwd=2)
# se genera una tabla con los pronósticos muestrales:
fyt_300_011

### Precisión del pronóstico ###########
#evaluación usando los datos de prueba (observados de 2001)
# RMSE = Raíz cuadrada del ECM
accuracy(fdt_12_0_12,difymed_f)
accuracy(fdt_12_0_4,difymed_f)
accuracy(fdt_3_0_12,difymed_f)
accuracy(fyt_300_011,yfmed)
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lineal para series

estacionarias, 226
lineal sin estacionariedad,

233
lineal, propiedades, 230

Regresión
armónica, 64
lineal, 54
polinomial, 56

Residuales, 184
Ruido blanco, 11
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Serie de tiempo, 7, 8
Simulación, 160
Suavizamiento

exponencial, 60
por promedios móviles, 58

Transformación
de Box-Cox, 47
de centralización, 45, 46
tasa de crecimiento, 53

tasa de retorno, 52
discreta, 53

Variables
dummy, 73

Varianza
de una serie de tiempo, 15
muestral, 15

Yule-Walker, 105
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